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Besonderheiten von Audiodaten

Diese Arbeit benutzt sowohl Methoden der statistischen Wertereihenanalyse als auch Erkennt-
nisse der Psychoakustik. Die meisten dieser Methoden sind fiir andere Datensitze bestehend aus
umfangreichen Wertereihen ebenfalls verwendbar, einige wenige jedoch kénnen nur fiir Audioda-
ten sinnvoll genutzt werden. Solche Methoden werden durch eine Note im Seitenrand gekenn-

zeichnet.
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KAPITEL 1

Einleitung

Immer hdufiger werden Musikstiicke in digitaler Form archiviert und verwaltet. Wahrend noch
vor wenigen Jahrzehnten analoge Aufnahmeverfahren wie Biander und Schallplatten den Markt
beherrschten, sind heute Musikstiicke in digitaler Form auf CD oder in Dateien gespeichert.
Diese digitalen Formate erlauben eine direkte Verarbeitung durch Rechner. Durch die weltweite
Vernetzung und die Entwicklung neuartiger Kompressionsverfahren erfahren Musikdaten zudem
eine immer raschere Verbreitung. Nicht selten haben Benutzer Musikdatenbanken mit mehreren
Tausend Liedern angelegt und leiden unter dem Aufwand ihrer Pflege. Auch die Musikindustrie
beriicksichtigt diesen Trend und es werden Portale entwickelt, die es dem Anwender erlauben, die
von ithm gewiinschte Musik auf seinen Rechner zu laden. Eine typische Aufgabe bei der Behand-
lung von Musikdaten ist die Klassifikation von Audiodaten nach ihrem Genre, um unbekannte
Musikstiicke schnell katalogisieren zu kénnen. Bei einer Kunstform wie Musik ist der Hérgenuss
jedoch auch durch emotionale Empfindungen gepragt. Daher ist es eine zusétzliche Herausfor-
derung, neben der Klassifikation nach Genre auch die Priferenzen eines Benutzers zu erkennen.
Dies erlaubt personalisierte Zusammenstellungen von Musikstiicken oder Horvorschldge. Ein Ziel
dieser Arbeit ist es, fiir solche Klassifikationsaufgaben eine méglichst hohe Genauigkeit in der
Vorhersage zu erreichen.

Dabei werden maschinelle Lernverfahren mit dem Problem grofser Datenmengen konfrontiert. Es
ist nicht méglich, die Audiodaten direkt als Eingabe fiir ein Lernverfahren zu benutzen. Nicht
alle Musikstiicke besitzen die gleiche Lange und die Instanzen hitten somit eine unterschiedliche
Zahl von Merkmalen, die untereinander nicht korrelieren. Der i-te Zeitpunkt eines jeden Liedes
hat als Merkmal keine besondere Bedeutung fiir ein Lernverfahren. Es steigt also nicht nur die
Laufzeit der Verfahren mit der Lange der Lieder, es ist darliberhinaus auch keine ausreichend
gute Performanz zu erwarten [45].

Es sind zwei Wege denkbar, diese Problematik zu umgehen und Audiodaten als Eingabe fiir
Lernverfahren zu benutzen. Zunéchst wire es moglich, aus den Audiodaten, welche in Wellen-
form vorliegen, Midistiicke oder Partituren zu extrahieren. Beim Midiformat sind alle hérbaren
Noten nach dem 12-Ton-System nummeriert. Jede Note in einem Musikstiick umfasst die Ton-
héhennummer, den Startzeitpunkt, die Dauer und die Lautstiarke [28]. Partituren beschreiben
ebenso die Melodien, Harmonien und rhythmische Elemente aller Instrumente. Aus diesen Anga-
ben kénnen dann Merkmale extrahiert werden, welche als Eingabe fiir ein Lernverfahren benutzt
werden konnen [41]. Die Transkription von Audiodaten unterliegt jedoch einigen Beschrankun-
gen. Gute Ergebnisse lassen sich nur bei einstimmigen Stiicken erzielen. Fiir polyphone Musik
gelingt eine Erkennung nur, wenn alle Stimmen von demselben Instrument gespielt werden, z. B.
ein mehrstimmiges Klavierstiick. Probleme bereiten die Erkennung von Oktaven und Akkorden.




1. Einleitung

Auch werden gleiche aufeinanderfolgende Téne nur selten erkannt [4, 30]. Ein Einsatz fiir Stiicke
mit reicher Instrumentierung, wie einem Orchester oder einer Band, ist daher im Augenblick
nicht méglich. Andere Aufgaben, fiir die eine Transkription in Mididateien erforderlich ist, um-
fassen das Finden von Merkmalen fiir den musikalischen Ausdruck. Dieser wird definiert durch
Variationen in Tempo, Dynamik oder Interpretation eines Spielers [59]. Zu diesem Teilgebiet
gehort auch die Klassifizierung von Gesangsinterpretationen beziiglich Tonreinheit [57]. Auch fiir
neuartige Anfragen an Multimedia-Datenbanken ist eine Transkription der Melodien erforder-
lich. Bekannt wurde die Anfrage durch Summen der Hauptmelodie (query by humming) [14]. Die
Transkription von Audiodaten in das Midiformat, welche den Einsatz musikwissenschaftlichen
Hintergrundwissens erlauben wiirde, muss fiir Aufgaben wie die Feststellung der Autorenschaft
oder die Messung der Qualitidt der Interpretation oder des musikalischen Ausdrucks durchge-
fithrt werden. Diese Art von Klassifikationsaufgaben soll in dieser Arbeit jedoch nicht untersucht
werden.

Die zweite Moglichkeit fiir die Klassifikation von Audiodaten ist, die Merkmale direkt aus den
Wellenformen zu extrahieren. Diese kdnnen sowohl in komprimierten als auch in verlustfreien Da-
tenformaten vorliegen [46]. Eine Extraktion direkt aus der Wellenform war erst in jiingster Zeit
und mit einem Anwachsen der Hauptspeicher moderner Rechner méglich. Die meisten Merkma-
le, die bisher aus Wellenformen extrahiert wurden, entstammen dem Bereich der Représentation
und Verarbeitung von Sprachsignalen [6]. Man beschrankte sich zunichst auf die Klassifikation
einzelner Tone, die Zuordnung zu Instrumenten oder auf die Unterscheidung zwischen ménnlicher
und weiblicher Stimme [20]. Spéter erfolgte die Extraktion aufwéandiger Merkmale wie Tempo
[8, 10] oder Tonhohen. Erste erfolgreiche Merkmalssétze zur inhaltsbasierten Kennzeichnung von
Audiodaten lieferten [27] und [61], welche jedoch nur wenige Merkmale im Zeit- und im Frequenz-
raum extrahierten. Im letzteren kénnen vor der Extraktion Anpassungen an das menschliche Ohr
durchgefiihrt werden. Tiefe Frequenzen werden abgeschwicht und hohe angehoben, wodurch das
menschliche Horvermégen simuliert wird [35, 62]. Aufgrund der unterschiedlichen Wurzeln lie-
fern die jiingsten Ergebnisse der Behandlung von Audiodaten eine Vielzahl von Merkmalen, die
historisch aus den einzelnen Ansétzen zusammengewachsen sind [13, 15, 29, 54, 55].

Die meisten der bisher extrahierten Merkmale leiden jedoch unter einer hohen Anfilligkeit ge-
gen Zeittranslationen oder verminderter Qualitdt des Ausgangsmaterials. Aufserdem ldsst die
Beschriankung auf die beiden gingigen Rdume von Audiodaten (Zeit- und Frequenzraum) und
eine fehlende Systematik der Extraktion einige wichtige Merkmale vermissen. In umfassenden
Ubersichten der Zeitreihenanalyse wie [49] finden sich zahlreiche Methoden, die bis jetat kei-
ne Anwendung fiir die Merkmalsextraktion aus Audiodaten gefunden haben. Eine hervorragen-
de Einfiithrung in die Analyse nichtlinearer Systeme ist in [5] gegeben. Die dort beschriebene
Rekonstruktion des Zustandsraums erlaubt ebenfalls die Extraktion neuartiger Merkmale aus

Audiodaten [31].

Fiir ein zufriedenstellendes Klassifikationsergebnis ist also eine umfassende Extraktion robus-
ter und aussagekriftiger Merkmale erforderlich. Hierbei wird man jedoch mit zwei Problemen
konfrontiert: Es kann nicht garantiert werden, dass fiir unterschiedliche Klassifikationsaufgaben
dieselben Merkmalssitze geeignet sind, um gute Lernergebnisse zu erzielen. Merkmale, welche die
Genres Klassik und populdre Musik gut zu trennen vermégen, sind kaum fiir eine Trennung zwi-
schen Rock und Volksmusik geeignet. Dieses Problem wird verscharft fiir eine Klassifikation der
Benutzerpriferenz. Die Kriterien, welche Lieder ein Horer mag und welche nicht, sind bei jedem
Horer andere und kénnen sich im Laufe der Zeit dndern. Bei einem umfassendem Merkmals-
satz gibt es zudem das Problem, dass eine Auswahl der optimalen Merkmale von Hand dufserst
aufwindig und schwierig ist. Dies gilt insbesondere, wenn der Anwender nur geringe Kenntnisse
iiber die vorliegenden Daten mitbringt.




Der Ausweg aus dieser Situation ist eine automatisierte Erzeugung und Auswahl der besten
Merkmale fiir die vorliegende Klassifikationsaufgabe. In dieser Arbeit wird ein neues adaptives
Verfahren vorgestellt, welches auf genetischer Programmierung basiert und automatisch aus einer
Menge von Methoden die besten wahlt und kombiniert, um so einen optimalen Merkmalssatz
zu extrahieren. Auf diese Weise kann fiir jede Klassifikationsaufgabe getrennt eine Menge von
Merkmalen erzeugt werden, mit der die Losung der gestellten Klassifikationsaufgabe ermdéglicht
wird.

Die Anwendungen sind weitreichend: Musikportale kénnen dem interessierten Benutzer gezielte
Vorschlége unterbreiten und die Pflege einer Musikdatenbank kann vereinfacht bzw. personalisiert
werden [54]. Neuartige Abspielprogramme kénnen die Horgewohnheiten des Benutzers analysie-
ren und die Abspiellisten entsprechend an den momentanen Geschmack anpassen. Merkmale,
die sich fiir Klassifikationsverfahren wie k nichste Nachbarn eignen, bilden eine gute Basis fiir
ein Ahnlichkeitsma® oder zur Indexierung grofer Musikdatenbanken [24, 44]. Der Fokus dieser
Arbeit soll jedoch auf der Klassifikation von Audiodaten liegen, sowohl nach Genre als auch nach
Benutzerpréaferenz.

Ziel dieser Arbeit ist also die Entwicklung eines Verfahrens, welches aus einer Menge von Me-
thoden automatisch diejenigen auswihlt und kombiniert, welche am besten in der Lage sind,
einen optimalen Merkmalssatz fiir Klassifikationsaufgaben aus umfangreichen Wertereihen zu
extrahieren. Die Qualitdt der Methoden zur Merkmalsextraktion und der daraus resultierenden
Merkmale kann anhand der folgenden Kriterien beurteilt werden:

Klassifikationsgiite: Anhand bekannter Performanzmafe wird die Niitzlichkeit der extrahier-
ten Merkmale fiir die gegebenen Klassifikationsaufgaben gemessen.

Verstandlichkeit: Die extrahierten Merkmale sollen in der Doméne der Musikdaten erklarbar
sein. Auch aufwindig konstruierte Merkmale sollen einfache natiirlichsprachliche Bedeu-
tungen erhalten.

Minimierung des Benutzeraufwandes: Durch eine automatisierte Auswahl und Kombina-
tion der Methoden wird der Benutzeraufwand fiir die Merkmalsextraktion minimiert.

Einfache Extraktion von Hand: Der Benutzer soll jederzeit die Moglichkeit haben, eigene
oder bereits bekannte Merkmale zu erzeugen und dem automatisiert erstellten Merkmals-
satz hinzuzufiigen.

Vollstandigkeit: Sowohl die bereits bekannten Methoden zur Merkmalsextraktion als auch neue
Moglichkeiten ihrer Kombination sollen beschrieben und angewendet werden.

Systematisierung: Die bisher vorliegenden Arbeiten zur Merkmalsextraktion aus Audiodaten
leiden darunter, dass die Merkmale nicht systematisch extrahiert werden. Eine gute au-
tomatisierte Merkmalsextraktion setzt jedoch eine gute Systematisierung der eingesetzten
Methoden voraus.

Robustheit: Die extrahierten Merkmale miissen robust sein gegeniiber verschiedener Qualitdten
der Daten wie unterschiedliche Kompressionstechniken oder Verzerrung.

Effizienz: Alle eingesetzten Methoden miissen effizient arbeiten, um in zumutbarer Zeit eine
Merkmalsextraktion vornehmen zu kénnen. Als effizient werden in dieser Arbeit alle Me-
thoden mit polynomieller oder besserer Laufzeit betrachtet.

Echtzeitfihigkeit: Die extrahierten Merkmale sollen fiir einen Echtzeitbetrieb nutzbar sein.
Die Ergebnisse der Merkmalsextraktion miissen also iibertragbar sein auf eine Anwendung
wihrend des Horens.




1. Einleitung

Diese Arbeit beginnt in Kapitel 2 mit einer kurzen Einfiihrung in das maschinelle Lernen aus
Wertereihen und den wesentlichen Definitionen. In diesem einfithrenden Kapitel wird auch eine
Systematisierung aller Methoden der Wertereihenanalyse vorgestellt. Diese werden unterschieden
in die Gruppe der Transformationen und die Gruppe der Funktionale. Die verschiedenen Arten
der Transformationen werden in den Kapiteln 3 bis 5 ausfiihrlich behandelt. Dabei werden auch
fiir die Analyse von Musikdaten ungewdhnliche Transformationen, wie die Rekonstruktion des
Zustandsraums, beschrieben. Kapitel 6 fithrt das Konzept der allgemeinen Fensterung ein und
diskutiert, welche Transformationen mit Hilfe der Fensterung durchgefithrt werden kénnen. Da-
mit ist eine Simulation aller bereits existierenden Methoden und die Kreation neuer Merkmale
moglich.

In den Kapiteln iiber Transformationen werden Funktionale bereits benutzt. Thre exakte Defi-
nition erfolgt erst in Kapitel 7, in dem auch gezeigt wird, wie sich mit ihrer Hilfe Merkmale
extrahieren lassen. Wo erforderlich lenken Querverweise die Aufmerksamkeit auf ergdnzende In-
formationen an den betreffenden Stellen der Arbeit. Fiir alle Transformationen und Funktionale
wird eine effiziente Laufzeit nachgewiesen.

Kapitel 8 stellt eine Moglichkeit zur automatisierten Merkmalsextraktion mittels genetischer
Programmierung vor und untersucht den Suchraum der Methoden. Die Laufzeit einer Merk-
malsextraktion wird analysiert. Dieser neuartige Ansatz zur adaptiven Merkmalsextraktion aus
umfangreichen Wertereihen wird in Kapitel 9 anhand realer Audiodaten evaluiert. Schlieflich
erfolgt eine Zusammenfassung und eine Uberpriifung, in wie weit die oben genannten Kriterien
erfiillt wurden.




KAPITEL 2

Maschinelles Lernen und Wertereihen

Wie in der Einleitung bereits angedeutet wurde, sollen Klassifikationsaufgaben fiir Audiodaten
mit Hilfe maschineller Lernverfahren bearbeitet werden. Es soll zunéichst definiert werden, was
maschinelle Lernverfahren sind und wozu sie benutzt werden kénnen. Im Anschluss kénnen die
Besonderheiten des Lernens aus Wertereihen diskutiert werden. Dies wird dazu fiithren, Audioda-
ten als Wertereihen zu betrachten, um mit Hilfe von Techniken der Wertereihenanalyse Merkmale
7u extrahieren, welche die Anwendung von Lernverfahren vereinfachen.

Von Lernen kann stets dann gesprochen werden, wenn ein System sein Verhalten in einer Weise
dndert, dass es sich in Zukunft ,besser verhilt [60]. Diese allgemeine Definition hingt stark
von dem gewihlten Performanzmafs ab, dessen Existenz nicht immer garantiert werden kann.
Dies stellt fiir die Praxis jedoch kaum eine Einschriankung dar, da man ohnehin haufig an einer
Abschitzung der Giite des Lernergebnisses interessiert ist und somit ein Performanzmaf ben&tigt.
Diese Definition kann leicht weiter formalisiert werden, indem das Lernen als ein Suchproblem
aufgefasst wird [34]. Die Eingabe eines Lernverfahrens ist dabei in einer Représentationssprache
Lg dargestellt. Lg beschreibt im Folgenden eine Instanzmenge F, bei der jede Instanz e € F ein
Vektor von Auspriagungen einer Anzahl Merkmale darstellt. Ein Lernverfahren versucht fiir solche
Instanzen eine Hypothese h aus einer Hypothesensprache Ly zu finden, welche den erwarteten
Fehler fiir die Vorhersagen minimiert. Dariiberhinaus ist es zumindest wiinschenswert, wenn die
Hypothese h Riickschliisse iiber die Natur der Daten erlaubt [60].

Lernen aus Vektoren, deren Komponenten die Auspragungen unterschiedlicher Merkmale darstel-
len, ist eine gut untersuchte Aufgabe. Die Ausprdgungen konnen dabei dem numerischen Raum
entstammen oder auch symbolische Begriffe darstellen. Eine groffe Anzahl von Lernverfahren ist
entwickelt worden, um solchen Daten die inhédrenten Informationen zu entlocken. Die gelernten
Hypothesen sollen sowohl auf neue und ungesehene Daten anwendbar sein als auch Informationen
und Erkenntnisse iiber die Daten und die vorliegende Lernaufgabe vermitteln. Auf die Funkti-
onsweisen der verschiedenen Lernverfahren soll in dieser Arbeit nicht eingegangen werden. Eine
gute Einfiihrung ist gegeben in [34]. Eine ausfiihrliche Beschreibung des bekanntesten Entschei-
dungsbaumlerners findet sich in [43]. Support Vector Machines, die ebenfalls im Rahmen dieser
Arbeit Verwendung finden, werden in [7] erklart.

Audiodaten kénnen leicht in ein Vektorformat iiberfithrt werden und somit als Eingabe fiir Lern-
verfahren dienen. Dabei stellen sich zwei Probleme: Erstens sind Audiodaten dufserst umfangreich
und zweitens beriicksichtigen Lernverfahren nicht die zeitliche Ordnung der vorliegenden Daten.
Daher wird die Information verschenkt, zu welchem Zeitpunkt ein Ereignis eintritt. In dieser
Arbeit werden Audiodaten daher als geordnete Wertereihen aufgefasst. Auf diese Weise kénnen
auf den umfangreichen Daten bereits bekannte Methoden der Wertereihenanalyse angewendet
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werden, um das Lernen zu erleichtern. Diese Besonderheit des Lernens aus Wertereithen wird in
den néchsten Abschnitten genauer untersucht.

2.1. Wertereihen

Auch wenn eine der Dimensionen meist nur implizit vorliegt, sind Reihen mindestens zweidimen-
sional. Eine hiufige Form von Wertereihen sind Zeitrethen, bei denen diese implizite Dimensi-
on den Verlauf der Zeit darstellt. Im univariaten Fall handelt es sich dabei um einfache Werte
Z1, ..., T, einer Eigenschaft. Zu jedem Zeitpunkt ¢ kann z.B. ein Messwert x; datiert worden sein.
Fiir multivariate Zeitreihen liegt zu jedem Zeitpunkt i ein Vektor x; von Werten vor. Natiirlich
sind wir hierbei nicht auf numerische Doménen beschrankt, die Ausprigungen der Merkmale
kénnen durchaus nominal sein.

Definition 2.1 (Wertereihe) Unter einer WERTEREIHE oder REIHE versteht man eine Ab-
bildung
r:IN—-RxC™

Anstelle von x(n) schreiben wir x, und fir eine endliche Folge der Linge n schreiben wir
(zi)ie(1,..m}- *

Ein Vorteil dieser Definition liegt darin, dass alle Erkenntnisse aus dem Bereich der Funktionen
direkt fiir Reihen spezialisiert werden kénnen. Eine Reihe ist z. B. genau dann streng monoton
wachsend, wenn fiir alle i € {1,...,n—1} gilt z; < ;41. Eine Wertereihe ist also eine Folge von
Paaren, wobei die erste Komponente jedes Paares eine reelle Zahl 1st und die Lage des Elements
in der Indexdimension angibt und die zweite Komponente den oder die Werte des Elements.

Definition 2.2 (Indexdimension) Die erste Komponente d; jedes Reihenelements x; = (d;, -)
gibt die Position auf einer Zahlengeraden an und heifft INDEXKOMPONENTE. Die Zahlengerade
heifit INDEXDIMENSION.

Normalerweise gilt fiir die Indexkomponenten einer Reihe, dass sie in der gleichen Weise ge-
ordnet sind wie die Indizes der Reihenglieder, also dass fiir beliebige i,5 € {1,...,n} und den
dazugehorigen Indexkomponenten d; und d; gilt:

i<j<:>di<dj.

Durch die Anwendung bestimmter Transformationen kann sich die Ordnung innerhalb der Index-
dimension jedoch auch dndern. Die Indexdimension erlaubt zudem Reihen, bei denen die Werte
nicht dquidistant vorliegen.

Es wird daher einige Male von der Abbildung index : IN — IR Gebrauch gemacht. Diese liefert
fiir jedes Element der Reihe den Wert der Indexkomponente, in der oben benutzen Notation ist
index(i) = d;. Bei manchen Reihen sind die Werte einfach durchnummeriert, in anderen Féllen,
insbesondere bei nicht dquidistanten Reihen, liegt jeder Wert zu einem festgelegten Punkt in der
Indexdimension. Bei der Implementierung muss auf eine Datenverwaltung geachtet werden, die
sowohl den i-ten Wert in einer Wertedimension als auch die i-te Indexkomponente in O(1) liefern
kann.

IDie hier verwendete Definition entspricht eher der mathematischen Definition einer Folge. Eine mathematische
Reihe ist definiert als Folge der Partialsummen einer Folge. Es hat sich allerdings der Begriff Wertereihe statt
Wertefolge eingebiirgert.
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Abbildung 2.1.: Die Werte fiir Hochst- und Tiefsttemperatur der Stadt Dortmund im August
2003.

Definition 2.3 (Wertedimensionen) Die zweite Komponente w; jedes Reihenelements x; =
(-, w;) entspricht dem Wertevektor fir jedes Element. Der Raum dieser Werte heifit WERTEDI-
MENSIONEN.

Wir benutzen fiir die Wertedimensionen von Beginn an den m-dimensionalen komplexen Zahlen-
raum im multivariaten Fall und den Raum der komplexen Zahlen im univariaten Fall, also fiir
m = 1. Verschiedene Transformationen machen Gebrauch von komplexen Zahlenrdumen, auch
wenn die vorliegenden Daten urspriinglich nicht komplex sind. Zum Abschluss noch zwei einfache
Beispiele von Reihen:

Beispiel 2.1 Fine Wertereihe, die fiir jeden Tag des Monats August 2003 die Werte fiir die
héchste und die tiefste Temperatur in Dortmund-Wickede enthdlt, ist eine multivariate Zeitreihe
der Linge 31. Abbildung 2.1 zeigt die Temperaturen des betreffenden Monats in Dortmund.

Beispiel 2.2 Die Wasser- und Schifffahrtsverwaltung des Bundes misst tdglich den Wasserstand
aller Flisse Deutschlands. Die Wasserstinde des Rheins sind fiir alle grofien Stddte abrufbar.
Betrachten wir nun die Wertereithe fiir die Stddte Mainz, Koblenz, Bonn, Kéln und Disseldorf
und ordnen jeder Stadt die Pegelstinde des 01.01.2003 sowie die Héchsttemperatur der Stddte zu,
so haben wir eine multivariate rdumliche Werterethe der Linge 5. Die rdumliche Ordnung ergibt
sich durch die Rethenfolge, in der die Stddte am Rhein liegen. Die Indezkomponenten entsprechen
z. B. den Flusskilometern und die Wertedimensionen stehen fiir Wasserstand und Temperatur.

2.2. Merkmalsextraktion ermoglicht Lernen

Sei Lg von der Gestalt, dass eine Instanz e € Lg fiir jeden der n Zeitpunkte einer Zeitreihe ein
Merkmal besitzt, jede Tnstanz also eine Wertereihe reprédsentiert. Ein Lernverfahren liefert auch
in diesem Fall fiir eine Menge von Instanzen eine Hypothese. Jedoch verschenkt man auf diese
Weise Information, da eine inhérente Eigenschaft von Reihen nicht beachtet wird: Die Werte
liegen geordnet vor [42]. Sei L, eine Sprache, deren Elemente diese Information beriicksichtigen.
Gesucht ist dann eine Transformation von Ly zu L’ |37]. Dieser Vorgang stellt die Extraktion
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aussagekriftiger und robuster Merkmale dar. Sie sollten invariant sein gegeniiber Translationen
in der Zeit und verschiedene Versionen oder Qualitdten eines Musikstiickes sollten zumindest
nicht qualitativ zu unterschiedlichen Ausprigungen der Merkmale fiihren.

2.2.1. Musikstiicke als Zeitreihen

Schallwellen werden durch elastische Schwingungen fester oder gasférmiger Kérper erzeugt und
an die umgebene Luft {ibertragen. Diese wird zu erzwungenen Schwingungen angeregt, bis die
Wellen das menschliche Ohr erreichen. Die gezupfte Saite oder die Schwingung der Luftsdule in
einer Flote erzeugt eine solche Schallwelle; die Membran einer Lautsprecherbox simuliert mit threr
Bewegung die Schwingung natiirlicher Instrumente. Musikstiicke sind also akustische Wellen und
damit reellwertige Funktionen der Zeit. Um ein Lied zu digitalisieren wird die Welle in sehr viele
kleine Abschnitte zerstiickelt. Dies approximiert die kontinuierliche Funktion, wobei die Giite
der Approximation und somit die Qualitdt der Digitalisierung von der Anzahl der Abschnitte
abhéngt (sampling rate [Hz]).

Definition 2.4 Fin Musikstiick wird wdihrend des Digitalisierungsprozesses in viele kleine Stiicke
zerteilt (SAMPLING ). Die Anzahl der Teilstiicke wird bestimmt durch die SAMPLING RATE [Hz],
je gréfier die sampling rate desto besser ist die Qualitit der Digitalisierung. Die kleinsten noch
unterscheidbaren Zeiteinheiten eines digitalen Musikstiickes sind die SAMPLE POINTS, also die
Stellen, an denen eine Abtastung des Musikstiickes vorgenommen wurde.

Jedem dieser Zeitpunkte (sample points) eines Liedes wird die Elongation zu ebendiesem Zeit-
punkt des Musikstiickes zugeordnet:

Definition 2.5 (Elongation) Die ELONGATION gibt die momentane Schwingungsweite wieder,
also die momentane FEntfernung von der Ruhelage einer Schwingung.

Die Elongation ist nicht zu verwechseln mit der Amplitude, welche die maximale Auslenkung
von der Ruhelage wiedergibt. Sie ist proportional zu der Auslenkung einer Lautsprechermem-
bran beim Abspielen des Musikstiickes. Die Diskretisierung der akustischen Welle erlaubt die
Betrachtung eines Musikstiickes als univariate Zeitreihe. Zu jedem Zeitpunkt ¢ ist die Elongation
x; datiert. Abbildung 2.2 auf der néchsten Seite zeigt eine solche Wellenform. Auf der z-Achse
ist der Zeitverlauf des Liedes dargestellt und auf der y-Achse die jeweilige Elongation.

Sei Lg von der Gestalt, dass eine Instanz e € F fiir jeden der n Zeitpunkte einer Zeitreihe ein
Merkmal besitzt. Damit ist jedes Musikstiick eine Instanz aus E. Angenommen, wir wollen nun
Lieder mit einer Lédnge von drei Minuten klassifizieren. Wie viele Merkmale hat jede Instanz
aus E?7 Die sampling rate der Wellenform in Abbildung 2.2 ist 44100 Hz, jeder sample point
enthilt die Daten fiir die beiden Stereokanile [46]. Wir fassen beide Kanéle zu einem Monokanal
zusammen und erhalten fiir ein Lied von drei Minuten

44100H z - 180s ~ 8 - 10°

Werte! Benutzt man diese Werte als Merkmale fiir die Instanzen, stellen sich mehrere Probleme:

1. Nicht alle Musikstiicke haben die gleiche Lange, die Anzahl der Merkmale ist unterschiedlich
fiir die Instanzen.

2. Die Laufzeit der Lernverfahren steigt mit der Zahl der Merkmale, die Performanz vermin-
dert sich haufig (curse of high dimensionality |17]).
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Abbildung 2.2.: Beispielhafte Wellenform eines Liedausschnittes. Die dquidistanten Samples sind
deutlich zu erkennen.

3. Es gibt keinen Zusammenhang der Merkmale zwischen den Instanzen. Die Verschiebung
eines Liedes um nur eine Sekunde ergibt einen vollstdndig anderen Merkmalsvektor.

Die ersten beiden Probleme liefen sich durch eine Beschrinkung auf einen Bruchteil der Daten
einddmmen, indem man nur Ausschnitte aus den Stiicken betrachtet. Dies stellt allerdings keine
befriedigende Lésung dar, da die Auswahl von guten Ausschnitten derzeit nicht gewihrleistet
werden kann. Auferdem besitzen die einzelnen Zeitpunkte der Ausschnitte immer noch keine
Korrelation zu den entsprechenden Zeitpunkten der Ausschnitte der {ibrigen Lieder. Es ergibt
sich also die Notwendigkeit, aus dieser hohen Anzahl von Daten wenige — aber aussagekraftige —
Merkmale zu generieren. Diese sollen invariant gegeniiber eine Translation in der Zeitdimension
sein und moglichst robust gegeniiber Rauschen und verschiedener Versionen des gleichen Mu-
sikstiickes. Damit stellt die Extraktion der Merkmale auch eine Kompression der urspriinglichen
Datenmenge dar.

2.3. Raum der Methoden

Die Anderung der Reprisentationssprache Lp geschieht mit Hilfe der Merkmalsextraktion. Das
Ergebnis der Vorverarbeitung und Merkmalsgewinnung soll ein Merkmalsvektor sein, der es einem
Lernverfahren erlaubt, eine méglichst einfache und zuverliassige Entscheidung treffen zu kénnen.
Die Vorverarbeitung dient dabei der Reduktion von Storeinfliilssen oder dem Herausarbeiten von
Merkmalen.

Durch die Merkmalsextraktion wird der Merkmalsraum festgelegt, auf dem das Lernverfahren
arbeitet. Findet keine Extraktion statt, so besitzen die Merkmalsvektoren genauso viele Elemente
wie die vorliegende Reihe. Ist dieser Merkmalsraum einmal festgelegt, so kann die Dimension
durch eine Selektion des besten Merkmale [26] reduziert werden oder der Raum wird erweitert
durch die Generierung neuer Merkmale aus den bereits vorhandenen Merkmalen [45]. Beides kann
dir Performanz eines Lernverfahrens entscheidend erhéhen. In dieser Arbeit wird nur der Vorgang
der Merkmalsextraktion aus Wertereihen niaher behandelt. Merkmalsselektion und -generierung
werden im Rahmen der Experimente zwar angewendet, aber hier nicht weiter besprochen.

Eine hdufige Anwendung der statistischen Zeitreihenanalyse ist die Betrachtung von Wirtschafts-
daten. Es verwundert daher nicht, dass die Komponenten des klassischen Komponentenmodells
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der Statistik [49] mit konomischen Begriffen benannt werden. Nach diesem Modell bestehen
Wertereihen aus vier Komponenten, welche sich additiv iiberlagern:

Trend: langfristige, systematische Verdnderung des mittleren Niveaus
Konjunkturkomponente: langfristige Schwankung, nicht unbedingt regelméfig
Saison: wiederholende, gleichbleibende Schwankungskomponente
Restkomponente: Rauschen, d.h. nichtperiodische Storeinfliisse

Bei Musikdaten wie auch bei vielen anderen Datensédtzen ist dieses Modell jedoch kaum anwend-
bar. Es gibt keinen Trend in der Zeitreihe eines Musikstiickes. Da die Werte auf der y-Achse die
Elongation der Schwingung des Musikstiickes zu jedem Zeitpunkt wiedergibt, ist eine dauerhafte
systematische Verdnderung nicht méglich. Wir erinnern uns, dass die Elongation der Auslen-
kung einer Lautsprechermembran entspricht. Hatten Musikdaten einen Trend, wiirde dieser zur
Zerstérung der Membran fiithren. Solange man die Wertereihe eines Musikstiickes nicht in kleine
Teile unterteilt und jeden Teil fiir sich betrachtet, gibt es auch keine Konjunkturkomponente
innerhalb eines Musikstiickes. Zu guter Letzt weisen Musikdaten jedoch einen grofien Vorteil ge-
geniiber anderen Daten wie z. B. Messdaten eines Experimentes auf: Damit man Audiodaten noch
als horbar bezeichnen kann, ist auch der Anteil des Rauschens deutlich geringer als der Anteil
der mit Absicht erzielten Schwankungen. Interessant sind also vor allem diejenigen Methoden,
die saisonale Schwankungen finden sollen.

Es wird daher weitgehend auf Techniken zum Finden eines Trends verzichtet. Auch die weit-
verbreiteten ARMA-Modelle? finden keine Anwendung. Bei diesen Modellen geht es um die
Vorhersage von zukiinftigen Daten einer Wertereihe, hier jedoch sollen Merkmale fiir Klassifi-
kationsaufgaben extrahiert werden. Die Statistik und auch die Physik haben eine grofse Menge
an Methoden der Zeitrethenanalyse entwickelt, die zur Extraktion von Merkmalen geeignet sind.
Allerdings leiden diese darunter, dass viele Spezialfille existieren und keine einheitliche Theorie,
die diese zusammenfasst. Damit ist eine Automatisierung der Merkmalsextraktion nahezu un-
moglich. Speziell bei der Analyse von Audiodaten gibt es viele alte Verfahren mit neuem Namen.
Das Ziel dieser Arbeit wird sein, eine Systematik der Methoden der Wertereihenanalyse zu entwi-
ckeln mit deren Hilfe ein Ansatz vorgestellt werden kann, der sowohl eine einfache Datenanalyse
von Menschenhand wie auch die automatisierte Merkmalsextraktion mit Hilfe von genetischer
Programmierung erlaubt.

2.3.1. Systematik der Analysemethoden

Betrachtet man alle Methoden der Reihenanalyse und versucht diese in Gruppen einzuteilen, so
stellt sich die Frage nach den Kriterien der Einteilung. Eine Systematisierung muss méchtig genug
sein, um alle bekannten (und auch zukiinftigen) Methoden zur Merkmalsextraktion zu umfassen.
Sie muss so weitreichend sein, dass eine Automatisierung der Merkmalsextraktion ermdoglicht
wird. Dabei sollten die eingeordneten Methoden keine Redundanz besitzen. Das gleiche Merkmal
sollte also nicht durch verschiedene Kombinationen von Methoden erzeugbar sein. Die Forderung
nach der Redundanzfreiheit ist allerdings nicht zwingend. Tst die Systematisierung nicht véllig
frei von Redundanz, so dauert eine Automatisierte Suche nach den optimalen Methoden unter
Umsténden ldnger und die durch redundante Methoden erzeugbaren Merkmale werden bevorzugt
extrahiert. Redundanz kann aber dadurch vermieden werden, redundante Kombinationen von
Methoden nicht zuzulassen.

2 Autoregressive Moving Average
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Zunidchst wird definiert, was unter einer Methode der Reihenanalyse verstanden wird. Diese
Definition erinnert an die Definition eines Operators, der eine Eingabe erwartet, seine Aktion
darauf ausfithrt und eine Ausgabe eines bestimmten Typs erzeugt. Der Begriff Operator wird
jedoch spéter fiir die Implementierung der Methoden innerhalb der Lernumgebung YALE noch
verwendet. Um zwischen der mathematischen Methode und ihrer technischen Implementierung
besser unterscheiden zu kénnen, wurden die beiden Begriffe ,Methode” fiir das abstrakte Vorgehen
und ,Operator” fiir eine konkrete Implementierung gewihlt.

Definition 2.6 (Methode) Eine METHODE der Wertereihenanalyse bekommt als Fingabe eine

Werterethe und fiihrt eine Operation auf thr aus. Das Ergebnis der Operation ist die Ausgabe der
Methode.

Alle Methoden arbeiten also auf Wertereihen. Die erste Moglichkeit, die Methoden anzuordnen
besteht in der Betrachtung der Operation der Methoden. Es fillt jedoch schnell auf, dass bei
der Vielzahl von Methoden keine gemeinsamen Ansétze innerhalb der Berechnungen existieren,
die eine Einteilung in Gruppen rechtfertigen wiirde. Eine andere mdégliche Systematisierung der
Methoden benutzt die Ausgaben der Methoden, um diese in Gruppen einzuteilen. Dies bietet sich
fiir eine Automatisierung an, da nur aufgrund des Ein- und Ausgabeverhaltens der Methoden
bestimmt werden kann, ob sie miteinander kombiniert werden kénnen. Dieser Ansatz ist, wenn
auch in anderem Zusammenhang, bereits erfolgreich verfolgt worden in [12, 33]. Eine Systemati-
sierung geméfs der Eingabe der Methoden ist sinnlos, da alle Methoden auf Wertereihen arbeiten
und sich in threr Eingabe folglich nicht unterscheiden.

Die Menge aller Methoden werden in verschiedene Gruppen unterteilt, je nach ihrer Ausgabe:

Definition 2.7 (Transformationen) Alle Methoden, die als Ausgabe eine (andere) Werterethe
liefern, heiffen TRANSFORMATION,

Transformationen dndern also die Wertereihe selbst und generieren keine einzelnen Merkma-
le. Dies kann dazu dienen, Merkmale iiberhaupt erkennen oder herausarbeiten zu kénnen. Die
Gruppe wird weiter unterschieden in Basistransformationen (Kapitel 3), Filter (Kapitel 4), und
Auszeichner (Kapitel 5). In Kapitel 6 wird eine neue Gruppe von Transformationen betrachtet,
welche aus Fensterungen der Wertereihe in Kombination mit anderen Transformationen und den
Funktionalen aus Kapitel 7 gebildet werden.

Liefert eine Methode keine Reihe, sondern einzelne Zahlen ohne eine Ordnung, so nennt man
diese Methode Funktional:

Definition 2.8 (Funktional) Alle Methoden, die als Ausgabe einzelne, ungeordnete Zahlen lie-
fern, heiffen FUNKTIONAL.

Funktionale dienen uns dazu, die eigentlichen Merkmale zu extrahieren. Wie oben beschrieben,
benutzen wir als Eingabe fiir ein Lernverfahren einen Vektor von Merkmalen. In der Regel werden
die Werte dieser Merkmale berechnet durch die Anwendung eines Funktionals. In Kapitel 7 geben
wir eine genauere Definition und zahlreiche Beispiele méglicher Funktionale.

Abbildung 2.3 auf der néchsten Seite zeigt den Raum der Methoden. Funktionale und Trans-
formationen unterscheiden sich durch den Typ ihrer Ausgabe. Beispiele fiir Funktionale sind
die Berechnung von Durchschnitten, des Minimums / Maximums und die Anwendung anderer
einfacher statistischer Funktionen. Transformationen umfassen Basistransformationen in ande-
re Rdume, wie zum Beispiel einer schnellen Fourier-Transformation oder die Anwendung eines

11
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1 Peaks - PST — Extrema — IntervalB
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Abbildung 2.3.: Systematisierung der Methoden zur Wertereihenanalyse. Je nach Ausgabeverhal-
ten der Methoden wird unterschieden zwischen Transformationen und Funktio-
nalen. Die Gruppe der Transformationen wiederum kann unterschieden werden

in Basistransformationen, Filter, Auszeichner und Fensterung. Fiir jede Gruppe
sind einige Beispiele aufgezihlt.
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Fensterung Fensterung Fensterung
Durchschnitt Fourier Fourier Max Index
(a) Funktional (b) Transforma- (¢) Kombination
tion

Abbildung 2.4.: Die Transformation ,Fensterung“ in Kombination mit anderen Methoden der
Systematik. Die Einbettung eines Funktionals simuliert Filter wie zum Beispiel
den gleitenden Durchschnitt. Transformationen hingegen kénnen den Datensatz
stark vergréfern. Ein guter Kompromiss ist die Kombination von eingebetteten
Transformationen und einem Funktional oder die Beschriankung der Transfor-
mationen auf Filter und der Verzicht auf Uberlappung.

Filters. Auszeichner schlieflich liefern die Eingabewertereihe, angereichert durch Bereiche, de-
nen verschiedene Eigenschaften zugewiesen wurden. Die hier behandelten Auszeichner finden
Intervalle in verschiedenen Dimensionen der Reihe.

In den Kapiteln 3 bis 7 werden die Methoden der einzelnen Gruppen genau definiert und alle
Methoden auf ihre Laufzeit untersucht. Dadurch ist die in Kapitel 8 vorgestellte automatisierte
Merkmalsextraktion moglich.

2.3.2. Fensterung als Basis neuer Methoden

Damit sdmtliche aus der Literatur bekannten Methoden zur Merkmalsextraktion aus Werterei-
hen in diese Systematik eingeordnet werden kénnen, muss eine besondere Transformation genauer
betrachtet werden: Die Fensterung (engl.: Windowing). Mit ihrer Hilfe kann eine ganze Schar
von Methoden erschlossen werden. Dabei wird ein Zeitfenster {iber die Reihe geschoben und in
jedem Fenster dieselbe Berechnung durchgefiithrt. So kennt die Statistik schon lange gleitende
Durchschnitte (moving averages, siche Abschnitt 4.1); doch gab es in den letzten Jahren auch
vermehrt Ansétze, Fourier-Transformationen u. 4. in Fenstern durchzufithren. Auch diese Ver-
fahren lassen sich innerhalb des Raums der Methoden erkldren. Die allgemeine Fensterung, die
in dieser Arbeit vorgestellt wird, umfasst sowohl Basistransformationen als auch Filter. Sie wird
in Kapitel 6 ndher untersucht.

Abbildung 2.4 zeigt mehrere Fensterungen. Die erste Fensterung bildet in jedem Fenster einen
Durchschnitt, wodurch erneut eine Reihe entsteht. Die zweite Fensterung transformiert jeden
Ausschnitt der Reihe mit einer Fourier-Transformation. Dadurch kann eine dreidimensionale
Reihe entstehen, da fiir jedes Fenster nicht nur ein einzelner Wert, sondern eine ganze Reihe
entsteht. Das letzte Beispiel zeigt eine allgemeine Fensterung, die sowohl Transformationen als
auch Funktionale in jedem Fenster anwenden kann.

Durch dieses Konzept der allgemeinen Fensterung konnen alle bereits bekannten Methoden zur
Merkmalsextraktion aus Wertereihen in die vorgestellte Systematisierung eingeordnet werden.
Kapitel 6 beschéftigt sich eingehend mit dieser abstrakten Form der Fensterung. Sie bildet einen
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2. Maschinelles Lernen und Wertereithen

Fensterung | | Basistransf. | | Filter Auszeichner

i
W N 4 5
Funktionale >< Transformationen
<z | <7

Methoden [—— Reihe / Merkmale

Abbildung 2.5.: Eine Fensterung kann sowohl bekannte Methoden simulieren als auch neue Me-
thoden schaffen. Prinzipiell sind beliebige Methoden in jedem Fenster denkbar,
jedoch kann die Forderung nach einem Funktional das Aufbldhen der Daten um
eine zusitzliche Dimension vermeiden.

Rahmen zur Entwicklung weiterer und neuer Methoden, um umfangreiche Wertereihen so zu
transformieren, dass eine Extraktion neuartiger Merkmale einfach erméglicht wird.

2.3.3. (Automatisierte) Merkmalsextraktion

Es sind zwei Formen der Merkmalsextraktion fiir die Klassifikation von Wertereithen denkbar.
Zunichst ist es moglich, von Hand zu definieren, welche Merkmale extrahiert werden sollen. Dies
bietet sich an, wenn der Benutzer ein ausreichendes Wissen in der Doméne der vorliegenden
Daten besitzt. Die Systematisierung kann die manuelle Analyse von Wertereihen erleichtern. Die
in Kapitel 9 vorgestellte Lernumgebung YALE unterstiitzt diese Systematisierung und erlaubt
so eine einfache Zusammenstellung von Methoden, um die optimalen Merkmale zu extrahieren.
Manchmal ist auch der Vergleich von einzelnen Methoden interessant, so z. B. bei der Frage, wel-
che Durchschnittsfunktion innerhalb eines gleitenden Durchschnittes fiir die vorliegenden Daten
die beste ist. Durch die vorgestellte Hierarchie lassen sich Methoden leicht austauschen und ihre
Performanz miteinander vergleichen.

Oftmals besitzt ein Anwender jedoch nicht das nétige Hintergrundwissen, um die richtige Auswahl
und Zusammenstellung der Methoden zu gewiahrleisten. Das eigentliche Ziel der Systematisierung
war, dass Verfahren automatisch die besten Methoden zusammenstellen und damit eine optimale
automatisierte Vorverarbeitung und Merkmalsextraktion generiert wird. Alle Transformationen
liefern Wertereihen, welche einen beachtlichen Umfang haben kénnen und sich daher nicht als
Merkmal eignen (vergleiche Abschnitt 2.2.1). Am Ende eine Kette von Transformationen steht
daher meist ein Funktional, welches das eigentliche Merkmal liefert. Mehrere solcher Ketten lie-
fern Merkmale fiir eine gegebene Reihe. Etwas dhnliches gilt auch fiir die Fensterung: Innerhalb
jedes Fensters konnen einzelne Werte mit einem Funktional berechnet werden, eine neue Werte-
rethe mit einer Transformation gebildet oder auch eine Kombination aus Transformationen und
einem Funktional angewendet werden. Es werden also beliebige Methoden innerhalb jeden Fens-
ters erlaubt. Dies kann jedoch dazu fiihren, dass die Datenmenge ,aufgebldht” wird, indem eine
Fensterung mit einer eingebetteten Transformation der gegebenen Wertereihe eine neue Dimen-
sion hinzufiigt. Um dieses zu verhindern, kann fiir eine automatisierte Merkmalsextraktion eine
Forderung nach einem Funktional in jedem Fenster gestellt werden. Zusétzlich werden beliebig
viele Transformationen in jedem Fenster vor Berechnung des Funktionals erlaubt. Abbildung 2.5
veranschaulicht diese Erweiterung der Fensterung.
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2.3. Raum der Methoden

Spater in Kapitel 6 werden wir sehen, wie die Erweiterung auf beliebige Methoden in Fenstern
mit einer gleichzeitigen Einschrdnkung durch verschiedene Bedingungen bei der Auswahl der
Methoden eine Vielzahl neuer Methoden liefert, die noch dazu automatisch generiert und opti-
miert werden. Dabei erweist es sich als giinstig, dass alle in dieser Arbeit vorgestellten Methoden
effizient arbeiten, die meisten mit einer Laufzeit von O(n) oder O(nlogn) und einige wenige be-
sitzen im schlimmsten Fall eine Laufzeit von O(n?). Auf diese Weise sind alle hier vorgestellten
Methoden auch auf grofsen Datenmengen einsetzbar.

2.3.4. Audiodaten und andere Datensatze

Wie in der Einleitung bereits erwahnt wurde, hat die Beschaftigung mit Dateien im Midi-Format
und auch die Analyse von gesprochener Sprache bereits Merkmale aus Audiodaten hervorge-
bracht. Spezielle Methoden auf Audiodaten sind allerdings haufig ,,getarnte Methoden der Wer-
tereithenanalyse. Die vorliegende Arbeit hat zum Ziel, die verwendeten Zeitreihenmethoden und
ihre zugrundeliegende Hierarchie als universelles und umfassendes Konzept zur Merkmalsextrak-
tion aus Zeitreithen darzustellen. Daher wird weitestgehend bewusst auf Audiomerkmale verzich-
tet. Durch dieses Vorgehen ist gewdhrleistet, dass die Methoden auch auf anderen Daten mit
dhnlichen Eigenschaften zu akzeptablen Resultaten fiihren.

Um das Verstdndnis zu erhdhen und die Bedeutung einiger Merkmale zu verdeutlichen, wird
immer wieder exemplarisch auf den zugrundeliegenden Musikdatensatz verwiesen. So ist es in-
teressant, dass die Kombination einiger Methoden komplexe Merkmale wie Aufbauschemata von
Liedern, Geschwindigkeit oder Perkussivitidt erzeugen kann. Wertereihen, die auf Musikdaten
basieren, besitzen dabei die folgenden Eigenschaften. Sie sind

e endlich
e univariat
e und dquidistant.

Andere Daten mit diesen Eigenschaften sollten dhnlich gut bearbeitbar sein. Inwieweit sich Rau-
schen auf die Qualitdt der Merkmale und damit auf die Ergebnisse eines Lernverfahrens auswirkt,
wird experimentell in Kapitel 9 untersucht.
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KAPITEL 3

Basistransformationen

Nachdem die Notwendigkeit einer Merkmalsextraktion gezeigt und die zugehoérigen Methoden
systematisiert wurden, werden in den néchsten Kapiteln die Methodengruppen genauer definiert
und Methoden aus den jeweiligen Gruppen vorgestellt. Gleichzeitig werden alle Methoden auf ihre
Effizienz iiberpriift. In diesem Kapitel liefern wir die mathematische Grundlage fiir eine Unter-
gruppe der Transformationen, die mathematisch durch einen Wechsel der Basis des betrachteten
Raumes formalisiert ist. Als fiir Musikdaten naheliegendes Beispiel wird die Basistransformation
vom Zeit- in den Frequenzraum intensiver betrachtet.

3.1. Basisvektoren und Basissysteme

Basistransformationen entsprechen Abbildungen von einem Raum in einen anderen. Der Gehalt
an Information wird hierdurch nicht gedndert, jedoch kann die Erkennung von Merkmalen in
einem bestimmten Raum leichter sein. Die Frage, die sich also zunéchst stellen sollte, ist die nach
der Grundlage der Rdume. Dabei wird vorausgesetzt, dass die vorliegenden Daten Elemente eines
Vektorraums sind, im Falle der Musikdaten also Elemente des IR%.

Definition 3.1 (Basis) Sei V' ein Vektorraum und B eine Menge von Vektoren aus V. B heif§t
dann eine Basis von V, wenn jeder Vektor aus V' genau eine Darstellung als Linearkombination
der Vektoren aus B besitzt.

Die Basis eines Vektorraumes kann also dazu benutzt werden, um die Vektoren des betrachteten
Vektorraumes darzustellen. So ist es uns geldufig, einen Vektor des IR® mit Hilfe der kanonischen
Basis der drei Einheitsvektoren zu bezeichnen. Der Vektor wird dabei auf die Basisvektoren
projiziert und durch die entsprechenden Komponenten dargestellt. Die Anzahl der Basisvektoren
stimmt mit der Zahl der Dimensionen iiberein. Wir gehen davon aus, dass die hier betrachteten
Basen orthonormal sind, d. h. dass je zweil Basisvektoren senkrecht aufeinander stehen und alle
eine normierte Linge von 1 aufweisen.

Im letzten Satz haben wir stillschweigend iiber Abstdnde und Winkel geredet ohne die dazu
notwendige Formalisierung betrachtet zu haben. Wir stellen in diesem Zusammenhang die einzige
Forderung an unseren Raum: Er muss ein Skalarprodukt besitzen.

Definition 3.2 (Skalarprodukt) Se: V' ein Vektorraum und (x,y): V xV — IR mitx,y € V
emne Abbildung mit den folgenden Figenschaften:
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3. Basistransformationen

X1 +X2,y) = (X1,y) + (X2,¥)
x,y1+y2) = (X, y1) + (x,¥2)
AX,y) = Ax,y)

x,Ay) = A(x,y)

(x,y) = {y,x)

x#0= (x,x) >0

.
_
.
-
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Dann heifit die Abbildung (x,y) SKALARPRODUKT.

Beispiel 3.1 Fir Vektoren x und 'y des IR" erfiillt die folgende Abbildung die in Definition 3.2
gestellten Bedingungen:
Y
k=1

Der Nachweis erfolgt durch Riickfihrungen der genannten Bedingungen auf Figenschaften wie
Assoziativitdt, Kommutativitdt und Distributivitdt der verwendeten Grundrechenarten.

Mit Hilfe des Skalarproduktes ist es nun méglich, die Lange eines Vektors sowie die Orthogonalitéit
zweler Vektoren zu definieren. Man kann sich den Sinn der folgenden Definitionen leicht am obigen
Beispiel klar machen.

Definition 3.3 (Norm) Die NORM ||x|| eines Vektors x erfiillt die folgenden Figenschaften:
1. x| >0
2 I x[| = [A]- [l
3 |lx+yll = I/ +[lyll
4. x=0=|]x|]|=0

Die Norm bildet die Grundlage zur Abstandsmessung. In den betrachteten Raumen kann die
Norm durch das Skalarprodukt induziert werden mit ||x|| = /(x,x). Da das Skalarprodukt
(x,y) auch als Projektion des Vektors x auf den Vektor y aufgefasst Werden kann, sollte das
Skalarprodukt zwischen zwei aufeinander senkrecht stehenden Vektoren 0 ergeben.

Definition 3.4 (Orthogonalitit) Sei V ein Vektorraum und x,y € V. Die Vektoren x und y
heiffen ORTHOGONAL zueinander, wenn (x,y) =0 gilt.

Fassen wir nun noch einmal unsere Anforderungen zusammen: In dieser Arbeit werden Transfor-
mationen in R&umen mit Skalarprodukt behandelt, denen eine orthonormale Basis zugrundeliegt.
In einem solchen Raum bleibt ein Element stets an einer bestimmten Stelle, unabhéngig davon
mit welchem Basissystem man es beschreibt. Wie erhélt man aber die Darstellung eines Vektors
in einem bestimmten Basissystem? Jeder Vektor x eines n-dimensionalen Raumes besteht ja aus
Komponenten 1, ..., z,. Fiir die kanonische Basis des IR? gibt jede der drei Komponenten den
Anteil des jeweiligen Basisvektors an der Linearkombination zur Darstellung des Vektors an.
Diese Idee wird nun verallgemeinert:

Definition 3.5 Die i-te Komponente x; (KOEFFIZIENT) eines Vektors x entspricht der Linge
der Projektion von x auf den i-ten Basisvektor.
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3.2. Funktionenraume

Die Léange der Projektion eines Vektors auf einen anderen ist jedoch nichts anderes als das bereits
bekannte Skalarprodukt. Um den Anteil eines Basisvektors e an einem Element x zu ermitteln,
geniigt also die Berechnung von (x, e).

3.2. Funktionenraume

Basistransformationen sind Abbildungen von Elementen in einen neuen Raum mit anderer Basis.
Haufig gilt, dass eine Basistransformation nicht das Element selbst dndert, sondern lediglich
die Darstellung des Elements in dem Raum auf eine andere Weise geschieht. In diesem Fall
ist die Transformation bijektiv. Spater wird mit Hilfe der Intervalltransformation aber auch ein
nichtreversibler Wechsel der Basis durchgefiihrt, bei dem die Elemente nicht rekonstruiert werden
kénnen.

Bei einem Wechsel der Basis dndern sich natiirlich die Koeffizientendarstellungen der Elemente,
daher darf man nun nicht mehr Elemente (Vektoren) einfach mit ihren Koordinatenvektoren
identifizieren, sondern muss zudem die verwendete Basis nennen. Man spricht z.B. von einer
Reihe im Zeitraum oder im Frequenzraum. Neben einer Vielzahl naiver Beispiele von Basi-
stransformationen sind die Abbildungen in eine ,fremdartige” Basis von grofem Interesse, da
auf diese Weise eventuell neue Merkmale erschlossen werden kénnen. Priméres Ziel ist es, eine
Transformation in den Raum der harmonischen Schwingungen durchzufiihren, die sogenannte
Fourier-Transformation.

Bemerkung 3.1 Fourier beschrieb, wie man eine Funktion f als Uberlagerung (Superposition)
aus Sinusschwingungen mit unterschiedlichen Frequenzen vy, Amplituden ay und Phasen oy

darstellen kann [52]:
fz) = Z a, - sin(vex + @)

k=1
Der Vorgang der Erzeugung wird auch als Fourier-Synthese, der umgekehrte Vorgang als Fourier-
Analyse bezeichnet. Die harmonischen Schwingungen sind damit die wichtigste Klasse periodi-
scher Funktionen, da auch sehr komplizierte und nicht-sinusformige periodische Funktionen auf
diese zurtickgefiihrt werden kénnen.

Allgemein spricht man von Fourier-Transformationen stets dann, wenn die Basis, von der man
ausgeht, oder die Zielbasis aus allen denkbaren Sinuskurven besteht. Dies ist eine neue Art von
Raum, denn bisher haben wir in Gedanken wohl stets endliche Rdume mit reellwertigen Basen
vor Augen gehabt. Es gibt jedoch unendlich viele verschiedene Sinusschwingungen mit unendlich
vielen Frequenzen und Phasen. Zudem besteht der Zielraum und somit natiirlich auch die Ba-
sisvektoren nicht aus Zahlen, sondern aus Funktionen. Bei einer Basistransformation in diesen
Raum der Sinusschwingungen erhalten wir fiir jede dieser unendlich vielen ,Basisschwingungen®
den Anteil der Basisschwingung an der Gesamtfunktion.

Beispiel 3.2 Wir betrachten die einfache Uberlagerung von zwei Sinusschwingungen mit der
Frequenz 2 Hz und der Amplitude 3 sowie der Frequenz 8 Hz und der Amplitude 1. In Abbildung
3.1(a) ist sie im Zeit-Raum dargestellt, d. h. man kann zu jedem Zeitpunkt der z-Achse die
Elongation auf der y-Achse ablesen. Eine Transformation in den Frequenzraum wiirde fiir jede
Frequenz liefern, wie stark diese vertreten ist, also thre Intensitdt. In diesem Beispiel ist die
Frequenz 2 Hz mit einer Amplitude von 3 vertreten und die Frequenz 8 Hz mit einer Amplitude
von 1, alle anderen Frequenzen kommen gar nicht vor. Das Ergebnis der Transformation in 3.1(b)
besteht aus zwer scharfen Peaks mit den entsprechenden Werten.
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Abbildung 3.1.: Eine Uberlagerung von zwei Schwingungen mit v; = 2 Hz, a; = 3 sowie vo = 8
Hz, as = 1. Die Abbildung rechts zeigt ihre Transformierte im Frequenzraum:
Zwei Peaks bei 2 Hz und 8 Hz mit den entsprechenden Amplituden.

Das Konzept des besprochenen Vektorraums ist noch viel méchtiger. Wir werden im Folgenden
sehen, dass man auch Funktionen als Elemente in einem Vektorraum ansehen kann. Bisher haben
wir nur Vektorrdume betrachtet, die endlich-dimensional sind. In diesem Fall ist die Zahl der
Basisvektoren genau die Dimension des Vektorraums. Die Dimension kann aber auch abz#hlbar
und sogar iiberabzdhlbar unendlich werden. Dies ist auch meist der Fall bei Rdumen, deren
Elemente Funktionen sind.

Definition 3.6 Sei V' ein Vektorraum mit Skalarprodukt. Sind die Flemente f € V' Funktionen,
so heifit V FUNKTIONENRAUM.

Natiirlich bestehen bei einem Funktionenraum nicht nur die Elemente, sondern auch die Basis-
vektoren aus Funktionen. Zusammen mit einem geeigneten Skalarprodukt sind auf diese Weise
unterschiedliche Rdume konstruierbar. In Analogie zum ,normalen® Skalarprodukt kann man als
Skalarprodukt fiir einen Funktionenraum F' das folgende wéhlen:

<f,g>=NF/f-g

fiir zwei beliebige Funktionen f,g € F. Anstelle der bekannten Projektion von zwei Vektoren
entspricht dies einer Faltung der Funktion f mit der Funktion g. Der Normierungsfaktor NF
sollte entsprechend gewédhlt werden.

Beispiel 3.3 Wir erzeugen einen Funktionenraum P, deren Elemente simtliche natirlichen Po-
lynome in x darstellen:

e Die Basisvektoren sind gegeben durch alle x™ fiir n € IN.
e Als Skalarprodukt benutzen wir (f,g) = [ f-g fiir zwei Elemente f,g € P.

Das Element f : f(x) = 523 — 222 hat in P die Koordinaten fy = 2 und f3 = 5, die iibrigen
Koeffizienten sind 0.

Die Einfithrung der Funktionenrdume wird sich aber auch im Kapitel 7 iiber Funktionale noch
als niitzlich erweisen.
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3.3. Fourier’s Raum

3.3. Fourier’'s Raum

Die Fourier-Synthese besagt, dass Funktionen als eine Uberlagerung von harmonischen Schwin-
gungen unterschiedlicher Frequenzen und Amplituden dargestellt werden kann. Mitunter sind
hierzu unendlich viele verschiedene Frequenzen nétig. Es bietet sich also eine Darstellung in
einem Funktionenraum an, bei dem die Basisvektoren durch eben genau diese unendlich vielen
moglichen Schwingungen definiert sind. Jede Basisfunktion in diesem Funktionenraum entspricht
genau einer Sinusschwingung mit einer bestimmten Frequenz, also ist die Basis durch alle sin vz
mit v € RT gegeben. Um die Einfiihrung einer Phase zu vermeiden und trotzdem Funktio-
nen synthetisieren zu kénnen, die nicht punktsymmetrisch zum Ursprung sind, bietet sich die
Verallgemeinerung der Basisfunktionen zu

e® mit allen v € R

(%

= cosvx + isinve und ¢ die Wurzel aus -1. Das Skalarprodukt schlielich

1
%/f'g

definiert. Die Normierung mit 1/27 ist Konvention, man erzielt mit dieser Normierung genau
die richtige Amplitude bei der Faltung mit ¢™® fiir ein konkretes v. Um nun eine Fourier-
Transformation durchzufiihren, behandelt man natiirlich nicht die iiberabzdhlbar vielen mog-
lichen Frequenzen aus IRT sondern vielmehr diskret ausgewihlte, fiir die man jeweils die Faltung
durchfiihrt. Das Ergebnis ist dann ein Graph, der fiir die ausgewéhlten Frequenzen die Intensitét
der entsprechenden Grundschwingung an der Gesamtfunktion angibt: das Frequenzspektrum.

an. Hierbel ist e

wird durch

3.3.1. Eigenschaften der Fourier-Transformation

Eine geschickte Implementierung der Fourier-Transformation vermeidet die mehrfache Berech-
nung von Termen und erreicht eine Laufzeit von O(nlogn). Diese Implementierung ist unter dem
Namen Fast Fourier Transformation bekannt [9].

Bei der Anwendung von Fourier-Transformationen auf Wertereihen kénnen die folgenden Er-
scheinungen auftreten:

Leakage: Liegt eine harmonische Schwingungkomponente der Frequenz v vor, so erwartet man
im Frequenzspektrum einen einzelnen Peak bei v. In der Praxis zeigt sich zudem noch eine
Erhohung der umliegenden Frequenzen, was zu breiten Peaks fiihrt. Dieses , Durchsickern®
ist auf die Endlichkeit der betrachteten Reihe zuriickzufiihren [49]. In der Praxis verwendet
man vor einer Transformation hdufig eine der in Abschnitt 4.5.2 beschriebenen Fenster-
Funktionen, was zu schirfer definierten Peaks fiihrt.

Aliasing: Die bisherigen Betrachtungen bezogen sich auf kontinuierlich definierte Funktionen.
Die angewendeten Faltungen kénnen jedoch in gleicher Weise auch fiir diskrete Werte be-
nutzt werden, wie sie in Form der Audiodaten vorliegen. Allerdings ergibt sich hierbei eine

Randbedingung;:

Satz 3.2 (Shannon’sches Abtasttheorem) Wenn im Zeittakt At abgetastet wird, er-
gibt sich eine Abtastfrequenz vapiqst vOR

21

VAbtast = A_t
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3. Basistransformationen
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Abbildung 3.2.: Die schnelle harmonische Schwingung stellt das eigentliche Signal dar. Es wurden
jedoch lediglich an den mit 4+ markierten Stellen Werte gemessen. Verbindet man
diese Punkte, so zeigt sich tatséchlich eine relativ langwellige Schwingung.

Eine vollstindige Rekonstruktion der Funktion f aus den Abtastwerten ist nur dann maog-
lich, wenn die Abtastfrequenz vaptqst mindestens doppelt so groff wie die gréfite in f vor-
kommende Frequenz Vg, ist, also

VAbtast > 2. Vmax

gilt.

Fiir die Musikdaten bedeutet dies, dass bei einer maximal horbaren und damit auch ver-
wendeten Frequenz von vy,q, = 22.000 Hz eine Abtastfrequenz von mindestens 44.000 Hz
verwendet werden muss. Beachtet man diese Bedingung nicht, so kommt es zu dem in Abbil-
dung 3.2 dargestellten Maskierungsproblem, dass kurzwellige Schwingungen als langwellige
Schwingungen erkannt werden.

An dieser Stelle sei noch auf einige spezielle Eigenschaften der Fourier-Transformation hingewie-
sen, die Riickschliisse auf die verwendeten Daten erlauben:

e Harte Kanten wie zum Beispiel die Ecken einer Rechteck- oder Sdgezahnkurve oder auch
scharf definierte Peaks erfordern hohe Frequenzen. Weiche Kanten oder Verldufe erfordern
niedrige Frequenzen. Im Extremfall ist die konstante Funktion f(z) = ¢ zu betrachten, die
als Transformierte die Amplitude ¢ bei der Frequenz v = 0 besitzt.

e Ein Peak an der Stelle 0 erfordert alle Frequenzen. Man stelle sich unendlich viele Kosinus-
Funktionen vor, die sich an der Stelle 0 addieren und iiberall sonst durch Interferenz auslé-
schen. Peaks an anderen Stellen entstehen durch Verschiebung. Hieraus folgt, dass scharfe
Peaks im Zeit-Raum breite Kurven im Frequenz-Raum nach sich ziehen und umgekehrt.

e Aus den vorigen Punkten kann man folgern, dass lediglich Gauf-Kurven auch als Trans-
formierte erneut eine Gauf-Kurve bilden.

Bleibt nun noch die Frage, ob man Fourier-Transformationen auf jede beliebige Funktion an-
wenden kann. Nach dem Satz von Dirichlet [58] ist die Entwicklung nach Sinus- und Kosinus-
schwingungen stets dann mdoglich, wenn die betrachtete Funktion stiickweise stetig ist, d. h. keine
Polstellen aufweist und nur endlich viele Unstetigkeitsstellen besitzt. Musikdaten erfiillen diese
Bedingung natiirlich, da sie keine unendlich grofsen Werte besitzen und naturgemé&f endliche Lan-
ge besitzen. Abschliefsend sei erwidhnt, dass sich die Anwendung der Fourier-Transformation ihrer
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3.4. Korrelogramme

Korrelation

Lag

Abbildung 3.3.: Das Korrelogramm einer zusammengesetzten Welle. Werte, die dicht zusammen-
liegen haben einen hohen Koeffizienten. Aber auch nach einer Zeit von knapp 6
wiederholt sich die Periode.

Natur gemif besonders fiir periodische Daten eignet. Da Musik gemeinhin als Uberlagerung har-
monischer Schwingungen aufgefasst wird, stellt sie fiir die Merkmalsextraktion aus Musikdaten
ein wichtiges Hilfsmittel dar.

3.4. Korrelogramme

Korrelation ist ein MaR fiir den Zusammenhang von Anderungen zweier Variablen [56]. Bezogen
auf Zeitrethen meint Korrelation h&dufig den Zusammenhang der Werte zu zwei Zeitpunkten
(Autokorrelation). Liegt z.B. eine lineare Korrelation zwischen den Zeitpunkten ¢ und ¢ + k vor
und ist ithr Zusammenhang bekannt, so lasst sich der Wert der Reihe zum Zeitpunkt ¢ + k aus ¢
berechnen [42].

Eine kurze Einfiihrung fiir den Nachweis von Korrelation und die Berechnung von Korrelati-
onskoeffizienten zwischen zwei Variablen liefert [50]. Der Korrelationskoeffizient liegt zwischen
—1 und 1, wobei 0 keine Korrelation bedeutet. Ein Wert von 1 (oder nahe 1) zeigt eine hohe
Korrelation zwischen den Variablen an: Sie dndern sich im gleichen Mafte. Bei 0 sind die Varia-
blen gar nicht korreliert und bei —1 steigen die Werte der einen Variable, wenn die Werte der
anderen fallen und umgekehrt. Bestimmt man diesen Koeffizienten fiir je zwei Werte einer Rei-
he in variablen Schrittweiten, ergibt sich ein Korrelogramm. Fiir jede Schrittweite (lag) ist der
Korrelationskoeffizient der Reihe aufgetragen. Abbildung 3.3 zeigt ein solches Korrelogramm.

Das Korrelogramm einer Wertereihe ist sehr eng verwandt mit dem Frequenzspektrum einer
Fourier-Transformation. Schrittweiten mit hoher Korrelation korrespondieren mit den entspre-
chenden starken Frequenzen im Frequenzspektrum. Im Rahmen dieser Arbeit werden Korrelo-
gramme daher nur als einfaches Verfahren eingesetzt, das Tempo eines Liedes zu bestimmen.

3.4.1. Tempo eines Liedes

Es gibt verschiedene Ansétze, das Tempo eines Liedes und den Rhythmus zu bestimmen [10, §].
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3. Basistransformationen
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Abbildung 3.4.: Die Werte der gemittelten absoluten Differenzen fiir Geschwindigkeiten zwischen
90 und 170 bpm. Die minimale Differenz bei 97 bpm ist deutlich zu sehen.

Sie alle sind in der Lage, die genaue Position des ersten Schlages eines Taktes vorherzusagen.
Diese Information ist nicht invariant gegeniiber einer Verschiebung der Zeit und daher nicht als
Basis fiir Merkmale geeignet. Daher wird ein einfacheres Verfahren behandelt, welches nur die
Geschwindigkeit und nicht die Position des ersten Schlages bestimmt.

Das Vorgehen basiert auf einer Phasenverschiebung der Musikstiicke. Sei T' die erwartete Zahl von
Schldgen pro Takt und SR die sample rate des Stiickes, also die Anzahl von Werten pro Sekunde.
Tterativ wird nun das gesamte Stiick um T Schlidge nach rechts verschoben. Dies bedeutet fiir eine
Geschwindigkeit von X Schliagen pro Minute (bpm: beats per minute) eine Verschiebung um

60
—T. s
v SR X

Werte. Fiir jede Verschiebung berechnet man nun die gemittelte quadratische Differenz zum
Original und erhélt so ein MaR, wie gut das verschobene Stiick autokorreliert. Iteriert man dieses
Vorgehen fiir X € [start, ende], so erhalt man fiir jede mogliche Geschwindigkeit zwischen start
und ende einen Wert der Autokorrelation. Die gesuchte Geschwindigkeit entspricht der Stelle mit
der minimalen Differenz, d.h. maximaler Korrelation:

n—uv

1
T i) n = i index 1 Li+w 2
empo((w;) e{1,..., }) miN;nd, {n > Z(l‘ Titw)

i=1

X € [start, end] }

Die Berechnung des Minimums und des Indexwertes des Minimums geschieht mit Hilfe der in
Abschnitt 7.1.5 definierten Funktionale. Tests ergeben, dass dieses Verfahren fiir 85% aller Lieder
die richtige Geschwindigkeit liefert und zudem mit Pausen innerhalb der Lieder umgehen kann.

Abbildung 3.4 zeigt die Werte der absoluten Differenzen fiir Geschwindigkeiten zwischen 90
und 170 bpm. Die Varianz dieser Korrelationstransformation gibt die Sicherheit an, mit der
das Tempo bestimmt wurde. Sei B = ende — start die Anzahl an Tterationsschritte, die das
Verfahren durchfithrt und n die Lénge der Wertereihe. Die Laufzeit ist dann gegeben durch
O(n-B+ B) =0((n+1)B) = O(nB) und damit pseudopolynomiell in n und B.
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3.5. Transformationen nach Auszeichnung

= = — A
(a) Tntervalle in Tndexdimension (b) Tntervall-Transformation

Abbildung 3.5.: Die Intervall-Transformation erzeugt fiir jedes Intervall in der Indexdimension
ein Element der neuen Reihe. In diesem Fall entspricht der Wert jedes Elements
der Lange des korrespondierenden Intervalls.

3.5. Transformationen nach Auszeichnung

Nach einer Auszeichnung der Reihe mit einer der in Kapitel 5 vorgestellten Methoden ist es
moglich, eine neue Reihe auf Grundlage der ermittelten Auszeichnungen zu bilden. Die Index-
dimension wird dabei nicht verdndert, jedoch ermittelt man fiir jedes Element der neuen Reihe
einen Wert in Abhéngigkeit von dem Intervall, zu dem er gehért. Daher gehort diese Transfor-
mation zur Gruppe der Basistransformationen.

Definition 3.7 Se: die vorliegende Rethe mit Intervallen in der Indexdimension ausgezeichnet.
Die INTERVALL-TRANSFORMATION konstruiert eine neue Rethe, indem fiir jedes Intervall in der
Indexdimension in der Rethenfolge thres Auftretens entweder

o der Typ
e die Linge oder
e die Dichte

als neuer Wert benutzt wird.

Fiir diese Intervall-Transformation ist es nétig, die zu transformierende Reihe mit Intervallen in
der Indexdimension auszuzeichnen. Dies kann entweder direkt oder nach Bildung von Intervallen
in einer Wertedimension geschehen. Die neuen Werte kénnen mit der Dichte des jeweiligen Inter-
valls gewichtet werden, entweder proportional oder reziprok. Auf diese Weise werden starke bzw.
schwache Intervalle stirker beriicksichtigt. Gewichtet man den Typ der Intervalle, werden zudem
grofsere Schwankungen erzeugt. Abbildung 3.5 zeigt das Ergebnis der Intervall-Transformation.
Da der Rethenausschnitt drei Intervalle in der Indexdimension besitzt, wird die neue Reihe drei
Elemente besitzen. Jedes von diesen entspricht der Linge des korrespondierenden Intervalls.

Definition 3.8 Se: die wvorliegende Rethe mit Intervallen in der Indexdimension oder in den
Wertedimensionen ausgezeichnet. Die VOLLSTANDIGE INTERVALL-TRANSFORMATION konstruzert
etne neue Rethe, indem fiir jedes Element der Typ seines Intervalls als neuer Wert benutzt wird.

25



3. Basistransformationen

e

(a) Tntervalle in Tndexdimension (b) Vollstindige Intervall-Transformation

Abbildung 3.6.: Die Intervall-Transformation erzeugt fiir jeden Wert der alten Reihe ein Element
in der neuen Reihe abhédngig von dem Typ des Intervalls des Wertes.

Das Ergebnis einer vollstdndigen Intervall-Transformation hat also genauso viele Elemente wie
die zu transformierende Reihe. Auch hier ist es moglich, den Typ des Intervalls mit seiner Dichte
zu gewichten. Die vollstdndige Intervalltransformation erlaubt zudem die Anwendung auf die
Intervalle in den Wertedimensionen. Dies ist bei der normalen Intervall-Transformation, die die
neuen Werte aus den Intervallen konstruiert, nicht méglich, da die Intervalle in den Wertedimen-
sionen keine Ordnung in der Indexdimension aufweisen. Diese Ordnung wird bei der vollstdndigen
Intervall-Transformation durch den Bezug zu den Elementen der Reihe hergestellt. Abbildung 3.6
zeigt das Ergebnis einer vollstandigen Intervall-Transformation. Nach der Transformation besitzt
die Reihe genauso viele Werte wie zuvor, jeder neue Wert entspricht jedoch dem Intervalltyp des
alten Wertes. Dadurch wird eine intervallweise Glattung durchgefiihrt.

Durch die Kombination der Intervall-Transformationen mit den in Kapitel 7 beschriebenen Funk-
tionalen wird die Extraktion zusétzlicher Merkmale aus ausgezeichneten Wertereihen ermdoglicht.
Auf diese Weise wird auch die Einbindung weiterer Auszeichner erlaubt, ohne dass Funktionale
angepasst werden miissen. Die Intervall-Transformation arbeitet mit einer Laufzeit, die von der
Anzahl der Intervalle abhéngt, da fiir jedes Intervall ein neuer Wert gebildet wird. Tm schlimmsten
Fall bildet jeder Punkt ein eigenes Intervall, womit diese Transformation in Zeit O(n) arbeitet.
Dies gilt ohnehin fiir die vollstdndige Intervall-Transformation, wobei sichergestellt werden muss,
dass die Zuordnung des Tntervall zu einem Element der Reihe in O(1) geschehen kann.

3.6. Nichtlineare dynamische Systeme

Dynamische Systeme dndern ihr Verhalten im Verlauf der Zeit. Lineare dynamische Systeme
kénnen durch Differentialgleichungen beschrieben werden, welche proportional von den betrach-
teten Gréfen abhdngen. Nichtlineare dynamische Systeme werden durch Differentialgleichungen
beschrieben, die zudem Produkte, Potenzen oder andere nichtlineare Funktionen beinhalten.

Definition 3.9 FEin NICHTLINEARES DYNAMISCHES SYSTEM kann durch nichtlineare Differen-
tialgleichungen beschrieben werden.

Haufig ist es sinnvoll, eine Dimension des Systems anzugeben. Dies ist gleichzusetzen mit der
Anzahl der Grofen, die das System vollstandig beschreiben.
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3.6. Nichtlineare dynamische Systeme

Definition 3.10 Die DIMENSION eines dynamischen Systems entspricht der Anzahl der Zu-
STANDSVARIABLEN, d. h. der Anzahl von Grifien, die zu einer vollstindigen Beschreibung des
Systems nétig sind.

Beispiel 3.4 Fine Masse, dic an einem Pendel unter dem Einfluss der Gravitation schwingt,
gehorcht der nichtlinearen Differentialgleichung

(t) = —mgsin O(t)

Die Dimension dieses Systems ist 2. Die beiden Gréfien, die es vollstindig beschreiben sind
der Auslenkungswinkel 0 und seine Geschwindigkeit 6. Wir werden uns auch im folgenden auf
endlich-dimensionale nichtlineare Systeme beschrinken.

In der Kinetik trifft man auf das Problem, das Verhalten der Bestandteile komplexer nichtlinearer
Systeme aus einer einzelnen Zeitreihe zu rekonstruieren [52]. Betrachten wir einen mechanischen
Apparat, bestehend aus mehreren Massen, Federn und Antriebsgeneratoren, und zeichnen ledig-
lich die Bewegung einer einzigen Masse auf. In solch einem Fall kann die Transformation in den
Zustandsraum Informationen iiber die Bestandteile eines solchen komplexen Systems liefern.

Definition 3.11 (Zustandsraum) Der ZUSTANDSRAUM eines dynamischen Systems besitzt als
Basisvektoren seine Zustandsvariablen. Die Elemente des Raumes sind die Werte der Zustands-
variablen zu jedem beobachteten Zeitpunkt.

Fiir lineare Systeme geniigen die bisherigen Transformation in den Frequenzraum und zuriick
in den Zeitraum. In beiden Raumen kénnen hinreichend gute Merkmale durch Berechnung von
Kenngrofen, wie Durchschnitte oder Anpassung von Funktionskurven, extrahiert werden. Fiir
nichtlineare dynamische Systeme gilt dieses nicht mehr. Wie in Abschnitt 3.3.1 bereits angedeutet
wurde, handelt es sich bei Musik um eine Superposition harmonischer Schwingungen, wodurch
sich eine Transformation in den Frequenzraum anbietet. Dariliberhinaus ist ein Musikstiick ein
komplexes System mehrerer nichtlinear arbeitender Erzeuger. Dies legt, wie auch bei anderen
physikalischen Systemen, eine Transformation in den Zustandsraum nahe, um weitere Merkmale
zu extrahieren.

Attraktoren in Zustandsrdumen

Ist ein dynamisches System verlustbehaftet, z. B. durch Reibung, so gibt es Attraktoren, also
Grenzwerte der Bewegung. Takens [51] hat die Zustandsraumtransformation dazu benutzt, solche
Attraktoren in der chaotischen Bewegung von Fliissigkeiten zu finden. Abbildung 3.7 auf der
néchsten Seite zeigt die Schwingung eines geddmpften harmonischen Oszillators, welcher sich
durch Reibung langsam in der Ruhelage der Schwingung einpendelt (a). Rechts in (b) sieht man
dieselbe Schwingung nach einer Transformation in ihren Zustandsraum. Die x-Achse gibt die
Auslenkung x der Masse und die y-Achse ihre Geschwindigkeit & wieder. Der zeitliche Verlauf
tritt nicht mehr so deutlich hervor, dafiir ist die Lage des Nullpunktes gut zu erkennen. Erneut
gilt, dass durch eine Basistransformation andere Informationen und Merkmale erkennbar sind.
Das Zentrum der Spirale kennzeichnet den Ruhezustand der Bewegung. Das System wird sich
im Nullpunkt befinden und keine Geschwindigkeit mehr besitzen.

Konservative Systeme hingegen behalten ihre Ausdehnung im Zustandsraum und besitzen keine
Attraktoren. Der untere Teil aus Abbildung 3.7 zeigt eine reibungsfreie Schwingung in (c) und
den zugehdrigen Zustandsraum (d). Die Spiralform ist nicht mehr vorhanden, statt dessen bildet
die Kurve im Zustandsraum ein Ellipsoid.
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3. Basistransformationen

Auslenkung x

Geschwindigkeit x'

Zeit t Auslenkung x

(a) Gedampfter harmonischer Oszillator (b) Zustandsraum (ged.)

Auslenkung x
Geschwindigiei

Auslenkung x

(¢) Harmonischer Oszillator (d) Zustandsraum

Abbildung 3.7.: Die Schwingungen von harmonischen Oszillatoren und ihre Transformierten im
Zustandsraum mit den Zustandsvariablen Ort  und Geschwindigkeit .

Existieren fiir ein dynamisches System mehrere Attraktoren, kennzeichnet jeder von ihnen ein
Gebiet. Je nach Anfangsbedingungen ist ein anderer Attraktor Grenzwert. Ein Windstoft geniigt,
um einen Regentropfen auf einer Bergspitze verschiedene Seiten herunterlaufen zu lassen.

3.6.1. Transformation in einen unbekannten Zustandsraum: Der
Phasenraum

Kann man die Zustandsvariablen messen, so erlaubt dies eine Transformation in den Zustands-
raum. Oft ist es jedoch nicht einmal mdglich, die Zustandsvariablen eines Systems explizit zu
benennen. Ein zum Zustandsraum topologisch identischer Raum kann durch die Auswahl zeitlich
verzdgerter Teilstiicke konstruiert werden: der Phasenraum. Gegeben ist eine univariate Zeitrei-

he (xi)ie{l,...,n} der Lange n, die der Messung einer Zustandsvariablen eines k-dimensionalen
nichtlinearen dynamischen Systems entspricht.

Definition 3.12 (Phasenraum) Aus der Reihe werden Vektoren konstruiert, deren Kompo-
nenten Ausschnitte der urspriinglichen Rethe sind:
Pi = (331', Litds Lit2ds - - s $i+(m—1)d)

Dabei stellt d die zeitliche Verzégerung (delay) und m die Dimension des entstehenden Phasen-
raums dar. Die Menge

Pim=A{pili=1,...,n—(m —1)d}

bildet die Transformierte der Serie (xi)ie{l,...,n} 1m PHASENRAUM.
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3.6. Nichtlineare dynamische Systeme

Eine Implementierung dieser Transformation arbeitet in Laufzeit O(n), da die Reihe lediglich
einmal durchlaufen werden muss. Bei Musikdaten sind die Zustandsvariablen nicht bekannt und
eine Transformation in den Zustandsraum ist nicht direkt mdglich. Einige niitzliche Informa-
tionen iiber die internen Vorginge des Systems kdnnen jedoch mit einer Transformation in den
Phasenraum gewonnen werden. Dieses Vorgehen ist auch als Zustandsraumrekonstruktion be-
kannt.

Interpretation des Phasenraumes

Die Messung einer einzelnen Zustandsvariablen entspricht einer Projektion des k-dimensionalen
Zustandsraums auf eine einzelne Achse. Die oben beschriebene Rekonstruktion entfaltet diese
Projektion auf verschiedene Achsen, abhéngig von der Wahl der Verzdégerung und der Anzahl
der Dimensionen. Statt auf die k£ wahren Achsen der Zustandsvariablen projizieren wir die Reihe
auf die m Achsen der Rekonstruktion. Die Beziehung zwischen dieser Rekonstruktion und dem
wahren Zustandsraum stellten unabhangig voneinander [51] und [40] her: Sind genug Dimensio-
nen m und die richtige Verzégerung gewihlt, so sind die Kurve im rekonstruierten Phasenraum
und die wahre, unbeobachtete Dynamik des Systems topologisch identisch. Damit sind alle Fol-
gerungen im Phasenraum auch fiir das urspriingliche System giiltig. Die Aufgabe ist es, die
optimalen Parameter d und m zu finden. Dabei gilt, dass m im schlimmsten Fall mindestens
zweimal so grof sein muss wie die tatsichliche Zahl der Dimensionen k [5, 48]. Eine Ubersicht
von Heuristiken, diese Parameter abzuschatzen findet sich in [1].

Die Kurve im Phasenraum gibt die internen Abldufe eines dynamischen Systems wieder. Dies
scheint auf den ersten Blick zu verwundern. Bei genauerer Betrachtung zeigt sich jedoch, dass die
Zustandsvariablen eines nichtlinearen Systems zeitlich miteinander verbunden sind. Betrachten
wir zum Beispiel zwei mit einer Feder verbundene Massen und messen lediglich die Bewegung der
einen Masse, so wissen wir doch, dass die zweite Masse eine dhnliche Bewegung zeitlich verzdgert
durchfiihrt. Diese Vorstellung von der Projektion auf zeitlich verzégerte Achsen soll das Theorem
von Takens und Packard veranschaulichen, den Beweis findet man in [40].

3.6.2. Merkmalsextraktion im Zustandsraum

Wie oben bereits erwdhnt wurde, ist eine Bestimmung der Attraktoren im Zustandsraum be-
sonders einfach. Da der Zustandsraum und der Phasenraum zwar dhnlich, aber nicht dquivalent
sind, besteht eine Moglichkeit der Merkmalsextraktion darin, die Invarianten der Attraktoren zu
bestimmen. Zwei bekannte Gréfsen sind der Lyapunov Exponent und die gebrochene Dimension

[1]-

Definition 3.13 (Lyapunov Exponent) Der LyApUNOV EXPONENT misst die Geschwindig-
keit, mut der sich verschiedene Bewegungskurven in den verschiedenen Dimensionen voneimnander
entfernen.

Fiir die Berechnung des Lyapunov Exponenten ist die Erstellung einer Matrix nétig, die die Reak-
tion des Systems auf kleine Variationen enthilt. Dies ist sinnvoll bei experimentellen Versuchen,
nicht jedoch im Rahmen der Musikdatenanalyse. Die vorliegenden Daten sind nicht verdnderlich
und reagieren nicht auf Anderungen in den Anfangsbedingungen. Daher wird dieses Merkmal im
Rahmen dieser Arbeit nicht untersucht.
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3. Basistransformationen
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Abbildung 3.8.: Die Abbildungen (a) und (b) zeigen das Ergebnis einer Phasenraumtransforma-
tion mit d = 1 und m = 2. Bei dem klassischen Stiick aus Abbildung (b) ist
deutlich die hohere Zirkularitidt zu beobachten.

Definition 3.14 (Gebrochene Dimension) Die GEBROCHENE DIMENSION misst, wieviel der
k Dimensionen (Zustandsvariablen) eines Systems von einer Bewegungskurve (einem Musik-
stiick) wirklich benutzt werden.

Zur Berechnung der gebrochenen Dimensionen teilt man den Zustandsraum in e-Bereiche auf
und z#hlt die Anzahl der Bereiche, die nétig sind, um die Bewegungsbahn, also das Musikstiick
als vorliegende Zeitreihe, zu iiberdecken. Der Grenzwert fiir € — 0 liefert die gewiinschte Dimen-
sion.

Die Transformation in den Phasenraum hat in den letzten Jahren viele weitere Anwendungen
gefunden. Aufier bei der Attraktorbestimmung hat die Zustandsraumrekonstruktion auch bei
einer Fiille weiterer statistischer Aufgaben wie z.B. dem Aufspiiren von Ausreifiern geholfen
[19, 3, 38]. In den nichsten Abschnitten werden neuartige Merkmale vorgestellt, die sich im
Phasenraum extrahieren lassen und die sich bei Musikdaten bewdhrt haben.

Winkel im Phasenraum

Abbildung 3.8 zeigt das Ergebnis der Transformation eines typischen Popmusikstiickes sowie ei-
nes klassischen Stiickes in den 2-dimensionalen Phasenraum. Auf den ersten Blick fillt auf, dass
das klassische Stiick wesentlich rundere, harmonischere Kurven im Phasenraum beschreibt, wih-
rend das populdre Lied zackigere Bahnen aufweist. Dieser Unterschied soll durch zwei Merkmale
gemessen werden, die den Grad der Zirkularitdt wiedergeben.

Zunéchst soll der durchschnittliche Winkel zwischen den Teilstiicken bestimmt werden. Fiir jeden
Punkt p; existieren zwei Verbindungen zu anderen Knoten:

Sijvy = Pi-1— Pi
Sin = DPi+1 — DPi
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3.6. Nichtlineare dynamische Systeme

Abbildung 3.9.: p;—1, p; und p;41 sind drei aufeinanderfolgende Vektoren im Phasenraum. Sie
definieren die Teilstiicke s;, und s;,, welche den Winkel « einschliefen.

Die Kante s;, verlduft von p; zu seinem Vorgéanger und die Kante s;,, zu seinem Nachfolger. Der
zwischen s;, und s;,, eingeschlossene Winkel sei a. Abbildung 3.9 zeigt die verwendeten Vektoren.
Mittels der geometrischen Interpretation des Skalarproduktes ladsst sich a bestimmen durch

(Sivasin>
[Isiol] - [Isinl|

Der Durchschnitt Giber die Winkel zwischen allen Teilstiicken bildet somit das Merkmal:

Q. = arccos

1 |Pd,m|_1 (S' S, >
AVGpprog = ————— Z arccos ——2 L
[Pam| =2 = |Isivl| - [Isinl]

Es bietet sich an, die Varianz der Winkel im Phasenraum ebenfalls als Merkmal zu ermitteln.
Die Umwandlung der Teilstiicke in Winkel wird mittels einer weiteren Transformation, der soge-
nannten Winkeltransformation, durchgefiihrt. Die Berechnung des Durchschnitts entspricht dem
einfachen Funktional.

Experimente zeigten, dass fiir fiir die Extraktion dieser Merkmale aus Musikdaten eine Transfor-
mation mit minimaler Verzdgerung, also mit d = 1, in einen 2-dimensionalen Phasenraum eine
gute Ausgangsbasis fiir die Extraktion weiterer Merkmale aus diesen Daten sind.

Durchschnittliche Linge

Bei der Betrachtung der Phasenraumdiagramme fillt weiterhin auf, dass die Langen der Teil-
stiicke zwischen den Vektoren unterschiedlich stark schwanken. Es ist daher sinnvoll, die durch-
schnittliche Lange der Teilstiicke

|Pd,m|

1
AVGpp-f = ——— iv
PR—L P — 1 Z:ZQ [Isivl|

und ihre Varianz ebenfalls als Merkmal zu benutzen. Analog zu dem Winkelmerkmal werden die
Abstdnde der Elemente durch eine Transformation gewonnen und der Durchschnitt durch die
Anwendung des Funktionals gebildet.

Die Basisvektoren im Zustandsraum entsprechen den Zustandsvariablen des dynamischen Sys-
tems. Jedes Element im Phasenraum entspricht also einer Zustandskonfiguration des Systems.
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3. Basistransformationen

Je enger die Elemente des Phasenraums zusammen liegen, desto dhnlicher sind sich die Wer-
te der Zustandsvariablen zu den beiden Zeitpunkten. Kleine Abstdnde deuten also auf kleine
Anderungen der bestimmenden GroRen des Systems hin.

Ahnlich verhilt es sich mit den Winkeln im Phasenraum. Kleine Winkel im Phasenraum deu-
ten an, dass eine gleichmiRige Anderung aller Zustandsvariablen vorliegt. Grofe Winkel bzw.
Richtungsinderungen stehen dagegen fiir starke Anderungen einzelner Zustandsvariablen. Dies
erklart auch, warum sich die Winkel und Léngen im Phasenraum gut fiir eine Trennung von po-
pulédrer und klassischer Musik eignen. Letztere wird hauptsichlich mit natiirlichen Instrumenten
gespielt, welche ein streng harmonisches Klangbild aufweisen (vergleiche den Zustandsraum der
Sinusschwingung aus Abbildung 3.7 auf Seite 28). Populare Musik ist hingegen wesentlich per-
kussiver, wodurch eine schnellere Anderung der Zustandsvariablen erreicht wird. Dadurch ergibt,
sich das zackigere Bild des Phasenraums.

32



KAPITEL 4

Filter

Basistransformationen dndern die Basis des verwendeten Raums. Haufig bleiben die Elemente
an der gleichen Stelle im Raum, lediglich ihre Darstellung dndert sich. Daher ist diese Form der
Transformation auch meist umkehrbar.

Nun werden Transformationen beschrieben, bei denen sich Basis und Raum nicht dndern, aber
das Element einen anderen Platz im betrachteten Raum einnimmt. Transformationen, die ein
neues Element im gleichen Raum liefern, werden als Filter bezeichnet. Motiviert werden kann
der Begriff durch bekannte Filter wie Hochpass oder Tiefpass. Durch herausgefilterte Frequenzen
andern sich die Elemente und einmal herausgefilterte Frequenzen kénnen nicht mehr rekonstruiert
werden: Die Filterung ist im allgemeinen nicht umkehrbar. Solange nichts anderes angegeben
wird, arbeiten die hier vorgestellten Filter in O(n), da ein einziger Durchlauf durch die Daten
gentiigt.

4.1. Gleitende Durchschnitte

Ein hiufiges Problem im Bereich des Data Mining sind fehlerhafte oder verrauschte Daten, hdufig
in Form von Qutliern, d.h. einzelnen Werten die weit von ithrem eigentlichen Wert abweichen.
Probleme dieser Art kann man mit einer Glattung der Daten vermindern.

Definition 4.1 GLATTUNG einer Wertereihe bedeutet Verminderung von irreguldren Schwan-
kungen und Qutliern.

Das grundsatzliche Vorgehen ist aus der digitalen Bildverarbeitung als Weichzeichner bekannt.
Hier ldsst man eine n x m-Matrix iiber das Bild laufen und ersetzt das mittlere Pixel durch den
mittels der Matrix gewichteten Durchschnitt der umliegenden Pixel. Allgemein spricht man von
einer lokalen Approzimation. Im Falle von Wertereihen liegt es nahe, zur Glattung ein lokales
arithmetisches Mittel zu verwenden:

+N

1
Yi = W Z Titk
k=—N

Es ergibt sich eine neue Wertereihe (yi)ie{l,...,n} durch die Berechnung aller Werte y; fiir ¢ €
{1,...,n}. Handelt es sich bei den Wertereihen um Zeitreihen, so spricht man auch davon,
ein Zeitfenster iiber die Werte laufen zu lassen und in jedem dieser Fenster den Durchschnitt
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4. Filter

7u berechnen. Es liegt nahe, dass Vorgehen zu verallgemeinern und in solchen Fenstern auch
gewichtete Durchschnitte zu erlauben, um z. B. jiingere Werte stirker zu gewichten.

Definition 4.2 (Gleitender Durchschnitt) Die Berechnung einer lokalen Approzimation ei-
ner Reihe (xi)ie{l,...,n} durch Anwendung der Rechenvorschrift

+N
Yi = Z agTivk  mit Zakzl

k=—N

wn Fenstern der Gréfle 2N heifft GLEITENDER DURCHSCHNITT.

Wir werden die Idee der Zeitfenster spéter in Kapitel 6 noch aufgreifen und die Anwendung
allgemeinerer Funktionen fiir jedes Fenster erlauben. Damit ist sowohl der hier beschriebene
gleitende Durchschnitt wie auch eine erweiterte Klasse von Transformationen konstruierbar.

4.2. Rekursive Filter

In den bisher betrachteten Filtern wird ein Zeitfenster mit festen Gewichten iiber die vollstén-
dige Wertereihe verschoben. Oftmals ist es von Interesse, inkrementell vorzugehen und neue
Beobachtungen mit einzubeziehen. Dazu wird das Ergebnis eines Filters auf den ersten N — 1
Werten z1,...,2ny-1 mit der aktuellen Beobachtung zn kombiniert. Man nennt solche Filter
daher rekursive Filter.

Als einfiihrendes Beispiel betrachten wir eine rekursive Bestimmung des arithmetischen Mittels
Ty der ersten N Werte einer Wertereihe:

N

N = %Zxk

k=1

_ N-—-1_ 1 N -1
= N IN-1+ —— | IN

Erlaubt man allgemeinere Gewichte fiir das bisherige Mittel und den neuen aktuellen Wert, so
erhélt man eine

Definition 4.3 (Exponentielle Glattung) Fin rekursiver Filter mit der Rechenvorschrift
Ui=0Yi1+1-=08)-2 mit 0<p<1
und dem Startwert xo = 1 heifft EXPONENTIELLE GLATTUNG. ( bezeichnet man auch als

Schwanzgewicht, 1 — 8 als Kopfgewicht.

Trotz des fiir Informatiker erschreckenden Namens arbeitet dieser Filter in O(n) fiir eine Wer-
terethe mit Lange n. Der Name entsteht durch eine alternative Rechenvorschrift, bei der 8 im
Exponenten vorkommt.
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4.3. Ausblendung kleiner Werte
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Abbildung 4.1.: Die verrauschte Uberlagerung von drei Sinusschwingungen mit den Frequenzen
2 Hz, 3 Hz und 7 Hz aus der linken Abbildung wird in ihr Frequenzspektrum
iiberflihrt. Durch Ausblenden aller kleinen Werte entsteht die geglattete Reihe
aus der rechten Abbildung nach einer Riicktransformation in den Zeit-Raum.

4.3. Ausblendung kleiner Werte

Nach der Fourier-Transformation einer Wertereihe liefert das Frequenzspektrum eine Abbildung
der Frequenzen auf die Intensitdt, mit der die jeweilige Frequenz vorkommt. Rauschen innerhalb
der Reihe ist im Frequenzspektrum an einem Grundteppich von vorkommenen Frequenzen zu
erkennen, die hiufig wesentlich niedrigere Intensitdten aufweisen als das eigentliche Signal. Der
nun folgende Filter entfernt in einem Frequenzspektrum alle Frequenzen, deren Intensitét kleiner
ist als ein Anteil p der maximalen Intensitét:

Definition 4.4 Unter AUSBLENDUNG KLEINER WERTE versteht man einen Filter, der das Ma-
zimum max((z;)ie(1,... n}y) einer Reihe bestimmt und fir jeden Wert der Reihe

{-Ti falls x; > p - max((:)ie{1,...n})
Yi =
0 sonst

berechnet.

Nach einer solchen Ausblendung fiir einen Schwellenwert p kann man die Reihe wieder zuriick-
transformieren und erhilt so ebenfalls eine gegldttete Reihe. Abbildung 4.1 zeigt den Effekt einer
Ausblendung und das Ergebnis der Glattung. Das zufillig hinzugefiigte Rauschen betrug bis zu
20% der minimalen Amplitude. Das Verfahren arbeitet ebenso gut fiir grofere Fehler und ist
besonders dann zu empfehlen, wenn der maximale Anteil des Rauschens bekannt ist.

4.4. Differenzenfilter

Mé&chte man den Trend einer Wertereihe und damit die Reihe selbst mit einem Polynom be-
schreiben, so stellt sich zwangsldufig die Frage nach dem giinstigsten Grad des Polynoms. Bei

der Suche nach diesem Grad hilft der folgende Satz:
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4. Filter

Satz 4.1 f(x) sei eine Polynom vom Grad p > 0. Dann ist

glx) = f(z) — flz = 1)

ein Polynom vom Grad hochstens p — 1.

Der einfache Beweis erfolgt durch Ausfiihrung der Differenz. Die Summanden mit dem Exponen-
ten p heben sich dabei auf [49]. Wendet man also einen Filter an, der von jedem Wert den Wert
des Vorgéngers abzieht, so reduziert man den Grad des Polynoms um 1. Ist die urspriingliche
Funktion ein Polynom von Grad p, so erhélt man nach p — 1 Anwendungen dieses Filters einen
(bis auf Rauschen) konstanten Wert.

Definition 4.5 (Differenzenfilter) Der Filter, der fiir alle Werte einer Reihe
Yi = Ti — Ti-1

berechnet, heifit DIFFERENZENFILTER.

Dieser Filter ist natiirlich gut zur Entfernung eines Trends zu benutzen: Man wendet 1thn solan-
ge an, bis die Werte um 0 schwanken. Dariiberhinaus kennt man nun den Grad des Polynoms,
welches den Trend am besten approximiert. Da Musikdaten keinen Trend besitzen, wird dieser
Filter in dieser Arbeit nur zur lokalen Trendbestimmung oder nach Anwendung anderer Trans-
formationen benutzt.

4.5. Funktionsfilter

Funktionsfilter sind allgemein Filter, die eine neue Reihe durch Anwendung einer beliebigen
Funktion auf die Werte der Ursprungsreihe bilden. Haufig ist die Anwendung einer Funktion auf
die Reithenwerte vergleichbar mit einer Gewichtung in Abhéngigkeit einer bestimmten Gréfe. Wir
betrachten Filter, die in Abhéngigkeit von der Stelle in der Reihe eine Gewichtung vornehmen
und solche, die jeden Wert durch die Anwendung einer einfachen mathematischen Funktion neu
skalieren. Wir definieren eine allgemeine Klasse von Filtern, welche auf jeden Wert z; der Reihe
eine Funktion f anwenden:

Definition 4.6 (Funktions-Filter) Der FUNKTIONS-FILITER wendet auf jeden Wert x; der
gegebenen Reihe (T;)ieq1,... ny eine Funktion f an. Die Werte der entstehenden Reihe (y;)ic(1,....n}

sind y; = f(;).

4.5.1. Skalierungsfilter

Eine Skalierung in einer Achse erlaubt hdufig eine bessere Darstellung von Zusammenhingen.
Weit verbreitet ist die Anwendung von logarithmischen Skalen. Der Unterschied zu den Fenster-
funktionen ist, dass die Funktion eines Skalierungsfilters nicht von der Stelle innerhalb der Reihe
sondern nur von dem aktuellen Wert abhéngt.

Die Funktion f, mit der skaliert wird, ist prinzipiell beliebig. Bewéhrt haben sich die Funktionen
f(z;) =logx;, f(z;) = €* und die Skalierung um einen Faktor ¢, also f(z;) = ¢ - z;.
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4.5. Funktionsfilter
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Abbildung 4.2.: Abbildung (a) zeigt die Fensterfunktionen Bartlett, Hanning, Hamming und
Blackman-Harris. Alle sorgen fiir eine Abschwéchung der Werte an den Réndern.
Die Beschneidung einer Rechteckfunktion wie in Abbildung (b) fithrt allerdings
zu vollig anderen Frequenzspektren.

4.5.2. Fensterfunktionen

Liegt eine Wertereihe mit n Werten vor, so sind auch Gewichtungen denkbar, deren Berechnung
von der Stelle in der Wertereihe abhéngt. Auf diese Weise konnen die Reihen an den Réndern
abgeflacht werden.

Definition 4.7 (Fensterfunktion) Gegeben sei eine Wertereihe (x;)ieq1,....ny mit n Werten.
Ein Filter

Yi = fw (Z) K
heifit FENSTERFUNKTION. Die Gewichtungsfunktion f,, hdngt ausschlieflich von der Stelle i
innerhalb der Werterethe ab.

Abbildung 4.2(a) zeigt die folgenden in der Praxis erprobten Gewichtungsfunktionen, n ist die
Lange der betrachteten Reihe:

) —n/2
Bartlett: fportere(i) = 1-— ‘2- i-n/ ‘
n
. . 21
Hanning: fuenning(?) = 0,5—0,5-cos —
n
o
Hamming: fruemming(1) = 0,54 —0,46- cos o
n
. . 21
Blackman-Harris: fpy(i) = 0,35875—0,48829 - cos —

n

A 6
40.14128 - cos - — 0.01168 - cos ——
n n

Fensterfunktionen beeinflussen nachfolgende Transformationen wesentlich. Wie bereits in Ab-
schnitt 3.3.1 angedeutet wurde, fithren scharfe Kanten einer Funktion zu verwaschenen Peaks im
Frequenzspektrum, da viele und auch hohe Frequenzen nétig sind, um Kanten zu erzeugen. Der
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Abbildung 4.3.: Abbildung (a) zeigt die Superposition von drei Schwingungen mit den Frequen-
zen 200 Hz, 1000 Hz und 2000 Hz sowie den Amplituden 0.4, 0.1 und 0.4. Die
Transformierte in (b) liefert trennbare Peaks, bei denen lediglich ein leichter
Leakage-Effekt zu beobachten ist. Abbildung (c) zeigt die Transformation in ei-
nem schmalen Zeitfenster. Der Peak bei 1000 Hz ist kaum noch zu erkennen.
In Abbildung (d) wurde vor der Transformation eine Blackman-Harris Gewich-
tung in dem Zeitfenster vorgenommen, wodurch der Peak bei 1000 Hz wieder

wahrzunehmen 1st.
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4.5. Funktionsfilter

Beginn und das Ende einer Wertereihe stellen solche scharfe Kanten dar und fithren somit zu Fre-
quenzen im Spektrum, die eigentlich gar nicht auftreten'. Daher ist es sinnvoll, die Rinder einer
Wertereihe vor Anwendung einer Fourier-Transformation abzuschwéchen. Abbildung 4.3 zeigt
eine Superposition von harmonischen Schwingungen und ihre Transformationen in verschiedenen
Zeitfenstern und den Nutzen einer im Vorfeld angewendeten Fensterfunktion.

Die Anwendung einer Fensterfunktion scheint auf den ersten Blick in jedem Fall sinnvoll zu sein.
Allerdings gibt es eine Kehrseite der Medaille, die — wie so oft —im Nutzen begriindet liegt: Ist der
Anteil hoher Frequenzen an der vorliegenden Schwingung tatsichlich hoch, so wird das Ergebnis
verzerrt. Abbildung 4.2(b) auf Seite 37 zeigt diese Problematik fiir eine Rechteckschwingung. Bei
Musikdaten treten solche Schwingungstypen insbesondere bei elektronischer Musik auf.

Zeitliche Fensterfunktionen

Fensterfunktionen kénnen zudem dazu benutzt werden, jiingere Werte stirker zu gewichten. Bei
vielen Zeitreihen ist es wiinschenswert, jiingere Werte bei der Suche nach Merkmalen stirker zu
beriicksichtigen. Statt einer Abschwéchung an beiden Réndern des betrachteten Fensters, wendet
man eine der folgenden Fensterfunktionen an:

Linear: fiinear(i) =

Exponentiell: f.,,(i) = e 7~

Der Parameter v steuert den exponentiellen Anstieg im zweiten Fall.

Bark-Skala

Unser Gehor kann akustische Signale nur innerhalb eines bestimmten Frequenz- und Schallpe-
gelbereichs wahrnehmen. Der fiir Menschen horbare Frequenzbereich liegt etwa zwischen 20 Hz
und 20 kHz. Fiir die Horbarkeit ist aber aufserdem noch ein gewisser Mindestschalldruck von 20
uPa erforderlich. Dieser Mindestschalldruck entspricht einem Schallpegel von 0 dB.

Dieser Abschnitt beschéftigt sich mit dem Phénomen, dass verschieden hohe Téne mit gleicher
Lautstarke nicht als gleich laut empfunden werden. Im Laufe der Evolution hat sich das mensch-
liche Ohr an seine Umwelt angepasst, wodurch zum Uberleben wichtige Frequenzen leichter, also
lauter, wahrgenommen werden. Dies wird zu einem speziellen Skalierungs-Filter fithren, der auf
ein Frequenzspektrum von Audiodaten angewendet werden sollte, um diesem Umstand Rechnung
zu tragen.

Horfliche Experimentelle Untersuchungen zum Hérverhalten von Menschen haben ergeben,
dass die empfundene Lautstidrke eines Tons nicht nur von der Schwingungsamplitude, sondern
auch von der Frequenz des Tons abhéngt. Abbildung 4.4 auf der néchsten Seite zeigt die Ergeb-
nisse dieser Studien [62]. Auf der x-Achse sind die fiir den Menschen hérbaren Frequenzen von

20 Hz bis 20 kHz aufgetragen und auf der y-Achse die Schalldruckpegel in Dezibel (dB).

Zeichnet man den Schalldruckpegel, der notwendig ist um einen Ton gerade noch zu horen als
Funktion der Frequenz auf, so erhidlt man die Ruhehérschwelle. Leisere Tone der gegebenen Fre-
quenz sind nicht mehr hérbar. Erhéht man den Schalldruck, so wird man ab einem bestimmten

I Dieser Effekt wird bei einer Fourier-Transformation innerhalb eines Zeitfensters sogar noch verstirkt, da die
Zeitfenster weniger Werte beinhalten als die gesamte Reihe; siehe Abschnitt 6.2.
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Abbildung 4.4.: Horfliche des Menschen. Auf der x-Achse sind die hérbaren Frequenzen aufge-
tragen und auf der y-Achse verschiedene Lautstarken [dB]. Die durchgezogenen
Linien kennzeichnen die als gleich laut empfundenen Lautstirken fiir verschie-
dene Frequenzen (aus [62]).

Schalldruckpegel beim Héren der Téne Schmerz empfinden. Trigt man diese Kurve ebenfalls in
Abhéngigkeit der Frequenz auf, so erhélt man die Schmerzschwelle. Wird die Schmerzschwel-
le iiberschritten, so ist mit einer bleibenden Schiadigung des Gehérs zu rechnen. Den Bereich
zwischen Ruhehorschwelle und Schmerzschwelle bezeichnet man als Hérfldche.

Die Ruhehérschwelle ist die unterste einer Reihe von Kurven gleicher Lautstérke, also der Iso-
phonen. Sie geben in Abhéngigkeit der Frequenz den Schalldruckpegel an, der die jeweils gleiche
Lautstdrkeempfindung hervorruft wie ein Sinuston der Frequenz 1 kHz und dem zu beschrei-
benden Schallpegel. Aus dem Verlauf dieser Kurven geht hervor, dass das Gehor nicht fiir al-
le Frequenzen die gleiche Empfindlichkeit aufweist. Je weiter eine solche Kurve zu niedrigeren
Schallpegeln hin verlduft, desto empfindlicher reagiert das Gehor auf den entsprechenden Fre-
quenzbereich. Interessant ist, dass das menschliche Ohr im Bereich der Sprache sehr sensibel
ist. Die Kurven gleicher Lautstédrke besitzen im Bereich von 1 bis 5 kHz einen entsprechenden
Knick. In diesem Bereich ist nur ein sehr geringer Schallpegel notwendig um eine Hérempfindung
hervorzurufen.

Aus diesen Erkenntnissen lassen sich zwei Folgerungen fiir die Verarbeitung von Audiomerkmalen
ableiten:

e Einer Extraktion von Merkmalen aus einem Frequenzspektrum oder weiteren Transforma-
tionen sollte eine Adaption des Spektrums an das menschliche Hérempfinden vorangehen.

e Da die maximal wahrnehmbare Frequenz bei etwa 20 kHz liegt und nach dem Shan-
non’schen Abtasttheorem mindestens die doppelte Anzahl von Werten benétigt wird um
Maskierungseffekten vorzubeugen, sollten Fourier-Transformationen auf 32768 Werten vor-
genommen werden. Mehr Werte bringen kaum weiteren Informationsgewinn. Bei Musik-
daten werden hiufig jedoch weniger als die horbaren Frequenzen benutzt, wodurch auch
Fourier-Transformationen in kleineren Zeitfenstern sinnvoll sind.
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4.6. Extrema-Filter

Bark-Filter Die Tsophonen demonstrieren eindrucksvoll, dass das Ohr fiir mittlere Frequenz-
Bereiche besonders empfindlich ist und dass Signale im tiefen und sehr hohen Frequenzbereichen
nicht gut wahrgenommen werden kénnen. Eine Betrachtung der Frequenzspektren von Liedern
zeigt dann auch, dass tiefe Frequenzen besonders laut auftreten, da diese bei der Abmischung
starker beriicksichtigt werden miissen. Um das menschliche Ohr zu modellieren und der Anhebung
tiefer Frequenzen entgegenzuwirken, sollte eine Gewichtung der Intensititen in einem Frequenz-
spektrum in Abhéngigkeit von der Frequenz erfolgen. Eine Skalierung nach psychoakustischen
MafRstiben geschieht durch Umrechnung in die Einheit Barks?:

Definition 4.8 (Bark-Filter) Sei (x;)ic(1,...,n} die gegebene Reihe. Der BARK-FILTER skaliert
jeden Wert x; der Reihe mit Bark,, (i) und bildet eine neue Reihe (y;)icq1,....ny mit yi = Bark,(i)-
x; und

nder(i)\ 2
Bark, (i) = 13 - arctan(0, 00076 - index(i)) + 3,5 - arctan ((%) )

Tiefe Frequenzen in einem Spektrum werden damit reduziert und h&here entsprechend der Hor-
fliche angehoben, wodurch das Hérempfinden des menschlichen Ohrs modelliert wird.

ERB-Skala Neuere Erkenntnisse erlauben eine akkuratere Umrechnung der Intensitaten [35].
Durch komplexere Messverfahren wurde eine bessere Funktionsanpassung an das menschliche
Ohr erreicht. Die Umrechnung eines Frequenzspektrums geschieht analog zum Bark-Filter:

Definition 4.9 (ERB-Filter) Sei (z;)ic(1,..,n} die gegebene Reihe. Der ERB-FILTER (equiva-
lent rectangular bandwidth) skaliert jeden Wert x; der Reihe mit ERB,, (i) und bildet eine neue
Reihe (yi)ieq1,...ny mit y; = ERBy (i) - x; und

ERB, (i) = 21.4 - 10g,,(0.00437 - index (i) + 1)

Dieser Filter erlaubt zudem eine einfache Riicktransformation in die normale Frequenzskala.

4.6. Extrema-Filter

Als néchstes betrachten wir einen Filter, der die Extrema herausarbeitet und die tibrigen Werte
der Reihe massiv abschwécht. Ein einfacher Algorithmus zur Findung von Extremwerten [44]
liefert wiederholt angewandt besonders herausstechende Werte. Die iibrigen Werte sollen nach
Anwendung den Wert Null besitzen. Er behilt dazu einfach alle Werte, die einen groferen Betrag
aufweisen als ihre Nachbarn. Die Anzahl der Nachbarn ist mit Hilfe eines Parameters zu regeln.

Definition 4.10 (Extrema-Filter) Der EXTREMA-FILTER behdlt lediglich die Héhe und die
Position der Extrema einer Rethe, die idbrigen Werte erhalten durch die Anwendung den Wert 0.

Abbildung 4.5 auf der néchsten Seite zeigt einen Ausschnitt eines Musikstiickes und die extra-
hierten lokalen Minima und Maxima nach Anwendung der Extrema-Transformation. Man sieht
deutlich die einzelnen Samples, denen ein Extremum der Reihe entspricht. Auf diese Weise ist es
moglich, die in Abschnitt 7.3.2 beschriebenen Merkmale zu extrahieren. Als Merkmale kénnen

?benannt nach dem deutschen Physiker und Akustiker Heinrich Barkhausen
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Abbildung 4.5.: Abbildung (a) zeigt einen Ausschnitt eines Musikstiickes. In Abbildung (b) sieht

man deutlich die extrahierten Extrema, die iibrigen Werte sind auf Null gesetzt.

die k hochsten Extrema oder auch der durchschnittliche Abstand der Extremwerte berechnet
werden. Durch die Einstellung der Anzahl der Nachbarn, welche fiir jedes Extremum in Betracht
gezogen werden, ist eine Anpassung an verschiedene Datensdtze moglich.

4.7. Nullstellen-Filter

Analog zu dem Extrema-Filter ist auch die Anwendung eines Filters moglich, welcher die Durch-
querung der Null herausarbeitet. Das Merkmal Nulldurchgénge pro Zeiteinheit ist bereits erfolg-
reich auf Musikdaten angewendet worden.

Definition 4.11 (Nullstellen-Filter) Sei (2;)icq1,....n} die als Eingabe gegebene Reihe. Der
NULLSTELLEN-FILTER bildet cine neue Reihe (yi)icq1,...,n}, wobei fir jeden Wert y; gilt:

0 sonst

yi = {1 falls sign(x;—1) # sign(z;)

Die Filterung arbeitet also nur die Positionen der Nulldurchginge heraus, die Merkmale miissen —
genau wie beim Extrema-Filter auch — durch Anwendung des Durchschnittsfunktionals extrahiert

werden (siche Abschnitt 7.3.2).

4.8. Frequenzpdsse

Frequenzpésse lassen bestimmte Frequenzbereiche durch und andere nicht. Ein Hochpass 1asst
hohe Frequenzen passieren und blockt tiefe Frequenzen ab. Ein Tiefpass verfahrt analog mit den
tiefen Frequenzen und ein Bandpass erlaubt nur bestimmte Frequenzbereiche.
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4.8. Frequenzpasse

In der Praxis verwendet man zur Entwicklung der verschiedenen Frequenzpisse h&ufig eine
Fourier-Transformation. Ein Hochpass befreit das Spektrum von Peaks mit niedrigen Frequenzen
und transformiert das gednderte Spektrum wieder in den Zeitraum. Damit sind Frequenzpisse
ein weiterer Schritt zu komplexen Filtern, die sich aus der Kombination von anderen Filtern
und Basistransformationen bilden lassen. Wir werden sehen, dass die Berechnung der Fourier-
Transformation in Zeitfenstern deutlich schneller als auf der gesamten Reihe ist. Daher bietet sich
eine Anwendung der Filterung in Zeitfenstern an, deren Ergebnisse hintereinander gehingt die
neue Reihe ergibt. In Kapitel 6 behandeln wir Transformationen, die auf Basis von Fensterungen
durchgefiihrt werden, genauer.
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KAPITEL D

Auszeichnungen in Wertereihen

Die in den letzten Kapiteln vorgestellten Transformationen &dndern eine Wertereihe; entweder,
indem sie die Werte dndern oder sogar die Basisvektoren des Raumes der Reihe. Diese Transfor-
mationen dienen hiufig dazu, in den Reihen verborgene Informationen sichtbar zu machen und
so eine Extraktion von Merkmalen zu ermdglichen. Ein alternativer Ansatz veréndert nicht die
Reihe, sondern sucht Bereiche innerhalb der Reihe, in denen die Elemente dhnliche Eigenschaften
aufweisen. Sind solche Bereiche erst einmal gefunden, kann man die Reihe mit ihnen auszeichnen
und anderen Verfahren ermoglichen, dieses neue Wissen zu benutzen. Damit andere Methoden
diese Informationen nutzen kénnen, muss die Reihe fest mit den gefundenen Bereichen verbun-
den werden. Analog zu Auszeichnungssprachen! werden die Grenzen der Bereiche gekennzeichnet
und benannt:

Definition 5.1 (Auszeichnung) Fine AUSZEICHNUNG A : B — FE weist einem Bereich B
ewner Rethe eine bestimmte Figenschaft E zu.

Der Bereich B kennzeichnet die Werte der Reihe, fiir die E zutrifft. Die Eigenschaft E ist hier
nicht weiter eingeschrénkt. Fiir die vorliegende Anwendung haben sich feste Konstanten prak-
tisch bewéhrt, die den Typ des ausgezeichneten Bereichs sperzifizieren. Bei den hier vorgestellten
Verfahren wird E also stets eine Angabe des Typs sein. Der ausgezeichnete Bereich B kann sich
dabei iiber beliebige viele Dimensionen der Reihe erstrecken. Bei einer 2-dimensionalen Reihe
wird es sich entweder um eine Fldche handeln oder um ein Intervall auf einer der beiden Ach-
sen. Fiir drei oder mehr Dimensionen gibt es zudem noch die Méglichkeit, Volumen innerhalb
des Raums der Reihe auszuzeichnen. Abbildung 5.1 auf der néchsten Seite zeigt verschiedene
Moéglichkeiten der Auszeichnung.

Die Auszeichnung einer Wertereihe kann auch als Auswahl von Daten betrachtet werden. Bei den
bisherigen Methoden wurde meist die Reihe als Ganzes betrachtet. Eine Datenreduktion durch
Selektion bringt jedoch mehrere Vorteile mit sich. Ist eine Reihe erst einmal ausgezeichnet, so
kénnen andere Methoden jeden ausgezeichneten Bereich fiir sich analysieren oder Merkmale ge-
winnen aus der Art der Auszeichnung, der relativen Lage zueinander u. 4. Hierzu zwei Beispiele:

Beispiel 5.1 Musikstiicke folgen hdufig einem bestimmten Aufbauschema, welches typisch fiir
ewn Genre ist. Dieses Schema findet sich in der Indexdimension wieder, bei populdrer Musik
etwa: Strophe — Refrain — Strophe — Refrain - Strophe - Ubergang - Refrain. Findet man die
Grenzen der Bestandteile, so ist man in der Lage, jeden Teil einzeln zu analysieren.

1 Beispiele fiir Auszeichnungssprachen sind SGML, XML und IATEX.
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5. Auszeichnungen in Wertereihen

a uszeichnungen 2 uszeichnungen 3
(a) A ich g D (b) A ich g D

Abbildung 5.1.: Die linke Abbildung zeigt eine Wertereihe mit einer Wertedimension. Der Kasten
mit der Nummer 1 zeichnet einen Bereich aus, der durch hohe Werte in der Wer-
tedimension gekennzeichnet ist. Denkbar sind aber auch kreisférmige Bereiche
wie bei 2, der die ungefahre Lage eines Minimums wiedergibt. Schlieftlich kann
man auch Bereiche auf den Achsen einer Dimension auszeichnen (Intervalle) wie
in 3. Die rechte Abbildung zeigt eine 3-dimensionale Reihe. Der freie Bereich in
der Grundebene kennzeichnet die ebene Flache in der Mitte der Reihe.

Beispiel 5.2 Bestimmte Frequenzen sind stirker vertreten als andere. Dies hingt zum einen von
der Tonart ab, zum anderen jedoch auch von den verwendeten Instrumenten. Bestimmte Bereiche
des Frequenzspektrums werden also stark vertreten sein, andere weniger. Diese Frequenzbdnder
sind charakteristisch fiir ein Lied und die instrumentelle Besetzung.

Genau wie bei der Fensterung aus Kapitel 6 steht bei beiden Beispielen nicht nur der Aspekt der
Datenreduktion im Vordergrund. Vielmehr geht es darum, zusammenhéngende Bereiche dhnli-
cher Eigenschaften innerhalb der Reihe zu finden. Da Musikdaten 2-dimensionale Reihen sind,
bietet sich die Bildung von Intervallen in der Index- und der Wertedimension an. Intervalle die-
ser Art entsprechen dem Aufbauschema aus Beispiel 5.1 oder den Frequenzbéndern aus Beispiel
5.2. In den néchsten Abschnitten werden Methoden vorgestellt, solche Intervalle innerhalb von
Reihen zu finden und die Reihe mit den gefundenen Intervallen auszuzeichnen.

5.1. Auszeichnung durch Intervalle

Intervalle kennzeichnen Bereiche innerhalb einer Dimension, deren Elemente dhnliche Eigen-
schaften aufweisen:

Definition 5.2 (Intervall) Fin INTERVALL [ : B — E ist eine Auszeichnung in einer Dimen-
sion. Der Bereich B = (d, s,e) ist gegeben durch Angabe der Dimension d, des Startwertes s
und des Endwertes e des Intervalls in der Dimension. Die Eigenschaft E = (t, 0) definiert einen
Intervalltyp t und eine Dichte o.

Die Dichte 1st proportional zur Anzahl der Elemente in dem Intervall und gibt seine Méachtig-
keit wieder. Intervalle gleichen Typs sollten &hnliche Eigenschaften aufweisen. Es werden zwei
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5.1. Auszeichnung durch Intervalle

Methoden vorgestellt, solche Intervalle in Wertereithen zu finden. Die erste Methode basiert auf
dem weit verbreiteten k-means Clustering. Sie eignet sich bei Musikdaten fiir das Finden von
Intervallen in Wertedimensionen, da ein Clustering in einer Dimension mit dquidistanten Werten
nicht durchgefiihrt werden kann. Die zweite Methode bildet Intervalle inkrementell, indem es fiir
jeden neuen Punkt entscheidet, ob er noch zum aktuellen Intervall gehdren soll oder nicht. Je
nach Entscheidungsfunktion sind verschiedene Intervallverfahren konstruierbar, von denen zwei
vorgestellt werden.

5.1.1. Intervalle mittels Clustering

Der erste Ansatz, dhnliche Werte innerhalb einer Dimension zu finden basiert auf Clustering.
Clustering-Verfahren werden haufig dazu benutzt, Anhdufungen innerhalb von Daten oder auch
Ausreiler von diesen Ballungen zu finden. Ballungen innerhalb einer Dimension definieren die
Grenzen der zu findenden Intervalle. Dieses Verfahren arbeitet prinzipiell sowohl in der Index-
als auch in einer Wertedimension. Wenn die Werte innerhalb der betrachteten Dimension jedoch
dquidistant auftreten, konnen keine Ballungen innerhalb dieser Dimension ermittelt werden. Mu-
sikdaten sind z. B. sowohl im Zeit- als auch im Frequenzraum dquidistant. Daher wird in dieser
Arbeit ein Clustering vorwiegend innerhalb der Wertedimension angewendet.

Das anzuwendende einfache Clustering-Verfahren heifft k-means [16]. Zunéchst spezifiziert man
die Anzahl k der Cluster, die gesucht werden sollen. Diese entspricht der Anzahl der Intervalle,
die als Ergebnis entstehen. Dann werden aus den Daten k& Punkte zufillig gezogen, die vorerst das
Zentrum der Cluster bilden. Die iibrigen Punkte werden gemé&f des Abstandes in der betreffenden
Dimension zu dem Cluster hinzugefiigt, zu dessen Zentrum sie den geringsten Abstand haben.
Danach wird aus den Punkten jedes Clusters durch Bildung des Durchschnittes ein neues Zentrum
berechnet. Alle Werte werden den neuen Zentren zugeordnet und diese solange erneut berechnet,
bis die Zentren stabil sind und sich ihre Position nicht mehr dndert:

Algorithmus 5.1 Sei die Reihe (2;)ieq1,... 0}y der Linge n gegeben. Spezifiziere Anzahl der In-
tervalle k und lege die Intervalldimension fest.

1. Wihle k Punkte der Rethe zufillig als Zentroide aus und bestimme thre Werte c; innerhalb
der festgelegten Dimension.

2. Bestimme den Abstand d(x;,c;) aller Werte x; der Reihe zu den Zentroiden. Fige jeden
Punkt z; dem Intervall argmin{d(z;,c;)|j € {1,...,k}} hinzu.
J

3. Berechne die Zentroide c; fir alle j € {1,...,k} neu. Hat sich der Wert eines Zentroides
gedndert, gehe zu 2.

Bei diesem Ansatz entstehen zwei Typen von Intervallen: voll und leer. Volle Intervalle entspre-
chen den Clustern, der kleinste Wert innerhalb des Clusters entspricht dem Startwert, der grofite
dem Endwert, der Typ ist voll und die Dichte berechnet sich als Quotient

# Werte

Endwert — Startwert|

Q:

Leere Intervalle entsprechen den Zwischenrdumen zwischen den Clustern mit den entsprechenden
Grenzen und dem Typ leer. Die Dichte eines leeren Clusters ist Null. Abbildung 5.2 auf der néchs-
ten Seite zeigt die Intervalle einer Reihe. Volle Intervalle entsprechen den Frequenzbédndern des
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5. Auszeichnungen in Wertereihen

Abbildung 5.2.: Nach einer gefensterten Fourier-Transformation sind die stdrksten Frequenzen in
jedem Zeitfenster gegen die Zeit aufgetragen. Die Balken markieren die Cluster,
die mit k-Means gefunden wurden und damit auch die Grenzen der Intervalle.
Der weifte Zwischenraum bildet ein leeres Intervall.

Musikstiickes, leere Intervalle entsprechen den Frequenzen, die kaum oder gar nicht im Lied vor-
kamen. Die Intervalle, die auf diese Weise gefunden werden entsprechen durchaus dem erwarteten
Ergebnis. Allerdings leidet der k-Means Clustering Ansatz unter einigen Problemen:

e Die Konvergenz ist nur ein lokales Optimum. Bei der Wahl anderer Startzentroide kann es
7u anderen und auch besseren Intervallen kommen. In der Praxis ldsst man das Verfahren
mehrfach mit unterschiedlichen Anfangsbedingungen starten und liefert die insgesamt beste
Intervallaufteilung als Ergebnis.

e Die Anzahl der Intervalle muss vor dem Clustering festgelegt werden. Auch wenn die Fest-
legung fiir manche Anwendungen moglich ist, so erschwert es eine automatisierte Inter-
vallfindung erheblich. Ein Ausweg besteht aus der Berechnung der cluster gaps und der
Bestimmung der optimalen Anzahl [17].

e Pro Iterationsschritt besitzt der Algorithmus einen Aufwand von O(nk), da fiir alle Daten
der Abstand zu den Zentroiden aller Cluster berechnet und der minimale Abstand gefunden
werden muss.

Im allgemeinen ist k jedoch viel kleiner als n und nach einigen Iterationen stabilisieren sich die
Zentroide, so dass die Laufzeit nicht exponentiell wird. Auf dquidistanten Daten macht es zudem
keinen Sinn diesen Intervallfinder in der Indexdimension anzuwenden. Um auf solchen Daten-
sitzen Intervalle in der Indexdimension zu finden, sollte der im néchsten Abschnitt diskutierte
inkrementelle Intervallfinder benutzt werden.

5.1.2. Inkrementelle Intervallauszeichnung

Das Finden von Intervallen mittels eines Clustering-Verfahrens setzt voraus, dass zum Zeitpunkt
der Intervallbildung bereits alle Werte der Reihe bekannt und zugreifbar sind. Bei Anwendungen,
bei denen die Reihe eher einem Strom von Daten entspricht oder Echtzeitanwendungen ist diese
Bedingung jedoch nicht gegeben. Der nun vorgestellte Algorithmus zur inkrementellen Intervall-
findung besitzt eine giinstigere Laufzeit, bendtigt keine vorherige Festlegung der Intervallzahl
und hat sich als sehr flexibel erwiesen. Es basiert auf der Intervallfindung zur Verarbeitung von
Robotersensordaten |36]:

48



5.1. Auszeichnung durch Intervalle

Algorithmus 5.2 Sei die Reihe (2;)icq1,... n} der Linge n gegeben. Spezifiziere Entscheidungs-
funktion f. und lege die Intervalldimension fest. Initialisiere Intervallzdhler t = 1.

1. Beginne ein neues Intervall I; und fiige den ersten Punkt hinzu.
2. Fir die iibrigen Punkte x; der Rethe fiihre die folgenden Schritte aus:
a) Wenn f.(I;,x;) =1, dann fige x; dem aktuellen Intervall I hinzu.

b) Sonst beende I; und erhéhe t um 1. Fige x; dem neuen Intervall I als ersten Wert
hinzu.

Da das Verfahren inkrementell vorgeht, kann es lediglich zur Intervallfindung in der Indexdi-
mension eingesetzt werden. In den Wertedimensionen fehlen die zukiinftigen Werte, die jederzeit
zwischen bereits vorhandenden Werten eingefiigt werden kénnten und daher dem bereits abge-
schlossenen Intervall noch hinzugefiigt werden miissten. Aufgrund der Ordnung der Reihe in der
Indexdimension ist das spétere Einfiigen von Indexwerten jedoch ausgeschlossen. Der Kern die-
ses einfachen Ansatzes hdngt von der Wahl der Entscheidungsfunktion f. ab. Sie bekommt als
Argumente das aktuelle Intervall I; und den aktuellen Wert x; und trifft die Entscheidung, den
Wert zu dem aktuellen Intervall hinzuzufiigen oder nicht:

Definition 5.3 Se: I die Menge der Intervalle und W die Menge der Werte der vorliegenden
Rethen. Die ENTSCHEIDUNGSFUNKTION f. ist eine Abbildung fo : I x W — {0,1} mit einem
Boole’schen Bildbereich. Sie legt fest, ob der gegebene Wert in das gegebene Intervall eingefiigt
wird.

Die Entscheidungsfunktion bestimmt, nach welchem Kriterium die Ahnlichkeit der Werte inner-
halb eines Intervalls definiert ist. Auch die Laufzeit des Verfahrens wird direkt von der Wahl der
Entscheidungsfunktion beeinflusst. Da das Verfahren ansonsten streng inkrementell arbeitet, re-
sultiert eine Entscheidungsfunktion mit konstanter Laufzeit in einem Gesamtaufwand von O(n).
In den nichsten Abschnitten werden zwei Entscheidungsfunktionen mit konstanter Laufzeit vor-
gestellt, die sich bei der Behandlung von Musikdaten bewahrt haben.

Starke Anderung des Wertes

Die erste Entscheidungsfunktion ist in dhnlicher Form bereits bei der Analyse der Robotersens-
ordaten zum Einsatz gekommen. Das Ergebnis sind Intervalltypen wie ,stark steigend — gleich
bleibend — steigend — fallend — gleich bleibend — ...“ Intervalle dieser Art bilden eine Relation
der numerischen Daten mit symbolischen Begriffen. Wir beschréanken uns hier auf eine Eintei-
lung verschiedener Grade der Steigung und definieren zunéchst die Typen der Intervalle und die
Grenzwerte ihrer Steigungen:

stark steigend: Steigung grofer als 3
steigend: Steigung zwischen 1 und 3
gleichbleibend: Steigung zwischen -1 und 1
fallend: Steigung zwischen -1 und -3

stark_fallend: Steigung kleiner als -3
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5. Auszeichnungen in Wertereihen

Abbildung 5.3.: Die Intervalle in der Indexdimension dieser Reithe wurden mit Hilfe einer Ent-
scheidungsfunktion gebildet, die die Steigungen der Intervalle beachtet.

Die dazugehorige Entscheidungsfunktion bildet die Steigung m der Verbindungsgerade zwischen
dem letzten Punkt des aktuellen Intervalls ;_; und dem aktuell gegebenen Punkt x; der Reihe

(Ti)ie{1,..n}:

X — i1
m=NF r e

“index(i) — index(i — 1)

Diese Steigung wird normiert auf die Wertebereiche beider Dimensionen mit dem Normierungs-
faktor N F": )
maX(xi)ie{l,...,n} - mln(xi)ie{l,...,n}

NF =
index(n) — index(1)

Wenn die normierte Steigung die Grenzwerte der Steigungen des aktuellen Intervalltyps iiber-
schreitet, wird das aktuelle Intervall beendet und ein neues begonnen. Natiirlich liefert ein In-
tervallfinder mit dieser Entscheidungsfunktion eine unterschiedliche Anzahl von Intervallen fiir
jede Instanz. Die Dichte der Intervalle wird analog zu der Dichte der Intervalle bei der k-Means
Intervallfindung definiert:

_ # Werte
e= |index(Endwert) — index(Startwert)|

Abbildung 5.3 zeigt die gefundenen Intervalle einer Reihe. Die unterschiedlichen Farben sym-
bolisieren die verschiedenen Typen ,fallend — stark steigend — stark fallend — fallend — gleich
bleibend — stark steigend — stark fallend”. Da die Berechnung der Steigung in konstanter Zeit er-
folgt, besitzt eine inkrementelle Intervallfindung mit dieser Entscheidungsfunktion eine Laufzeit

O(n).

Anderung des Intervalls einer anderen Dimension

Die zweite Entscheidungsfunktion, die hier diskutiert werden soll, kann erst angewendet werden,
nachdem bereits Intervalle in einer Wertedimension gefunden wurden. Sie schafft eine Abbildung
der Intervalle der Wertedimensionen auf die Indexdimension, indem sie fiir jeden neuen Wert
iiberpriift, ob er noch in dem gleichen Intervall der Wertedimension liegt wie die iibrigen Werte
des aktuellen Intervalls. Ist dies nicht der Fall, so wird ein neues Intervall in der Indexdimension
begonnen. Liegt der aktuelle Wert jedoch immer noch im gleichen Werteintervall, so wird auch
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5.1. Auszeichnung durch Intervalle

W

(a) Reihe (b) Reihe mit Werteintervallen
(c) Intervallbasierte Indexintervalle (d) Ergebnis

Abbildung 5.4.: Der Prozess der Intervallfindung mit Hilfe einer intervallbasierten Entscheidungs-
funktion. Zunéchst wird die Wertedimension mit Intervallen ausgezeichnet. Bei
jedem Wechsel in dieser Dimension beginnt ein neues Intervall in der Indexdi-
mension.

der jeweilige Indexwert dem aktuellen Indexintervall zugeordnet. Die Typen der Intervalle in der
Indexdimension entsprechen den Typen der jeweiligen Intervalle der benutzten Wertedimension.
Die Dichte ist jedoch nicht die gleiche wie die Dichte der korrespondierenden Intervalle der Wer-
tedimension, da nicht alle Werte eines Werteintervalls innerhalb desselben Indexintervalls liegen
miissen. Daher wird die Dichte der Intervalle genauso definiert wie bei der steigungsbasierten
Entscheidungsfunktion.

Abbildung 5.4 zeigt den Prozess des Intervallfindens in der Indexdimension mit Hilfe der Interval-
le einer Wertedimension. In Abbildung (a) ist die urspriingliche Reihe abgebildet, in Abbildung
(b) wurde die Reihe in der Wertedimension mit Intervallen ausgezeichnet. Dazu wurde der in Ab-
schnitt 5.1.1 vorgestellte k-Means Intervallfinder benutzt. Abbildung (c) zeigt das Ergebnis einer
inkrementellen Intervallfindung mit Hilfe der hier vorgestellten intervallbasierten Entscheidungs-
funktion. Immer wenn das Intervall in der Wertedimension wechselt, wird ein neues Intervall in
der Indexdimension begonnen. Die letzte Abbildung zeigt die Rethe mit den Indexintervallen als
Auszeichnung.
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KAPITEL O

Allgemeine Fensterung

Zur Nachbildung aller bekannten Methoden der Wertereihenanalyse wird ein Konzept bendtigt,
mit dem Wertereihen abschnittsweise behandelt werden konnen. Es wird gezeigt, dass hierdurch
zudem effizientere Berechnungen ermdoglicht werden. Dariiberhinaus erlaubt eine verallgemeinerte
Sichtweise dieser Fensterung die Einfiihrung neuartiger Extraktionsmethoden.

In Abschnitt 4.1 wurde die Berechnung eines gleitenden Durchschnitts durch die Verschiebung
eines Zeitfensters liber die Wertereithe und Bildung des Durchschnitts in jedem Fenster definiert.
Es driangt sich die Frage auf, ob nicht auch andere Funktionen, aufter der Berechnung von Durch-
schnitten, sinnvolle Ergebnisse liefern. In einem ersten Schritt werden also beliebige Funktionale
innerhalb von Fenstern zugelassen:

Definition 6.1 (Fensterung) Sei eine Wertercihe (x;)ic(1,...n) der Linge n gegeben. FEine
Transformation heiffit FENSTERUNG, wenn ste ein Fenster der Breite w mit einer Schrittwei-
te s diber die Rethe verschiebt und in jedem Fenster den Wert eines Funktionals F berechnet:

yj = F((xi)iegss,...j-s+w})

Die y; bilden erneut eine Zeitreihe (y;)jeq1,... (n—w)/s+1}, wobei der Werl eines jeden y; das
Resultat von F in dem betreffenden Fenster ist. F heifft FENSTERFUNKTIONAL.

Ein Funktional ist eine Abbildung eines Funktionenraums auf einen Raum von Zahlen, vergleiche
Kapitel 7. Ist F' definiert als Durchschnittsfunktion, so stellt eine Fensterung mit dem Fenster-
funktional F' den Filter zur Bildung eines gleitenden Durchschnittes dar. Berechnet F' hingegen
das Maximum des Fensters, so erhalten wir als Ergebnis eine Reihe, die fiir den Verlauf der Zeit
die grofsten Werte enthilt.

Beispiel 6.1 Die Zeitreihe (;)ie(1,... .n} beinhaltet die tiglichen Verkaufszahlen eines Produktes
fiir den Zeitraum eines Jahres. Interessiert man sich fiir die kleinsten Verkaufszahlen pro Monat,
so gentigt die Verwendung des Minimums als Fensterfunktional F, einer Schrittweite s = 30 und
etner Breite w = 30. Das Ergebnis ist erneut eine Zeitrethe, welche fiir alle zwolf Monate die
jewetligen minimalen Verkaufszahlen enthdlt. Dies gilt zumindest in Kalendersystemen mit 30
Tagen pro Monat.

Desweiteren ist es denkbar, vor Berechnung des Funktionals beliebige Transformationen zu er-
lauben.
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6. Allgemeine Fensterung

Definition 6.2 (Allgemeine Fensterung) Fine ALLGEMEINE FENSTERUNG ist eine Fenste-
rung, die zusdtzlich zu dem Fensterfunktional noch beliebig viele Transformationen enthalten

darf.

Abbildung 2.5 auf Seite 14 gibt das Konzept der allgemeinen Fensterung wieder. Prinzipiell wére
die Forderung nach einem Fensterfunktional nicht unbedingt nétig. Es hat sich in der Praxis
jedoch herausgestellt, dass bei Verwendung grofser Datensétzen, wie z. B. Musikdaten, der Ver-
zicht auf Funktionale die Datenmenge derart erweitern kann, dass diese selbst mit modernen
Rechnern nicht mehr bearbeitet werden kénnen. Eine Fensterung mit Schrittweite 1 und ledig-
lich einer Transformation ohne Funktional blaht die Daten um eine weitere Dimension auf. Es
gibt zwei Moglichkeiten, wie man einer Inflation der Datenmenge bei der Anwendung einer all-
gemeinen Fensterung entgegenwirken kann. Durch die Erweiterung auf allgemeine Fensterungen
und die gleichzeitige Forderung eines Funktionals wird die Erhéhung der Dimensionszahl ver-
mieden. Welcher Art die Transformationen vor Anwendung des Fensterfunktionals waren — es
sind durchaus auch weitere Fensterungen moglich — unterliegt keiner Beschrankung. Damit wird
nicht nur die Klasse der gleitenden Durchschnitte und der gefensterten Fourier-Transformation
erzeugt, sondern auch eine Vielzahl Faltungen von Filtern und Basistransformationen.

Alternativ kann die Forderung nach einem Funktional entfallen und durch eine Forderung nach
einer Filterung ersetzt werden. Um die Datenmenge nicht zu vergrofern, diirfen sich die Fenster
zudem nicht iiberlappen. Auf diese Weise kann eine stiickweise Filterung konstruiert werden. In
diesem Fall diirfen allerdings nur Filterungen und keine Basistransformationen oder Auszeichner
innerhalb jedes Fensters angewendet werden. Die entstehende Reihe hat dann die gleiche Léange
und die gleiche Dimensionszahl wie die urspriingliche Reihe. Die stiickweise Filterung wird in
Abschnitt 6.4 untersucht.

Zum Schluss soll noch die Anzahl der Fenster bestimmt werden, die bei einer Fensterung mit
Schrittweite s und Fensterbreite w entstehen. Diese Anzahl spielt bei der Bestimmung der Lauf-
zeiten eine grofe Rolle.

Lemma 6.1 Fine allgemeine Fensterung mit Schrittweite s und Fensterbreite w bildet auf einer
Reihe (24)ie{1,...,n} der Linge n insgesamt

7’L—’LU+1

S

Fenster der Breite w, in denen jeweils die inneren Methoden ausgefiihrt werden.

Beweis: Das letzte Fenster der Linge w, welches noch vollstandig innerhalb der Reihe gebildet
werden kann, darf spitestens beim Wert n —w starten. Bis dahin sind bereits *—* Fenster
gebildet worden, alle s Werte eines. Die zusétzliche 1 entspricht dem letzten Fenster.

6.1. Laufzeiten der allgemeinen Fensterung

Fiir alle Laufzeitbetrachtungen liegt eine Wertereihe (xi)ie{l,...,n} der Lange n zugrunde. Sie
wird durch die Fensterung in Teilstiicke der Fensterbreite w aufgeteilt. Bei einer vorgegebenen
Schrittweite s beginnt alle s Werte ein neues Fenster. Ist die Schrittweite kleiner als die Fens-
tergrofke, so iiberlappen sich die Werte innerhalb der Fenster und einige Werte werden bei der
Anwendung einer Methode mehrfach benutzt. Die Befiirchtung ist, dass mehrfach benutzte Werte
zu einer Vergroferung der Laufzeit im Vergleich zur Ausfithrung der Methode auf der gesamten
Wertereihe fithren.
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6.1. Laufzeiten der allgemeinen Fensterung

Definition 6.3 (Uberlappungsgrad) Der UBERLAPPUNGSGRAD einer allgemeinen Fenster-
ung mat Schrittweite s und Fensterbreite w ist definiert als

9=
s

Fensterungen mit einem Uberlappungsgrad g < 1 heiflen UBERLAPPUNGSFREI.

Alle Fensterungen mit einem Uberlappungsgrad g < 1 sind zwar mdglich, aber unrealistisch.
Es werden nicht alle Werte der Reihe fiir die Fensterung verwendet und somit Informationen
verschenkt. Eine {iberlappungsfreie Fensterung mit g < 1 entspricht cher einer Auswahl von
Daten (sampling) und weniger dem Vorgang einer Fensterung. Wir betrachten nur Félle, bei
denen alle Daten beriicksichtigt werden und {iiberlassen die gezielte Auswahl von Daten den
darauf spezialisierten Algorithmen.

Bei den iibrigen Fensterungen ist die Schrittweite kleiner als die Fensterbreite, es gilt also s < w.
In diesem Fall ist der Uberlappungsgrad gréfer als 1 und die Werte der Reihe werden mehrfach
bearbeitet. Wenn der Uberlappungsgrad g = 1 ist, werden alle Werte genau einmal betrachtet.
Die Schrittweite s ist dann genauso groft wie die Fensterbreite w. Dies ist die giinstigste Fenste-
rung, die wir betrachten wollen. Haufig méchte man aber, dass sich die Fenster leicht iiberlappen.
Damit wird versucht, ein glatteres Ergebnis der Fensterung zu erreichen. In der Praxis wird daher
hiufig ein Uberlappungsgrad von 2 gewihlt. Abbildung 6.1 zeigt diese Uberlappung.

|
|
l

it I I I I l

S

Abbildung 6.1.: Die Abbildung zeigt die Uberlappung einer realistischen Fensterung. Die Fens-
terbreite ist doppelt so grok wie die Schrittweite, wodurch sich ein Uberlappungs-
grad von 2 ergibt.

Um auch den schlimmsten Fall abschidtzen zu kénnen, betrachten wir noch eine Fensterung mit
einer Schrittweite s = 1. Ziel ist eine moglichst hohe Zahl von Werten, die mehrfach behandelt
werden.

Lemma 6.2 Sei (xi)ie{17,,,7n} etne Werterethe der Lédnge n. Eine allgemeine Fensterung mit
Schrittweite 1 und Fensterbreite w = 5 besitzt die grofte Anzahl mehrfach behandelter Werte.

Beweis: Eine Fensterung mit Schrittweite 1 kann k Fenster mit einer Fensterbreite von n — &
Werten bilden. Die Gesamtzahl der dabei behandelten Werte ist das Produkt z(k) = k- (n—
k). Gesucht ist das k, welches dieses Produkt maximiert. Wir bilden die erste Ableitung

nach k:
2 (k) =n—2k
Zum Finden des Extremums miissen die Nullstellen der Ableitung bestimmt werden:
n—2k =0
& 2k =n
n
< k =5

Die zweite Ableitung ist —2, es handelt sich also wirklich um ein lokales Maximum.
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6. Allgemeine Fensterung

Bei einer gegebenen Schrittweite von s = 1 liefert also die Wahl w = 4 die meisten mehrfach
zu behandelnden Werte, der Uberlappungsgrad ist ebenfalls g = 5. Fiir innere Methoden mit

Laufzeit O(n) ist die Wahl dieses Uberlappungsgrades in der Tat der schlimmste Fall, es gibt

keine Wahl von Parametern, die die Laufzeit starker vergrofert. Bei anderen inneren Methoden
n

stellt g = & eine untere Schranke fiir den schlimmsten Uberlappungsgrad ¢ dar. Bei Methoden

mit hohem Aufwand kann es teurer sein, weniger — aber dafiir grofsere — Fenster zu wéhlen.

Wir werden die Laufzeitbetrachtungen fiir allgemeine Fensterungen fiir verschiedene innere Me-
thoden durchfithren. Neben der Berechnung in Abhingigkeit vom Uberlappungsgrad g wird ex-
emplarisch der Aufwand einer solchen Fensterung fiir die Grade 1, 2 und & berechnet. Das
Vorgehen zur Bestimmung der Laufzeit der Fensterungen wird immer gleich sein. Zunéchst wird
die Anzahl der Fenster berechnet und diese dann mit dem Aufwand fiir jedes Fenster multi-
pliziert. Die Anzahl der Fenster fiir eine Fensterung mit Schrittweite s und Fensterbreite w ist

nach Lemma 6.1 gleich *=* + 1. Mit der Einfiihrung des Uberlappungsgrades kann hierfiir auch
n _
S

det wird. Werden die Transformationen aus einer Menge mit Zuriicklegen gewéhlt, so kann jede

g + 1 geschrieben werden. Wir setzen voraus, dass jede Transformation nur einmal verwen-

Methode mehrfach verwendet werden und die Anzahl der Transformationen innerhalb einer Fens-
terung beliebig grof werden. Dieses gilt dann natiirlich auch fiir die Laufzeit. In den néchsten
Absitzen werden die Laufzeiten fiir allgemeine Fensterungen, bei denen die inneren Methoden

den Aufwand O(n), O(nlogn), O(n?), O(n?) und O(a™) haben, berechnet.

Satz 6.3 FEine allgemeine Fensterung enthdlt Methoden mit Laufzeit O(n) und besitzt Uberlap-
pungsgrad g. Fs gilt: Die Fensterung arbeitet mit Aufwand O(gn — gw + w).

Beweis: Die Anzahl der Methoden innerhalb jeder Fensterung ist endlich und konstant. Der
Aufwand fiir die Berechnung eines Fensters betrigt also O(w). Fiir die Ausfithrung aller k
Fenster der allgemeinen Fensterung gilt nach Lemma 6.1 eine Laufzeit von

k:-wz(ﬂ—g—i—l)-w
s
n
=—-—w—gw+w
s

w

und mit g = % schlieklich

=gn—gw+tw

Fiir einen Uberlappungsgrad g = 1 fallen die Terme gw und w weg und es bleibt ein Aufwand
von n. Da jeder Wert genau einmal betrachtet wird und die Methoden linearen Aufwand besit-
zen, ergibt sich auch in der Summe eine lineare Laufzeit. Fiir eine realistische Fensterung mit
Uberlappungsgrad 2 ergibt sich ein Aufwand von 2n — w. Obwohl noch linear, so ist diese Fens-

terung fiir alle w < n langsamer als die Anwendung der Methoden auf die komplette Reihe. Bei

g = % betrigt die Laufzeit "72 — %% +w. Durch den quadratischen Term ist die Laufzeit bei der

Fensterung mit maximaler Uberlappung um eine Potenz schlechter als die lineare Laufzeit der
inneren Methoden.

Satz 6.4 Fine allgemeine Fensterung enthdlt Methoden mit Laufzeit O(nlogn) und besitzt Uber-
lappungsgrad g. Es gilt: Die Fensterung arbeitet mit Aufwand O(gnlogw — gwlogw + wlogw).
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6.1. Laufzeiten der allgemeinen Fensterung

Beweis: Die Anzahl der Methoden innerhalb jeder Fensterung ist endlich und konstant. Der
Aufwand fiir die Berechnung eines Fensters betragt also O(wlogw). Fiir die Ausfiihrung
aller k Fenster der allgemeinen Fensterung gilt nach Lemma 6.1 eine Laufzeit von

k-wlogw = (E —g+ 1) -wlogw
S
n
= —wlogw — wglogw + wlogw
S

= gnlogw — gwlogw + wlogw

Erneut betrachten wir exemplarisch die drei Uberlappungsgrade. Bei g = 1 heben sich die beiden
letzten Terme auf und es bleibt ein Aufwand von nlogw. Es gilt nlogw < nlogn, da log streng
monoton wachsend und stets w < n ist. Bei der realistischen Fensterung mit g = 2 ergibt sich
eine Laufzeit von (2n — w)logw. Dies ist erst fiir w = n genauso grok wie nlogn. Sobald also
eine Fensterung eine Methode mit Laufzeit O(nlogn) enthilt, verringert selbst eine realistische
Fensterung mit g = 2 den Gesamtaufwand! Nun berechnen wir noch den Aufwand einer teuren
Fensterung mit Uberlappungsgrad 5 und Schrittweite s = 1:

1 | 4wl n21 n n21 n+n1 n
nglogw — wglogw + wlogw = — log = — — log — + — log —
glog g log g B) g2 1 g2 B) g2
2
n
= —log — + —log —
1 %8338
2 2
:n—lo n——+—logn—n
1 %8 5 &

Diese Laufzeit ist durch den dominierenden quadratischen Term n?logn in jedem Fall schlechter
als die Anwendung der Methoden auf die gesamte Reihe.

Satz 6.5 Fine allgemeine Fensterung enthdlt Methoden mit Laufzeit O(n?) und besitzt Uberlap-
pungsgrad g. Es gilt: Die Fensterung arbeitet mit Aufwand O(gnw — gw? + w?).

Beweis: Die Anzahl der Methoden innerhalb jeder Fensterung ist endlich und konstant. Der
Aufwand fiir die Berechnung eines Fensters betrigt also O(w?). Fiir die Ausfiihrung aller
k Fenster der allgemeinen Fensterung gilt nach Lemma 6.1 eine Laufzeit von

k- w? (%—g—i—l)-wQ

n
—Dw? — gu? 1 w?
S

gnw — gw2 + w?

Auch hier die iiblichen Beispiele: Bei g = 1 ergibt sich die Laufzeit n-w, was fiir alle w < n kleiner

ist als n2. Fiir die realistische Fensterung mit g = 2 errechnet sich der Aufwand zu 2nw —w?, was

n? erst fiir w = n erreicht. Wie bereits bei einem Aufwand von O(nlogn) der inneren Methoden,

lohnt sich eine realistische Fensterung mit Uberlappungsgrad 2 erneut. Tm schlimmsten Fall ist
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6. Allgemeine Fensterung

der Uberlappungsgrad %. Dann ist der Aufwand

gnw—gw2+w2 (2)2 (2)3—1—(2)2
2 2 2
n? n? n?
TR TT
n? n?
Ry

Die Laufzeit ist um eine Potenz schlechter

Rethe.

als bei der Anwendung der Methoden auf die gesamte

Satz 6.6 FEine allgemeine Fensterung enthdlt Methoden mit Laufzeit O(nP) und besitzt Uberlap-
pungsgrad g. Es gilt: Die Fensterung arbeitet mit Aufwand O(gnwP=1! — gwP + wP).

Beweis: Die Anzahl der Methoden innerhalb jeder Fensterung ist endlich und konstant. Der
Aufwand fiir die Berechnung eines Fensters betragt also O(wP). Fiir die Ausfithrung aller
k Fenster der allgemeinen Fensterung gilt nach Lemma 6.1 eine Laufzeit von

]{;.wpz(g_g_;’_l).wp

w? — gw? + wP
gnwp_1 — gw? + wP

Bei g = 1 heben sich die Terme mit w? auf und es ergibt sich die Laufzeit n - wP~!, was fiir
alle w < n kleiner ist als nP. Fiir die realistische Fensterung errechnet sich der Aufwand zu
2nwP~! — wP, was nP erst fiir w = n erreicht. Der Aufwand fiir Uberlappungsgrad 5 ist:

o (3 3
= (5)-(5)" + (3)
nl‘g p+1 n Z
=z -(3) +(3)
npt1 p+1 n
=5 -G )
2np Tt P+l n
= (3) +(E)
npt1 nA\P
=3+ (3)
n\ P+l n\Pp
-(3) +(3)

Die Laufzeit fiir diesen Uberlappungsgrad ist stets um eine Potenz schlechter als bei der Anwen-
dung der Methoden auf der gesamten Reihe.

Satz 6.7 Eine allgemeine Fensterung enthdlt Methoden mit Laufzeit O(a”
pungsgrad g. Es gilt: Die Fensterung arbeitet mit Aufwand O(%£>a™

) und besitzt Uberlap-
— ga® + av).

a8



6.2. Beispiel: Stirkste Frequenz in Zeitfenstern

Beweis: Die Anzahl der Methoden innerhalb jeder Fensterung ist endlich und konstant. Der
Aufwand fiir die Berechnung eines Fensters betrdgt also O(a™). Fiir die Ausfithrung aller
k Fenster der allgemeinen Fensterung gilt nach Lemma 6.1 eine Laufzeit von

k-a" (ﬁ—g—i—l)-aw
s

n
—a¥ — ga"¥ 4+ a¥
s

n
:g_aw_gaw+aw
w

Fiir Fensterungen mit g = 1 heben sich die letzten beiden Terme a" auf und es ergibt sich die
Laufzeit Za". Der exponentielle Faktor iiberwiegt vor dem linearen, so dass die Laufzeit fiir alle
w < n kleiner ist als a™. Fiir die realistische Fensterung betrdgt der Aufwand (%’ — )aw, was

a™ erneut erst fiir w = n erreicht. Der Aufwand bei Uberlappungsgrad 5 ist:

n
gn qw —ga¥ +a"¥ =
w

Es handelt sich zwar immer noch um eine exponentielle Laufzeit, jedoch hat der Exponent
sich halbiert. Fiir innere Methoden mit exponentiellen Laufzeiten ist also eine Verringerung
des Aufwands unabhingig von dem Uberlappungsgrad zu erwarten. Von den in dieser Arbeit
vorgestellten Transformationen und Funktionalen besitzt jedoch keine Methode eine exponentielle
Laufzeit. Es i1st aber nicht auszuschliefen, dass zukiinftige Methoden eine exponentielle Laufzeit
aufweisen und entsprechend stark von einer Fensterung profitieren.

Tabelle 6.1 auf der néchsten Seite stellt die Ergebnisse zusammen. Sie gibt die Laufzeiten der
allgemeinen Fensterung fiir verschiedene Uberlappungsgrade g und verschiedene innere Metho-
den wieder. Die Fensterung mit dem geringsten Aufwand besitzt Uberlappungsgrad 1. AuRer
bei linearen inneren Methoden besitzt diese Fensterung fiir alle Laufzeiten eine kleinere Gesamt-
laufzeit. Fiir die Praxis relevant sind jedoch Fensterungen mit einer Uberlappung wie g = 2. Es
liefs sich zeigen, dass unabhéngig von der Laufzeit der inneren Methoden eine solche Fensterung
weniger oder genauso viel Aufwand verursacht wie die Anwendung der Methoden auf die ge-
samten Daten. Der Uberlappungsgrad g = 5 liefert eine Abschitzung fiir den schlimmsten Fall.
Hier kénnen die Laufzeiten um eine Klasse in der O-Notation steigen. Der positive Effekt der
Fensterung auf die Laufzeit tritt fiir diesen Uberlappungsgrad erst bei exponentiellen Methoden
auf. In dieser Arbeit kommen jedoch schlimmstenfalls Methoden mit quadratischer Laufzeit vor.
Mit dem in der Praxis bewihrten Uberlappungsgrad von 2 spart man also stets Laufzeit.

6.2. Beispiel: Starkste Frequenz in Zeitfenstern

Die Diskussion der allgemeinen Fensterung wird mit einem Beispiel beendet, welches sich auf
Musikdaten bewéhrt hat. Da Musikdaten meist eine Superposition harmonischer Schwingungen
sind, bietet sich die Anwendung einer Fourier-Transformation geradezu an. Wendet man diese
auf das gesamte Musikstiick an, erhilt man lediglich die Information, wie intensiv jede Frequenz
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6. Allgemeine Fensterung

Methode | Laufzeit g=1 g=2 (s=1,w=2)—>g=2
O(n) gn — gw +w n 2n "72
O(nlogn) gnlogw — gwlogw + | nlogw (2n — w) logw "TZbgn—";—i—%logn—n
wlogw
3 2
O(n?) gnw — gw? + w? nw 2nw — w? &4 I
O(nP) gnwP~t — guwP + wP nwP~! 2nwP~1t — w?P (%)p—Irl + (%)
O(a™) La® — ga® + a® 2a" (%" —1)a® (2 + Da?

Tabelle 6.1.: Die Tabelle fasst die Laufzeiten der allgemeinen Fensterung fiir verschiedene Uber-
lappungsgrade ¢ und verschiedene innere Methoden zusammen. Uberlappungsgrad
g = 1 liegt fiir Fensterungen mit gleicher Schrittweite s und w vor. Eine realistische
Fensterung besitzt ¢ = 2. Unabhéngig von der Laufzeit der inneren Methoden ist
die Laufzeit dieser Fensterung niedriger als der Aufwand der Methoden auf den ge-

samten Daten. Die letzte Spalte entsteht durch Schrittweite s = 1 und w = % und
damit g = &. Hier tritt der Effekt der Fensterung erst bei den ,teureren” Methoden

auf.

insgesamt auftritt, nicht aber, an welchen Stellen des Liedes dieses geschieht. Daher ist die Be-
rechnung der héchsten Peaks der Fourier-Transformierten naturgeméf unabhéngig von zeitlichen
Verschiebungen.

Mit diesem Vorgehen verschenkt man jedoch die Information beziiglich der zeitlichen Ordnung.
Daher wird ein Zeitfenster mit Schrittweite s und Breite w iiber die gesamte Zeitreihe verschoben
und in jedem Fenster

Y = maXindeI(FT({xi}ie{j~s,...,j~s+w})))

berechnet. Diese y; bilden erneut eine Zeitreihe (y;);ef1,... .n/s—13, wobei der Wert eines jeden y;
die in dem betreffenden Zeitfenster stirkste Frequenz bezeichnet. Abbildung 6.2 auf der néchsten
Seite zeigt das Ergebnis dieser Transformation fiir ein Klassik- und fiir ein Popstiick. Man sieht
deutlich die gréfere Varianz von Frequenzen bei dem klassischen Stiick. Als Merkmale bildet
man folglich den Durchschnitt von (yj)je{17,,,7n/s_1} sowile die Varianz der Reihe.

Die gefensterte Fourier-Transformation zeigt das Zusammenspiel einer Transformation und ei-
nes Funktionals innerhalb einer Fensterung. In jedem Zeitfenster wird zunéchst eine Fourier-
Transformation durchgefiithrt und dann mit Hilfe des max;;,4e,, Funktionals aus Abschnitt 7.1.5
das Ergebnis fiir jedes Fenster bestimmt. Die Werte fiir alle Fenster bilden dann die in Ab-
bildung 6.2 dargestellten Reihen, aus denen weitere Merkmale extrahiert werden oder die mit
Auszeichnungen versehen werden kénnen. Die gefensterte Fourier-Transformation ist also eine
Riicktransformation in den Zeit-Raum. Die Varianz gibt zwar die zeitliche Verédnderlichkeit an,
die beiden Merkmale Durchschnitt und Varianz sind jedoch unabhéngig vom genauen Zeitpunkt
der auftretenden Ereignisse. Da die Laufzeit einer Fast Fourier Transformation durch O(nlogn)
gegeben ist und die Berechnung des Maximums in O(n) moglich ist, ist die Anwendung einer ge-
fensterten Fourier-Transformation mir einem Uberlappungsgrad von z. B. 2 zudem noch schneller
als die Anwendung der Transformation auf die gesamten Daten.

60



6.3. Fensterbildung in Abhingigkeit einer Auszeichnung
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Abbildung 6.2.: Die Abbildungen (a) und (b) zeigen das Ergebnis einer gefensterten Fourier-
Transformation. Zu jedem Fenster wird die starkste Frequenz bestimmt und
aufgetragen, die horizontale Linie gibt die durchschnittliche Frequenz an.

6.3. Fensterbildung in Abhdngigkeit einer Auszeichnung

Eine Fensterung wird durchgefiithrt, um Eigenschaften einer Reihe lokal zu berechnen und diese
Eigenschaft einer bestimmten Stelle zuzuordnen. Die allgemeine Fensterung bedient sich dabei
zweler Parameter: Der Schrittweite und der Fensterbreite. Je kleiner die Schritte, desto mehr
Bereiche der Reihe betrachtet man, je grofer die Breite der Fenster, desto unschéarfer wird der
analysierte Bereich. Dabei besteht die Hoffnung, dass sich die Wahl der Parameter im Durch-
schnitt einer Fensterung als gut erweist und die Haufigkeit und die Menge der betrachteten Daten
dazu geeignet sind, die Reihe mittels einer Fensterung zu transformieren. Dabei kann man belie-
big falsch liegen! Betrachten wir z. B. eine angeregte Schwingung, deren Anregungsfrequenz sich
ungleichméfig {iber die Zeit dndert. In drei unterschiedlich langen Perdioden sollen sich sowohl
die Amplitude als auch die Frequenz der erregenden Schwingung &ndern. Eine Fensterung mit
festen Schrittweiten und Fensterbreiten wird niemals korrekte Werte fiir Amplitude und Frequenz
bestimmen kénnen und diese Werte den unterschiedlich langen Bereichen als Merkmal zuweisen
kénnen.

Ein einfacher Ausweg besteht darin, flexible Fensterbreiten und Schrittweiten zu erlauben. Jedoch
stellt sich immer noch die Frage, wie die Parameter fiir eine vorliegende Reihe gewihlt werden
sollen. In Abschnitt 2.3 wurde die Methodengruppe der Auszeichner vorgestellt, die in Kapitel
5 ausfiihrlich behandelt wurden. Mit ihrer Hilfe kénnen wir zusammenhéngende Bereiche in der
Indexdimension (Intervalle) kennzeichnen und Methoden auf diesen Bereichen anwenden:

Definition 6.4 (Intervall-Fensterung) Sei (2;)icq1,...,n} eine in der Indexdimension mit In-
tervallen I, ..., I,, ausgezeichnete Wertereithe der Linge n. Fine INTERVALL-FENSTERUNG st
ewne allgemeine Fensterung, deren Schrittweite s und Fensterbreite w nach jedem Fenster ange-
passt werden durch die Linge des aktuellen und des néchsten Intervalls.

Es wird also je ein Fenster gebildet fiir alle m Intervalle. Diese Fenster iiberlappen sich nicht, d. h.
der Uberlappungsgrad ist g = 1. Das Vorgehen ist analog zu dem einer allgemeinen Fensterung
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ohne Uberlappung. Es gelten also alle Aussagen fiir Fensterungen mit Uberlappungsgrad ¢ = 1
in gleicher Weise fiir die Intervall-Fensterung.

6.4. Stiickweise Filterung

An dieser Stelle wird eine weitere Untergruppe der allgemeinen Fensterung behandelt. Die Forde-
rung nach einem Funktional ist dadurch begriindet worden, dass die Anwendung einer Transfor-
mation eine neue Reihe fiir jedes Fenster ergibt. Bei einem hohem Uberlappungsgrad bilden alle
Reihen zusammen eine 3-dimensionale Reihe. Dieser Effekt der Datenvermehrung tritt immer bei
einem Uberlappungsgrad von g > 1 auf und einer Fensterung ohne Funktional. Die entstehenden
Reihen sind bei grofsen Datensédtzen wie den Musikdaten jedoch nicht mehr im Hauptspeicher
7u bearbeiten. Um trotzdem in den Genuss der Laufzeitverringerung durch die Anwendung ei-
ner Fensterung ohne Funktional zu kommen, lassen wir die Forderung nach einem Funktional
fallen und verlangen stattdessen einen Uberlappungsgrad g = 1. Die entstehenden Reihen in
jedem Fenster werden genauso aneinandergehidngt wie die Ergebnisse der Funktionale aus den
Fenstern der allgemeinen Fensterung. Auf dieser Weise wird das ,,Aufbldhen” um eine Dimension
vermieden.

Definition 6.5 (Stiickweise Filterung) Eine allgemeine Fensterung ohne Fensterfunktional
mit einem Uberlappungsgrad g = 1 heifft STOCKWEISE FILTERUNG.

Da das Aneinanderhdngen von Reihen nach einer Basistransformation nur selten zu sinnvollen
Ergebnissen bei einer iiberlappungsfreien Fensterung fithrt, betrachten wir als innere Methoden in
jedem Fenster hauptsichlich Filterungen; daher auch der Name. Fiir diese Fensterungen gelten die
gleichen Laufzeitbetrachtungen wie fiir allgemeine Fensterungen mit Uberlappungsgrad g = 1.

6.4.1. Beispiel: Frequenzfilter

Im letzten Kapitel wurde bereits die Aufgabe eines Frequenzfilters beschrieben. Die Konstruk-
tion eines solchen Filters mit Hilfe der stlickweisen Filterung ist nun denkbar einfach: In je-
dem Fenster wird zunichst eine Fourier-Transformation durchgefithrt. Durch die Anwendung
eines Funktionsfilters werden die unerwiinschten Peaks reduziert und danach mit einer weiteren
Fourier-Transformation die Reihe wieder in den Zeit-Raum iiberfithrt. Durch die Anwendung der
stiickweisen Filterung in Zeitfenstern mit einer Grofe von mindestens 32.768 Werten wird eine
schnellere Frequenzfilterung erreicht als durch die Anwendung der Methoden auf der gesamten

Reihe.

Interessant ist, dass die Fourier-Transformation selbst kein Filter ist, aber durch die Kombination
der drei Methoden in jedem Fenster ein Filter durchgefiihrt wird.

6.5. Basistransformation oder Filter?

Es wurde gezeigt, dass durch die allgemeine Fensterung die Anwendung eines gleitenden Durch-
schnittes simuliert werden kann. In gleicher Weise sind auch weitere Filter denkbar, die mit Hilfe
von Fensterung erzeugt werden kénnen. Die stiickweise Filterung ist selbst natiirlich auch ein
Filter. Tm Beispiel der gefensterten Fourier-Transformation dnderte sich jedoch die Basis der
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Wertedimension. Vor der Anwendung waren die Elongationen eines Musikstiickes aufgetragen,
danach die zu jedem Zeitpunkt stirkste Frequenz.

Eine allgemeine Fensterung umfasst also Transformationen aus beiden Gruppen, sowohl aus den
Basistransformationen als auch aus der Gruppe der Filter. Es hingt von dem inneren Funktional
und den inneren Transformationen ab, ob die Ausgabedimensionen die gleichen sind wie vor
Anwendung der Fensterung. Innerhalb jeden Fensters kann mehrfach die Basis gewechselt werden,
es kommt lediglich auf die Basis nach der letzten Transformation und auf das abschliefende
Funktional an.

Die allgemeine Fensterung erlaubt also die Konstruktion vieler unterschiedlicher Transformatio-
nen, die sowohl der Gruppe der Basistransformationen als auch den Filterungen zugeordnet wer-
den koénnen. Fiir effiziente Methoden ist auch eine allgemeine Fensterung effizient. Dadurch und
durch die Beschrinkung auf bestimmte innere Methoden in Abhiingigkeit vom Uberlappungsgrad
ist eine allgemeine Fensterung gut als Transformation auf grofen Datenmengen geeignet.
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KAPITEL 7

Funktionale

Nachdem in den letzten Kapiteln die Transformationen von Wertereihen genau untersucht wur-
den, soll in diesem Kapitel die Grundlage fiir die zweite grofse Gruppe der Methoden gebildet
werden: die Funktionale.

Wertereihen kénnen als Funktion in einem m-dimensionalen Raum beschrieben werden. Fiir Mu-
sikdaten ist dies der IR?, wobei auf der x-Achse der zeitliche Verlauf des Liedes und auf der
y-Achse die Elongation zu jedem Zeitpunkt aufgetragen wird. Aus dem Bereich der deskriptiven
Statistik ist das Vorgehen bekannt, aus Rethen Kenngréfen wie Durchschnitte oder Standardab-
weichungen zu berechnen. Wir benétigen also eine Abbildung von Reihen auf reelle Zahlen:

Definition 7.1 Se: F' ein Funktionenraum. Eine Abbildung f : F — IR heifit FUNKTIONAL.

In Kapitel 2 wurde fiir maschinelle Lernverfahren eine Eingabe als Menge von Merkmalsvektoren
definiert. Die Merkmale weisen untereinander keine Ordnung mehr auf. Daher kann im Bereich
des maschinellen Lernens das Ergebnis eines Funktionals direkt als Merkmal benutzt werden.

Statt IR sind als Bildraum auch beliebige andere Zahlenrdume moglich. Aus Kapitel 3 sind bereits
einige Funktionale bekannt. Die Norm, aber auch ein Skalarprodukt in einem Funktionenraum
sind Funktionale. Im Fall der Musikdaten ist z. B. die Berechnung der mittleren Lautstirke als
Funktional aufzufassen, da aus einer Funktion im IR? (dem Musikstiick) eine Zahl — ndmlich
die Lautstérke, eine Zahl aus IR — berechnet wird. Das Ergebnis des Funktionals entspricht al-
so dem Merkmal ,Lautstirke* eines Musikstiickes. Lautet die Klassifikationsaufgabe, laute von
leisen Liedern zu unterscheiden, so sollte dieses Merkmal bereits gute Dienste leisten. In ande-
ren Anwendungen, also nicht auf Musikdaten bezogen, besitzt das Funktional eine ganz andere
Interpretation (z.B. durchschnittliche Verkaufsmenge) und manchmal gelingt es nur mit viel
Aufwand, eine einleuchtende Interpretation des Ergebnisses eines Funktionals zu finden. Dies
gilt um so mehr, wenn die Berechnung des Funktionals erst nach mehreren Fensterungen und
Basistransformationen stattfindet.

7.1. Statistische Kenngrollen

In den folgenden Abschnitten sollen einige Funktionale definiert werden, die sich im Rahmen
der Zeitreithenanalyse und auch fiir die Anwendung auf Musikdaten bewidhrt haben. Da viele
von ihnen in der Statistik als Kenngréfien zur Charakterisierung von Reihen eingesetzt werden,
erfolgt eine Zusammenfassung unter dem Namen statistische Kenngréfien.
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7. Funktionale

7.1.1. Durchschnitt

Eine der wesentlichen Gréfien bei der Analyse von Wertereihen ist der durchschnittliche Wert der
gesamten Reihe. Auch wenn die meisten der hier vorgestellten Durchschnittsberechnungen fiir
Musikdaten einen Wert nahe bei Null ergeben, ist ihre Bedeutung im Rahmen der Analyse von
Wertereihen so grof, dass die bekanntesten Durchschnitte und ihre Rechenvorschriften hier vor-
gestellt werden. Bei Musikdaten findet vor allem der absolute Durchschnitt zur Berechnung der
mittleren Lautstidrke und die Berechnung von Durchschnitt und Varianz nach unterschiedlichen
Transformationen Anwendung.

Definition 7.2 (Arithmetisches Mittel) Das ARITHMETISCHE MITTEL einer gegebenen Rei-
he (xi)ie{17,,,7n} der Léinge n berechnet sich wie folgt:

n

1
darithm((xi)ie{l,...,n}) in

n i=1
Der Arithmetische Mittelwert gibt die Lage des Schwerpunkts der Verteilung an. Er errechnet
sich aus der Summe der Werte, dividiert durch die Anzahl der Werte. Durch die Anwendung
einer Filtertransformation vor der Berechnung des arithmetisches Mittels wird ein gewichtetes
Mittel berechnet. Bei Zeitreihen ist es so einfach moglich, jiingere Werte gegeniiber &ltere Werte
starker zu gewichten. Auch fiir die anderen hier vorgestellten Mittel wird eine Gewichtung auf

diese Weise durchgefiihrt.

Definition 7.3 (Quadratisches Mittel) Das QUADRATISCHE MITTEL einer gegebenen Rethe
(xi)ie{l,...,n} der Léinge n berechnet sich wie folgt:

dquad((xi)ie{l,...,n}) =

Das Quadratische Mittel gewichtet die Werte stirker, die weit von Null entfernt sind. Eine
Anwendung ist die Berechnung des Effektivwertes abgetasteter Signale, 7. B. von Spannungen
oder Strémen. Bei Audiodaten ist das quadratische Mittel auch bekannt als root mean square
amplitude und ein Maf fiir die Lautstarke.

Definition 7.4 (Geometrisches Mittel) Das GEOMETRISCHE MITTEL einer gegebenen Reihe
(xi)ie{l,...,n} der Linge n berechnet sich wie folgt:

1

dgeo((Ti)ic(1,...n}) = (H xi)

Das Geometrische Mittel wird verwendet, wenn Durchschnitte von Verhéltniszahlen berechnet
werden sollen. Dies kommt besonders bei Wachstums- und Zerfallsprozessen vor. Dazu werden
alle ; miteinander multipliziert und daraus die n-te Wurzel gezogen. Das Geometrische Mittel
sollte nur verwendet werden, wenn alle Werte der Reihe grofer als Null sind.

Da die Berechnung von Produkten und das Ziehen der n-ten Wurzel eine grofse Rechenkomplexi-
tiat bedeutet, berechnet eine giinstigere Implementierung des geometrischen Mittels folgendes:

1 n
dgeo((Ti)ie{1,...n}) = Xp (ﬁ Engi)
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7.1. Statistische Kenngréken

Eine weitere Anwendung findet das geometrische Mittel bei der Berechnung typischer Audio-
merkmale (siche Abschnitt 7.6).

Definition 7.5 (Harmonisches Mittel) Das HARMONISCHE MITTEL einer gegebenen Rethe
(xi)ie{17,,,7n} der Ldnge n berechnet sich wie folgt:

n

N1
> %
i=1

dharm((xi)ie{l,...,n}) =

Das Harmonische Mittel entspricht in der Berechnung dem Arithmetischen Mittel. Die zu mit-
telnden Groéfsen sind jedoch die Kehrwerte der Reihenelemente. Eine bekannte Anwendung ist die
Berechnung der Durchschnittsgeschwindigkeit, wenn jeweils gleiche Strecken mit verschiedenen
Geschwindigkeiten durchfahren werden.

Definition 7.6 (Median) Der MEDIAN ist der Wert einer Reihe, von dem aus gesehen hdochs-
tens die Hilfte der Rethe einen kleineren Wert besitzt und zugleich héchstens die Hilfte der Reihe
ewen gréfiecren Wert besitzt. Es handelt sich also um den Wert in der Mitte einer sortierten Liste.
Ergeben sich zweir Medianwerte, wird deren Mittelwert genommen.

Der Median hat zuweilen eine grofere Aussagekraft als die anderen Mittel. Erstens verschieben
einige extreme Werte am Rande der sortierten Liste den Wert des Median nicht und zum anderen
wird zumindest fiir Reithen ungerader Linge ein tatsichlich vorkommener Wert der Reihe geliefert
und nicht ein berechneter virtueller Wert. Fiir zahlreiche Anwendungen ist es wichtig, dass das
Mittel auch tatsdchlich als Wert vorhanden ist.

Definition 7.7 (Absolutes Mittel) Das ABSOLUTE MITTEL einer Wertereihe (x)icq1,...n}
der Linge n berechnet sich wie folgt:

1 n
dabs((-ri)ie{l,...,n}) = E Z |‘T1|
=1

Die durchschnittliche Auslenkung einer Lautsprechermembran ist ein Grad fiir die mittlere Laut-
stiarke. Da die Elongation jedoch um den Wert 0 schwankt und wir eine negative Auslenkung als
genauso stark empfinden wie eine positive, berechnen wir statt des arithmetischen Mittels das
absolute Mittel als weiteres Maf fiir die Lautstarke eines Musikstiickes.

Da zur Berechnung des Median alle Werte der Reihe sortiert werden miissen, ist ein Aufwand
von O(nlogn) nétig. Fiir die Berechnung der iibrigen Mittel geniigt eine Laufzeit von O(n), da
die Werte einmal durchlaufen werden miissen.

Eine Abhandlung, welcher Durchschnitt fiir welche Anwendung am besten ist, findet man in [56].
Fiir Musikdaten gilt, dass die Elongation um den Nullpunkt schwankt und die Berechnung aller
Durchschnitte daher Null ergibt. Jedoch liefern Varianz und die Berechnung des absolute Mittels
interessante Informationen iiber ein Musikstiick. Dies gilt insbesondere nach der Anwendung
einer der bereits vorgestellten Transformationen.
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7. Funktionale

7.1.2. Varianz und Standardabweichung

Alleine durch Kenntnis der Durchschnittswerte und der Varianz von zwei Reihen sind Aussagen
und Vergleiche iiber die Reihen moglich. Einfache Vergleiche wie ,,Reihe (a) hat durchschnittlich
grofsere Werte, dafiir schwanken die Werte von Reihe (b) mehr kénnen erste Hinweise auf die
zugrundeliegende Struktur der Daten und inhé&rente Muster liefern.

Definition 7.8 (Varianz) Sei (2;)ie1,... n} cine Werterethe und d der ermittelte Durchschnitt.
Die VARIANZ o2 der Reihe berechnet sich wie folgt:

Eine weitere hiufig benutzte Grofe ist die Standardabweichung o, die durch Ziehen der Wurzel
aus der Varianz entsteht, also

Varianz und Standardabweichung kénnen ebenfalls in O(n) berechnet werden. Es hat sich gezeigt,
dass die Varianz unterschiedlichster Gréfsen bei der Behandlung von Musikdaten eine grofe Rolle
spielt. Sie gibt die Verdnderlichkeit der Daten wieder, ohne selbst von den genauen Zeitpunkten
der Verdnderungen abzuhéngen.

7.1.3. Zentroid

Die bisher behandelten Durchschnitte, insbesondere aber das arithmetische Mittel, repriasentieren
den Schwerpunkt der Reihe in der y-Achse, also der Dimension der Werte. Haufig interessiert
man sich auch fiir die Stelle auf der x-Achse, die die hdufigsten Werte représentiert. Dies ist
haufig bei Rethen der Fall, welche die Werte einer Verteilung beinhalten.

Definition 7.9 (Zentroid) Ein Funktional, welches den mit den Werten einer Reihe gewich-
teten Mittelwert der Indexvariablen liefert, heifft ZENTROIDFUNKTIONAL und wird wie folgt be-
rechnet:

> @ -index (i)
i=1

CcC =

o

Ty

i=1

Abbildung 7.1 auf der néchsten Seite zeigt die Wertereihe eines Chromatographen. Die waagerech-
te Linie kennzeichnet den Wert des arithmetischen Mittels, die senkrechte den Wert des Zentro-
idfunktionals. Der Schnittpunkt beider Linien entspricht dem Schwerpunkt des 2-dimensionalen
Graphen. Die Berechnung des Zentroiden geschieht mit Aufwand O(n).
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Zentrojd \/

Abbildung 7.1.: Die Wertereihe eines Chromatographen. Die waagerechte Linie gibt den Wert des
arithmetischen Mittels wieder, die senkrechte das Ergebnis des Zentroidfunktio-
nals. Der Schnittpunkt entspricht dem Zentroiden des Graphen.

7.1.4. Amplitude

Amplituden sind bei Schwingungsvorgéngen interessant. Sie kennzeichnen die gréfite Auslenkung,
die das System in jeder Richtung vollzieht. Bei Musikdaten entspricht die Amplitude der maximal
erreichten Lautstirke eines Liedes. Die Elongation hingegen ist die momentane Auslenkung einer

Schwingung.

Definition 7.10 (Amplitude) Die AMPLITUDE entspricht dem grofiten Betrag eines Wertes
der Reihe, also:
amp((2:)ieq1,..ny) = max{|z;| | € 1,...,n}

7.1.5. Minima und Maxima

Fiir viele Anwendungen ist es sinnvoll, den minimalen oder maximalen Wert einer Wertereihe
zu kennen. Der maximale Wert eines Frequenzspektrums entspricht der Intensitit der stirksten
Frequenz. In einer Reihe von Verkaufswerten etwa gibt das Maximum den stirksten Abverkauf,
das Minimum die geringste Verkaufszahl wieder. In Kombination mit dem Durchschnitt und der
Varianz bekommt man durch die Kenntnis der Grenzen einer Reihe eine ungefihre Vorstellung
von ihrer rdumlichen Entwicklung.

Uber die zwei Funktionale min und max hinaus ist oft die Stelle der Indexwerte der betreffenden
Werte gewiinscht. Tm Beispiel des Frequenzspektrums interessiert man sich iiber die Intensi-
tdat hinaus meist auch noch fiir die Gréfe der stirksten Frequenz. Bei den Verkaufsdaten ist
der genaue Zeitpunkt der minimalen und maximalen Verkéufe sicher interessant. Daher werden
zusitzlich noch die Funktionale

mingndes ((T4)ie{1,... .n}) = index(arg Iniin((xi)ie{l,...,n}))
und analog
MaXindes ((Zi)ief1,... .n}) = index(arg mzax((xi)ie{l,...,n}))

definiert, die die Stelle des Minimums und des Maximums in der Indexdimension liefern.
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7. Funktionale

7.1.6. Lange der Wertereihe

Einige Horer bevorzugen lange Stiicke epischen Ausmafes, andere hingegen cher kurze Lieder.
Populdrmusik, welche im Radio gesendet werden soll, darf eine Liange von 3.30 Minuten nicht
iiberschreiten. Fiir viele Horer ist die Linge des Musikstiickes ein wichtiges Kriterium. Und
auch bei der Genreklassifikation scheint die Linge eine grofie Rolle zu spielen: Klassische Arien
mit einer Lange von einer halben Stunde sind nichts ungewhnliches, Rockstiicke dieser Lénge
allerdings schon!

Ein weiteres und besonders einfaches Funktional liefert also die Lénge n der gegebenen Werte-
reihe. Bei Musikstiicken entspricht n der Zahl der sample points des Liedes.

7.2. Intervall-Merkmale

In Kapitel 5 wurden Methoden vorgestellt, Intervalle innerhalb der verschiedenen Dimensionen
von Wertereithen zu finden. Ein Intervall besteht aus den vier Gréfen Startwert, Endwert, Typ
und Dichte. Sind diese Intervalle einmal gefunden und wurde die Wertereihe mit ihnen aus-
gezeichnet, so werden Funktionale benétigt, die die Eigenschaften der Intervalle als Merkmale
liefern.

7.2.1. Einfaches Intervallfunktional

Die wenigsten Lernverfahren und Ahnlichkeitsmafe kénnen mit Intervallen arbeiten. Zur Berech-
nung von Mafken wie dem euklidischen Abstand zwischen zwei Reihen kénnen die vier Grofen
eines Intervalls jedoch herangezogen werden: Zwei Reihen sind sich um so dhnlicher, je kleiner
der Abstand zwischen den Werten ihrer Intervalle ist.

Definition 7.11 FEin Funktional, welches fiir jedes Intervall einer Reihe die Werte fiir Start,
Ende, Typ und Dichte liefert, heifft EINFACHES INTERVALLFUNKTIONAL.

Bei k Intervallen in den Wertedimensionen ergeben sich also 4k Zahlen als Ergebnis. Da das
Ergebnis des einfachen Intervallfunktionals als Merkmale fiir Lernverfahren bzw. als Basis fiir ein
Ahnlichkeitsma® benutzt werden kann, kommen fiir die Anwendung dieses Funktionals lediglich
Intervalle in den Wertedimensionen in Frage. Es wurde gezeigt, dass die gleiche Anzahl von
Intervallen in der Indexdimension mit den in Kapitel 5 vorgestellten Verfahren nicht gesichert
werden kann. Um weitere Merkmale aus den Intervallen einer Reihe zu gewinnen bietet sich die
Anwendung einer Intervall-Transformation (sieche Abschnitt 3.5) oder das im nichsten Abschnitt
vorgestellte statistische Intervallfunktional an.

7.2.2. Statistisches Intervallfunktional

Das nun vorgestellte Funktional bestimmt statistische Kenngrofen aus den vorliegenden Inter-
vallen. Da die Berechnung dieser Werte nicht von der Anzahl der Intervalle abhéngt, gelingt die
Anwendung sowohl in den Wertedimensionen als auch in der Indexdimension. Die Berechnung
wird dabei auf allen Intervallen einer Dimension durchgefiihrt.

Definition 7.12 FEin Funktional, welches fiir alle Intervalle einer Dimension die Werte
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7.3. Funktionscharakteristika

Abbildung 7.2.: Eine Reihe, die mit Intervallen in der Indexdimension ausgezeichnet wurde. Das
statistische Intervallfunktional liefert die Werte: 3 Intervalle, eine durchschnitt-
liche Léange von 12% und einen Typ von 1%.

e Anzahl der Intervalle
e durchschnittliche Linge der Intervalle und die Varianz der Ldingen
e durchschnittlicher Typ und die Varianz der Typen

berechnet, heifft STATISTISCHES INTERVALLFUNKTIONAL.

Abbildung 7.2 zeigt eine mit Intervallen in der Indexdimension ausgezeichnete Reihe. Das sta-
tistische Intervallfunktional liefert fiir diese Reihe die Anzahl von 3 Intervallen mit einer durch-
schnittlichen Lange von 12% und einem Typendurchschnitt von 1%. Die durchschnittliche Linge
der Intervalle und der durchschnittliche Typ kénnen zudem mit der Dichte der Intervalle sowohl
proportional als auch reziprok gewichtet werden. Dadurch wird ermdglicht, dass Intervalle mit
besonders vielen Werten einen gréfieren Einfluss auf das Ergebnis haben. Andererseits kénnen
wahlweise auch die schwachen Intervalle stirker gewichtet werden, damit z. B. der Typ schwa-
cher (seltener) Intervalle stérker beriicksichtigt wird. Dies konnten gerade die interessantesten
Intervalle sein. Bei Musikdaten ist hdufig zu beobachten, dass Horer Lieder nur aufgrund einer
einzigen, durchaus kurzen, Stelle bevorzugen.

7.3. Funktionscharakteristika

Da ein Funktional eine Abbildung vom Raum der Funktionen auf die reellen Zahlen ist, liegt es
nahe, auch Extrema zu berechnen. Der Bildbereich enthélt die Stellen der Reihe, an denen ein
Extremum liegt. Zwischen je zwei Extrema liegt ein Wendepunkt. Auf eine genauere Bestimmung
der Wendepunkte wird allerdings verzichtet.

Es werden zwei Verfahren vorgestellt, die sich fiir verschiedene Anwendungen unterschiedlich gut
eignen: das Peak-Funktional und das Extrahieren der Werte nach einer Eztrematransformation.
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Abbildung 7.3.: Das Frequenzspektrum eines Liedes (vergleiche Abschnitt 3.3). Die x-Achse ent-
spricht den Frequenzen des Liedes, die y-Achse den Intensitdten, mit denen diese
Frequenzen auftreten.

Peak | Intensitdt | Frequenz (Hz) | Breite (Hz)
1 0.0142 132 27
2 0.0097 110 11
3 0.0087 66 72
4 0.0060 99 17
5 0.0052 197 63

Tabelle 7.1.: Die Werte der fiinf héchsten Peaks des Frequenzspektrums in Abbildung 7.3. Durch
eine Anpassung des Schwellwertes erreicht man ein fiir die Anwendung optimiertes
Ergebnis.

7.3.1. Finden von Peaks

Das Finden von Peaks, also einzelnen ausgepréagten Hiigeln innerhalb einer Reihe, ist vor allem
bei Verteilungen oder Spektren sinnvoll. Ein Peak kann durch seine Lage in der Indexdimension,
seine Hohe bzw. Amplitude in der Wertedimension und seine Breite charakterisiert werden.

Definition 7.13 (k-Peaks-Funktional) Das k-PrAKS-FUNKTIONAL liefert fiir eine Werterei-
he (%‘)ie{l,...,n} die Stelle, die Héhe und die Breite der k hochsten Peaks.

Die k héchsten Peaks einer Reihe kénnen mit einem Divide-and-Conquer Ansatz gefunden wer-
den. Dieser sucht zunéchst das Maximum und bestimmt damit den hochsten Peak. Sodann
werden rekursiv die Peaks links und rechts bestimmt. Die Werte des aktuellen Peaks werden da-
bei ausgeschlossen. Zum aktuellen Peak gehéren alle benachbarten Werte, die einen Schwellwert
nicht iiberschreiten. Die Hohe, die Stelle und die Breite der k stirksten Peaks werden dann als
Merkmale bereitgestellt. Damit ergeben sich fiir alle Instanzen einheitlich 3k Merkmale.

Die hochsten Peaks eines Frequenzspektrums entsprechen den stirksten Frequenzen eines Lie-
des. Diese kdnnen durch besonders hdufige Téne oder auch besonders haufige Oberschwingungen
der Instrumente entstanden sein. Sie sind charakteristisch fiir die Klangfarbe eines Musikstiickes
und eignen sich daher als Merkmal fiir Musikstiicke. Abbildung 7.3 zeigt einen Ausschnitt aus
dem Frequenzspektrum eines Liedes, welches mit der in Abschnitt 3.3 beschriebenen Fourier-
Transformation erzeugt wurde. Tabelle 7.1 fasst das Ergebnis eines 5-Peak-Funktionals zusam-
men. Die fiinf hochsten Peaks des Spektrums entsprechen denen, die auch ein Betrachter ad hoc
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auswihlen wiirde. Eine Verbesserung des Ergebnisses kann durch eine Anpassung des Schwell-
wertes erzielt werden. So werden weitere oder weniger Werte in jeden Peak aufgenommen. Mit
dem Peak-Funktional kénnen natiirlich auch die Peaks von anderen Spektren oder Verteilungen
identifiziert werden.

Das Aufteilen der Reihe kann maximal logn mal vorgenommen werden, nach jeder Aufteilung
werden insgesamt alle n Werte der Reihe durchlaufen, um in den Hélften nach dem Maximum zu
suchen. Wie auch bei anderen Divide-and-Conquer Ansétzen ergibt sich also eine Gesamtlaufzeit
von O(nlogn).

7.3.2. Finden von Extrema

Wihrend das Peak-Funktional fiir das Finden von Peaks in Verteilungen und Spektren optimiert
wurde, kénnen mit Hilfe des Extrema-Filters beliebige Minima und Maxima extrahiert werden
(vergleiche Abschnitt 4.6). Indem man die Extrema mittels einer Transformation herausarbeitet,
behilt man sowohl die Informationen iiber Héhe und Auftreten der Extrema als auch ihre Ord-
nung innerhalb der Reihe. Dadurch ist es méglich, iiber das Finden der Extrema hinaus auch
weitere Merkmale zu extrahieren.

Betrachten wir noch einmal Abbildung 4.5 auf Seite 42. Die Werte der Extrema blieben erhalten,
die iibrigen Werte wurden auf Null gesetzt. Zunichst ist es moglich, ein sehr einfaches Funktional
zu definieren, welches die deutlichsten Maxima und Minima liefert:

Definition 7.14 (k-Extrema-Funktional) Das k-Eztrema-Funktional liefert fiir eine Reihe
(xi)ie{l,...,n} die Stelle und die Héhe der k Extrema mit dem héchsten Betrag.

Dieses Funktional ist eng verwandt mit dem k-Peaks-Funktional, jedoch liefert es auch Minima.
Dain einer periodischen Reihe wie Musikdaten keine Peaks im oben beschriebenen Sinn auftreten,
kénnen auch keine Breiten extrahiert werden.

Nach Anwendung des Extrema-Filters ist es dariiberhinaus mdoglich, Differenzen zwischen den
Extrema sowohl beziiglich ihrer Werte als auch ihrer Position zu bestimmen. Die Differenzen
zwischen den Extrema eines Liedes ergeben einen ersten Hinweis auf die Geschwindigkeit.

Definition 7.15 (Durchschnittlicher Abstand der Extrema) Sei E, = {xz;|z; # 0} die
Menge der Ertrema der Zeitrethe (T)ie(1,....n}, also derjenigen Werte x;, die nach Anwendung
des Eztrema-Filters nicht 0 sind. 0.B.d.A. seien diese in der Rethenfolge threr urspringlichen
Indizes mit eq, ..., e,, benannt. Der DURCHSCHNITTLICHE ABSTAND DER EXTREMA ist dann

|Ey

AV Gaifs(E. —index(e;—1))

Die Varianz der Differenzen errechnet sich kanonisch:

|Ey

VARys¢(E ((index(e;) — index(e;—1)) — AVGairs(Ez))?

:2

Im Rahmen der Musikdaten kann diese Varianz als Maf fiir den Abwechslungsreichtum benutzt
werden: Sehr gleichférmige Musik besitzt eine sehr kleine Varianz der Differenzen.
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7.4. Steigung einer Regressionsgeraden

Ist eine Punktmenge in einem 2-dimensionalen Raum gegeben, so kann man versuchen, diese
Punkte durch eine Ausgleichsgerade zu beschreiben. Ist der funktionale Zusammenhang zwi-
schen den Dimensionen von linearer Natur und Rauschen und Messfehler relativ klein, so liegen
die Punkte auf oder nahe bei der Gerade. Jeder Wert der Wertereihe zusammen mit seiner Stel-
le in der Indexdimension bildet einen Punkt in einem 2-dimensionalen Raum. Fiir eine Reihe
(%i)ieq1,....ny der Lange n erhalten wir also n Punkte (index(i),z;) fiir i € {1,...,n}. Gesucht
ist ein funktionaler Zusammenhang, beschrénkt auf die Funktionsklasse der linearen Funktionen,
d. h. wir suchen zwei Parameter m und b mit

Z; =b+m-index(i)

so dass der quadratische Fehler

Q(m,b) = (i — &)’
i=1
minimiert wird. Durch partielle Ableitung der Funktion @) nach den Parametern m und b ermit-
teln wir die Werte dieser Parameter fiir ein minimales Q). Dazu setzen wir Z; ein und stellen die

Gleichung um:

Qim,b) = > (w;— &)
i=1
= Z(ch — (b4 m - index(i)))?
i=1
= Z(ch — 2bx; — 2ma; - index(i) + 2mb - index (i) + m? - index® (i) + b*)
i=1
= Z z? — QbZ x; —2m Z x; - index (i) + 2mb Z index (1)
i=1 i=1 i=1 i=1
+m? Z index?(i) + nb? (7.1)
i=1
Gleichung 7.1 leiten wir zunéchst nach b ab und erhalten
0Q(m, b) . o ,
0 Zzzl x; +2m Zlzzlmdeac(z) + 2nb

Um @ zu minimieren muss die erste Ableitung gleich 0 sein. Wir setzen das Ergebnis der Ablei-
tung gleich 0 und 18sen nach b auf:

0=-2 Z x; + QmZ index (i) + 2nb
i=1 i=1
& 2nb=2 Z x; —2m Z index (1)
i=1 i=1

1o 1 ¢
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Der y-Achsenabschnitt b der Regressionsgeraden kann also berechnet werden durch die Sub-
traktion von m multipliziert mit dem arithmetischen Mittel der Indexwerte der Reihe von dem
arithmetischen Mittel der Reihenwerte. Um die Steigung m zu bestimmen, leiten wir Gleichung
7.1 nach m ab und erhalten:
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Wir setzen das Ergebnis fiir b in die Gleichung ein und setzen sie ebenfalls gleich 0, bevor wir
nach m auflésen:
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Mit Gleichung 7.3 lasst sich die Steigung m nur aus den Werten x; bzw. aus den Indexwerten
index (i) einer Reihe (z)ic(1,....n} berechnen. Mit dieser Steigung m und Gleichung 7.2 kann dann
der y-Achsenabschnitt b der Regressionsgerade berechnet werden. Zusétzlich wird als Merkmal
auch die Abweichung (Diskrepanz) d der Werte von der berechneten Regressionsgeraden ermit-
telt. Mit Hilfe der linearen Regression, die auch auf mehr als 2 Dimensionen erweitert werden
kann, ist die Bildung eines Funktionals moglich:

Definition 7.16 (Regressions-Funktional) Fin Funktional, welches zu einer gegebenen Rei-
he (2:)icf1,...n} eine lineare Regressionsgerade bestimmt und Steigung m, y-Achsenabschnitt b
und die Diskrepanz d als Merkmale liefert, heifit lineares REGRESSIONS-FUNKTIONAL.

Ein Regressions-Funktional kann bei vielen Wertereihen zur Bestimmung eines Trends eingesetzt
werden. Bei Musikdaten, die ja keinen Trend besitzen, wird das Funktional eher nach Anwen-
dung von Transformationen benutzt: Die Steigung der Extrema im Frequenzspektrum liefert ein
Merkmal, welches auch als Spektrale Neigung bekannt ist und die Berechnung der Steigung nach
einer Fensterung reprasentiert den Verlauf des Fensterfunktionals innerhalb des Musikstiickes.
Berechnet man in jedem Fenster z.B. die durchschnittliche Lautstirke, so liefert die Steigung
einen Hinweis, ob das Lied stets lauter oder leiser wird oder etwa gleich bleibt.
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7. Funktionale

7.5. Funktional-Kombination

Héaufig kénnen weitere Merkmale aus bereits bekannten Merkmalen gewonnen werden durch
einfache Kombinationen der bekannten Merkmale mittels mathematischer Operatoren [45]. Im
nédchsten Abschnitt werden einige Merkmale diskutiert, die als Quotient der Werte bereits be-
kannter Funktionale definiert sind.

Es wird sich spéter fiir die Automatisierung noch als giinstig erweisen, die Kombination von
Funktionalen oder die Anwendung eines mathematischen Operators auf einem Funktional als
Baum zu représentieren:

Definition 7.17 (Kombinations-Funktional) Die Anwendung eines mathematischen Opera-
tors auf andere Funktionale heifit KOMBINATIONS-FUNKTIONAL. Der Operator ist Wurzel eines
Baumes, die Operation wird auf die Kinder angewendet.

Diese Definition erlaubt auch weitere Kombinations-Funktionale als Kinder und einen rekursiven
Aufbau komplexer Funktionale. Je nach Operator hat ein Kombinations-Funktional ein oder zwei
Kinder. Operationen wie Sinus oder Logarithmus besitzen nur ein Kind, arithmetische Operatio-
nen wie Addition oder Multiplikation besitzen jedoch zwei Kinder. Die mdglichen Operationen
auf einem Wert w sind logw, sinw und die Bildung des reziproken Wertes % Operationen auf
zwei Werten wq und wy umfassen wq + ws, w1 — weo, wy - wo und g—;

7.6. Audiomerkmale

Bisher wurde bewusst auf Merkmale verzichtet, die aus dem Bereich der psychoakustischen For-
schung stammen. Das Ziel war, die bekannten und gut untersuchten Methoden der Zeitreihen-
analyse und ihre Kombination zur Erzeugung der Merkmale zu verwenden. An dieser Stelle sollen
jedoch noch einige Merkmale definiert werden, die ithren Ursprung in der digitalen Sprachverar-
beitung haben und bereits auf Audiodaten angewendet wurden [21]. Allen ist gemein, dass sie auf
einfache Weise durch eine Kombination der bisher beschriebenen Methoden konstruiert werden
kénnen.

Definition 7.18 (Spectral Flatness Measure) FEin Funktional, welches aus einem Spektrum
(xi)ie{17,,,7n} das Verhdltnis zwischen geometrischem und arithmetischem Mittel bestimmt, heifit
SPECTRAL FLATNESS MEASURE-Funktional (SFM).

Eine Realisierung kann mit Hilfe des im vorigen Abschnitt definierten Kombinations-Funktionals
mit dem geometrischen und arithmetischen Mittel geschehen. Die Anwendung des SFM-Funktio-
nals geschieht — wie der Name bereits andeutet — normalerweise auf einem Spektrum. Das geo-
metrische Mittel ist klein, sobald einer der Werte der Reihe klein ist. Einzelne hohe Peaks in
einem Frequenzspektrum liefern trotzdem ein kleines geometrisches Mittel, da auch sehr kleine
Werte neben den Peaks vorkommen. Ein tonales Frequenzspektrum resultiert daher in einem
SFM-Wert nahe bei 0. Besitzt das Spektrum jedoch keine einzelnen Peaks sondern durchweg
hohe Werte, ergibt sich ein Wert nahe 1. Das Spectral Flatness Measure Funktional kann also
gut zur Erkennung von Rauschen eingesetzt werden. Da Musikdaten jedoch meist tonal sind und
in praktisch jedem Musikstiick eine Frequenz gar nicht vorhanden ist, ergibt dieses Merkmal fiir
Musikdaten stets 0. Daher ist es kaum fiir andere Klassifikationsaufgaben als die Unterscheidung
zwischen Rauschen und tonalen Signalen geeignet.
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7.6. Audiomerkmale

Definition 7.19 (Spectral Crest Factor) Fin Funktional, welches aus einer gegebenen Rei-
he (xi)ie{17,,,7n} das Verhdltnis zwischen Marimum und arithmetischem Mittel bestimmt, heifit
SPECTRAL CREST FACTOR-Funktional (SCF).

Erneut ist die Realisierung durch die Verwendung des Kombinations-Funktionals mit den be-
treffenden Funktionalen einfach. Der spektrale Spitzenfaktor besitzt einen hohen Wert, wenn
sich das Maximum des Spektrums weit vom Durchschnitt abhebt. Dieses Funktional misst al-
so, wie klar einzelne Signale herauskommen. Anders als das Spectral Flatness Measure bildet
dieses Funktional auch fiir Klassifikationsaufgaben wie die Genreunterscheidung ein sinnvolles
Merkmal.

Auch typische Transformationen, wie z. B. die Berechnung der real cepstral coefficients (RCC)
sind auf einfache Weise durch die bis jetzt behandelten Methoden zu realisieren!. Fiir die An-
wendung der RCC fiihrt man in einer Fensterung die inverse Fourier-Transformation auf den
Logarithmus des Frequenzspektrums des Fensters aus. Die nahe verwandte mel-frequency ceps-
tral coefficients (MFCC) Transformation gewichtet die Frequenzen vor Anwendung der inversen
Fourier-Transformation noch nach psychoakustischen Gesichtspunkten (siche Abschnitt 4.5.2)
[13]. Die Methoden der Zeitreihenanalyse und die vorgestellte Systematisierung eignen sich also
gut dazu, bekannte Transformationen und Merkmalsextraktionen aus Audiodaten zu realisieren.
Durch die allgemeine Fensterung kénnen zudem eine Vielzahl weiterer Transformationen und
Merkmalsextraktoren synthetisiert werden.

1 Der Begriff cepstral ist ein Kunstwort, das durch Vertauschung der Konsonanten s und ¢ in dem Wort spectral
entsteht. Analog spricht man auch vom cepstrum.

77






KAPITEL &

Automatisierte Merkmalsextraktion
mittels Genetischer Programmierung

Bisher erfolgte eine Systematisierung aller Methoden, mit deren Hilfe wir Merkmale aus Wer-
tereihen fiir Klassifikationsaufgaben extrahieren konnen. Diese Methoden wurden in den letzten
Kapiteln ausfiihrlich vorgestellt. Durch diese Systematisierung wird es Benutzern erméglicht,
einfach und schnell Ketten zusammenzustellen, um Merkmale aus den vorliegenden Daten zu
extrahieren. In diesem Kapitel soll ein Verfahren entwickelt werden, mit dem die Extraktion von
Merkmalen automatisiert durchgefithrt werden kann. Der Benutzer soll lediglich die Lernaufgabe
und die zugrundeliegenden Daten definieren. Durch die Strukturierung des Raums der Metho-
den wird eine automatische Suche nach der optimalen Kette zur Merkmalsextraktion ermdglicht.
Dabei sollen die Methoden so ausgewédhlt und miteinander kombiniert werden, dass ein Merk-
malsvektor generiert wird, der sich moglichst gut zur Bearbeitung der gegebenen Lernaufgabe
eignet. Das in dieser Arbeit vorgestellte Verfahren zur automatisierten Merkmalsextraktion aus
umfangreichen Wertereihen wird mit Hilfe von genetischer Programmierung [23] realisiert.

8.1. Evolutiondre Algorithmen

Alle evolutionédren Algorithmen, zu denen auch die genetische Programmierung zahlt, verwalten
Suchpunkte im zu durchsuchenden Raum [2]. Im Falle der genetischen Algorithmen oder der
Evolutionsstrategien, bei denen der Suchraum meist durch den IR" oder den {0,1}™ gegeben
ist, entspricht ein Suchpunkt z einem Vektor in diesem Raum.

Definition 8.1 Ewolutiondre Algorithmen versuchen in einem SUCHRAUM den optimalen Such-
punkt fir die Lésung einer Aufgabe zu finden. Die Suchpunkte, die ein evolutiondrer Algorithmus
verwaltet, nennt man INDIVIDUEN; verwaltet er mehrere gleichzeitig, so nennt man diese eine
POPULATION.

Bei einem evolutionédren Algorithmus wird eine Population iiber eine grofse Zahl von Generatio-
nen verwaltet. In jeder Generation kann es dabei zu mehreren Operationen kommen. Ahnlich
dem biologischen Vorbild wird bei einer Mutation ein Suchpunkt verdndert. Es entsteht durch
eine ,fehlerhafte Replikation aus einem Suchpunkt, dem Elter, ein Kind. Dabei kénnen prinzi-
piell beliebige Kinder entstehen, auch solche, die dem Elter kaum noch dhnlich sind. Allerdings
sollten Mutationen zu &hnlichen Kindern eine gréfiere Wahrscheinlichkeit besitzen als solche
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8. Automatisierte Merkmalsextraktion mittels Genetischer Programmierung

zu undhnlichen Kindern. Um diese wiinschenswerte Eigenschaft der Mutation zu formalisieren,
muss auf dem Suchraum eine Metrik d gegeben sein. Fiir einen Elter x und das durch Mutation
entstandene Kind X sollte gelten: d(x,z1) < d(z, x2) = Prob(X = x1) > Prob(X = z2).

Definition 8.2 (Mutationen) Unter MUTATIONEN verstehen wir alle Operationen, die aus
emem Indiwiduum ein anderes ableiten.

Bei der biologischen Kreuzung (Crossover) tauschen zwei Elternteile Informationen aus. Die
Kinder stellen eine Mischung der Informationen der Eltern dar. Eine sinnvolle Forderung an
die Metrik und den Suchraum besteht darin, dass ein Kind x, welches aus den Eltern 7 und
xo entsteht, nicht weiter von den Eltern entfernt ist als diese voneinander, formal: d(x1, z) <
d(z1,x2) und d(z2, zx) < d(z1, z2).

Definition 8.3 (Crossover) Unter KREUZUNGEN oder CROSSOVER verstehen wir alle Opera-
tionen, die aus zwei oder mehreren Individuen ein anderes ableiten.

Ohne einen strukturierten Suchraum ist keine Auswahl geeigneter Mutation- und Kreuzungsope-
rationen moglich. Eine im {0, 1}™ haufig angewendete Mutation ist das Kippen einzelner Stellen
des Bitvektors, jede Stelle mit einer Wahrscheinlichkeit von % Damit sind auch sehr undhnliche
Kinder moglich, aber im Erwartungswert kippt nur eine Stelle. Fiir die Evolutionstrategien im
IR"™ andert man die einzelnen Elemente des Zahlenvektors durch Addition oder Multiplikation
mit einer normalverteilten Grofe. Erneut sind &hnliche Kinder wahrscheinlicher als unéhnliche.
Das gibt einen Hinweis auf die Mutationen in dem Raum der Wertereihenmethoden: Die Ande-
rung einer Methode sollte in einer Methode des gleichen Typs resultieren.

Ein evolutiondres Verfahren bewegt sich durch Mutationen und Crossover durch den Suchraum
und bewertet jeden Suchpunkt, der dabei erzeugt wird, mittels einer Fitnessfunktion. Sie defi-
niert die Aufgabe, die mittels des Verfahrens gelést werden soll. Anhand der Fitness werden die
Individuen ausgewéhlt, die fiir Kreuzungen oder Mutationen benutzt werden. Sie bestimmt auch,
welche Individuen eine Generation iiberleben und ein weiteres mal zur Bildung neuer Suchpunkte
beitragen diirfen. Meist ist es sinnvoll, dass die Wahrscheinlichkeit zum Uberleben um so héher
ist, je fitter das Individuum ist (survival of the fittest).

Definition 8.4 (Selektion) SELEKTION bezeichnet eine Klasse von Verfahren, die zur Auswahl
von Indwiduen benutzt werden. Hdiufig gilt, dass Indiwiduen mit einer héheren Fitness mit einer
groferen Wahrscheinlichkeit selektiert werden.

Nachdem die Bausteine eines evolutionidren Algorithmus und die Fitnessfunktion festgelegt wur-
den, arbeitet er solange, bis eine Abbruchbedingung erfiillt ist. Die Lésung ist gut genug, es ist
eine vorgegebene Zeit verstrichen oder es gab in den letzten Generationen keine Verbesserungen
mehr sind mégliche Abbruchbedingungen. Abbildung 8.1 auf der néchsten Seite zeigt schematisch
die Arbeitsweise genetischer Algorithmen.

8.1.1. Genetische Programmierung

Die genetische Programmierung besitzt viele Gemeinsamkeiten mit den bisher betrachteten Evo-
lutionsstrategien oder genetischen Algorithmen. Wahrend letztere einfach strukturierte Rédume
wie den IR oder {0,1}™ durchsuchen, ist das Ziel der genetischen Programmierung, endliche
Automaten zu erzeugen, die sich gut an die Umwelt anpassen. Wie in der Lerntheorie erhélt die
genetische Programmierung Beispiele mit der richtigen Antwort und versucht, einen Automaten
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Abbildung 8.1.: Der Ablauf eines evolutiondren Algorithmus ist kreisférmig. Zu Beginn wird eine
Population aus zufillig generierten Individuen gebildet und bewertet. Solange die
Abbruchbedingung nicht erfiillt ist, wird in jeder Generation eine Selektion der
Individuen sowie Mutation und Kreuzung der Individuen in Abhéngigkeit von
threr Fitness durchgefiihrt.

7u erzeugen, der moglichst klein ist und die korrekten Antworten vorhersagt. Nach Occam’s Razor
Theorem werden kleine Automaten dabei bevorzugt. Dieses ist ein dufserst ambitioniertes Ziel,
da mit Hilfe von endlichen Automaten unendlich viele Programme simuliert werden kénnen.

Der Suchraum besteht also aus einer Menge von syntaktisch korrekten Programmen, deren Fit-
ness daran gemessen wird, wie gut sie die gegebene Aufgabe erfiillen. Dabei wird nicht gefordert,
dass beliebige Programme in beliebigen Sprachen erzeugt werden kénnen. Es bietet sich an, fiir
die Programme Baumdarstellungen zu verwenden; etwa Variablen und Konstanten an den Blat-
tern und mathematische Operationen und Funktionen an den inneren Knoten. Es ist darauf zu
achten, dass innere Knoten die korrekte Anzahl von Kindern besitzen. Ein Knoten mit der Si-
nusfunktion darf nur ein Kind, ein Plusknoten muss jedoch zwei Kinder besitzen. Das Finden
der korrekten Zielfunktion ist eine hdufige Anwendung der genetischen Programmierung. Wir
gehen jedoch einen Schritt weiter und erlauben als Knoten zuséitzlich komplexere Operationen:
Die Methoden des Wertereithenanalyse.

8.2. Suchraum der Methoden

Die behandelten Methoden der Werterethenanalyse bilden einen Suchraum, in dem genetische
Algorithmen arbeiten kénnen. Gesucht ist eine optimale Auswahl und Kombination von Metho-
den zur Merkmalsextraktion fiir das maschinelle Lernen. Ausgehend von den Grundelementen
,Transformation® und , Funktional“ sowie der M&glichkeit, Ketten aus diesen zu bilden und Ele-
mente dieser Gruppen in Fensterungen zu verschachteln und auf diese Weise zu Methodenbdumen
7u kommen, kann ein Raum iiber alle méglichen Kombinationen aufgebaut werden. Zunéchst ist
es denkbar, jede Methode fiir sich mit einer Wertereihe zu benutzen. Allerdings werden die
Methoden mit dem Ziel angewandt, Merkmale aus Reihen zu extrahieren. Fiir den resultieren
Merkmalsvektor wird also gefordert, dass er nur aus einzelnen, ungeordneten Zahlen besteht.
Damit fallen als zulédssiges Element des Suchraums alle Methodenkombinationen weg, die kein
Funktional enthalten. Wir definieren:
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Abbildung 8.2.: Der Suchraum der Methoden. Die Elemente sind Methodenbdume (ohne Wurzel
dargestellt). Auf der untersten Stufe befinden sich Baume, die lediglich ein Funk-
tional als Kind besitzen. Die nichste Stufe erlaubt Ketten mit einem Endfunk-
tional, in Stufe 3 sind auch Fensterungen erlaubt. Die hoheren Stufen entstehen

durch Schachtelung von Fensterungen bis zu einer maximalen Tiefe von n — 1.

Definition 8.5 (Kette) Eine KETTE besteht aus beliebig vielen Transformationen und einem
Funktional am Ende, dem sogenannten ENDFUNKTIONAL.

Dies reduziert die Menge der Grundelemente zunéchst auf alle Funktionale, d.h. Ketten, die
nur ein Funktional aber keine Transformationen enthalten. Die nichste Stufe der méglichen
Elemente sind Ketten, die mit einem Funktional enden, vorher aber Transformationen anwenden.
Die dritte, und bereits letzte Stufe sind Ketten, die Fensterungen enthalten. Fensterungen sind
ebenfalls Transformationen, aber sie erweitern den Raum um eine weitere Ebene, da sie beliebige
Transformationen enthalten kénnen. Um einheitliche Begriffe verwenden zu kdénnen, wird eine
ykiinstliche Fensterung® definiert. Diese wendet die inneren Methoden nur auf ein einziges Fenster
an, welches die komplette Reihe enthilt:

Definition 8.6 (Null-Fensterung) Sei n die Linge der gegebenen Wertereihe. Eine NULL-
FENSTERUNG 1ist eine Fensterung, welche eine Fensterbreite n und Schrittweite 1 besitzt.

Die inneren Methoden der Null-Fensterung werden also nur einmal auf die vollstindige Reihe
angewendet. Mit Hilfe der allgemeinen Fensterung, der Null-Fensterung und der Kette kann die
Programmstruktur unserer Vorverarbeitung definiert werden:

Definition 8.7 (Methodenbaum) FEin METHODENBAUM ist eine Fensterung. Thre Kinder bil-
den eine Kette. Enthdlt die Kette eine Fensterung, so ist diese Wurzel eines neuen Methoden-
baums.
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Die Wurzel eines Methodenbaums ist also eine Null-Fensterung. Damit werden die Methoden der
Kinder-Kette auf die vollstdndige Reihe angewendet. Innere Knoten, also innere Bdume, werden
durch eine normale Fensterung gebildet. Dann werden die inneren Methoden fiir jedes Fenster
der Fensterung einmal abgearbeitet. Mit jeder weiteren verschachtelten Fensterung vergrofiert
sich der Suchraum um eine Ebene. Da die betrachteten Eingabereihen jedoch endlich sind, ist
auch die Anzahl an zusitzlichen Ebenen, die entstehen kénnen, endlich. Jede Fensterung hat
eine maximale Fenstergrofse von n — 1, d.h. die Anzahl der zusitzlichen Ebenen ist durch n
beschréinkt.

Abbildung 8.2 auf der vorherigen Seite zeigt die ersten Stufen des Suchraums. Im folgenden soll
die Groke des Suchraums abgeschétzt werden. Sei Ty die Anzahl der verwendeten Transforma-
tionen und Auszeichner, allerdings ohne die Fensterung. Sei weiter F' die Anzahl der Funktionale
und n die Linge der Eingabewertereihe. Die Anzahl der Methoden auf Stufe 1 ist F'. Betrachten
wir als nichstes die Anzahl von Methoden, die sich auf Stufe 2 ergeben, also durch die Bildung
von Ketten, die Transformationen und am Ende ein Endfunktional enthalten. Die Auswahl der
Transformationen entspricht einer geordneten Ziehung ohne Zuriicklegen, es gibt also
To!
TO-(TO—1)-....(TO—IC+1):(T07EI€)!

Moglichkeiten, eine Folge von Transformationen der Lange k zu bilden. Wir summieren alle
moglichen Liangen k auf und erhalten

Do
> (To — k)

k=0

verschiedene Folgen von Transformationen. Diese Anzahl muss noch mit der Anzahl der Funktio-
nale multipliziert werden, da jede Kette zur Merkmalsgenerierung mit einem Funktional endet:

To !
Ky=F- ];) T (8.1)

Gleichung 8.1 fasst die Anzahl der Kombinationen fiir Stufe 1 und 2 zusammen, da fiir £ = 0,
also einer Kette ohne Transformationen, die Summe 1 ergibt. Der néchste Schritt auf Stufe 3
ist nun sehr einfach. Wir iiberlegen uns zunéchst, wieviele verschiedene Fensterungen existie-
ren, die sich durch Benutzen von Transformationen und einem Funktional bilden lassen. Dabei
lassen wir zunédchst noch keine inneren Fensterungen zu. Wir kénnen direkt das Ergebnis von
Gleichung 8.1 benutzen. Es gibt so viele verschiedene Fensterungen, wie es verschiedene Ketten
von Transformationen und einem Endfunktional gibt. Jede Fensterung ist fiir sich ebenfalls eine
Transformation und wir definieren eine neue Menge von Transformationen, die aus den iibrigen
Ty Transformationen und allen méglichen Fensterungen besteht. Thre Anzahl ist

To

To!
TW=Ty+Ky=Ty+ F- —
1 0+ Ko o+ I;(To—k?)!

Damit haben wir Stufe drei erreicht, also die Anzahl aller Transformationen und Fensterungen,
aus denen sich Methodenketten bilden lassen.

Als néchstes erlauben wir auch geschachtelte Fensterung und erreichen damit die Stufen iiber
Stufe 3. Wir betrachten noch einmal die Gleichung fiir 77 und stellen fest, dass dies der Anzahl
der Transformationenketten entspricht, inklusive aller Méglichkeiten fiir Fensterungen ohne wei-
tere innere Fensterungen. Wir nennen dies die Anzahl der echten Transformationen der Ebene 0.
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Wollen wir diese Anzahl von Transformationsmdoglichkeiten nun innerhalb einer Fensterung er-
lauben, also eine neue Schachtelungsebene beginnen, so kénnen wir 77 dazu benutzen, die Anzahl
der Fensterungen ohne und mit einer inneren Fensterung zu berechnen:

T

!
To=Ty+ K =Ty +F- —
2 0+ 151 0+ I;(Tl_k?)!

K, entspricht der Anzahl aller Fensterungen, mit und ohne maximale einer inneren Fensterung
bis zur Schachtelungsebene 1. Dieses rekursive Prinzip setzt sich allgemein fort, es gilt:

T3 =Ty + Ko
Ty =T+ K3
T, =T+ K;_:
und auch
Ts
Ts!
Ko=F-
_ |
= (= k)
T3
!
K :F.Zi
_ |
= L=k
T.
k2 1"7:!
Ki=F T, — k)
= @ik

Bisher haben wir nur die Anzahlen der Transformationen berechnet, aus denen sich Methodenket-
ten bilden lassen. Wir haben also den Pool aller Transformationen und Fensterungen aufgebaut
und kennen die Anzahl aller echten Transformationen — also inklusive den Fensterungen — fiir
eine bestimmte Schachtelungstiefe i. Da jede Kette mit einem Funktional endet, ist die Anzahl

der Ketten insgesamt:
T;

;!

F. v
2T m

Wir haben oben bereits begriindet, dass spitestens nach einer Schachtelungstiefe von n — 1 bei

einer Reihe von n Werten nicht mehr genug Werte vorhanden sind, um eine weitere Fensterung

durchzufithren. Fiir endliche Reithen endet also der Schachtelungsprozess mit einer maximalen

Tiefe von n — 1:

Th_1
< Th-1!
F. —_ 8.2
2 T (8.2
k=0
Gleichung 8.2 liefert also die Anzahl aller Ketten, ohne Transformationen, mit Transformationen
und mit verschachtelten Fensterungen bis zur maximalen Tiefe von n — 1. Ungewdhnlich ist,

dass die GroRe des Suchraums nicht nur von der Anzahl der Methoden sondern auch von der
Lange der Eingabe abhingt. Daher ist diese Anzahl auch eine obere Schranke fiir die Anzahl

84



8.3. Doppelt Trainieren halt besser

Gesamter
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Abbildung 8.3.: Der Ablauf der automatisierten Merkmalsextraktion wird in mehreren Phasen
vollzogen. Zunéchst wird ein optimaler Methodenbaum auf einer Teilmenge der
Daten trainiert der dann auf alle Daten angewendet wird. Die zweite Trainings-
phase auf den Merkmalsvektoren aller Instanzen liefert die gesuchte Hypothese.

der Elemente im Suchraum. Kleinere Fenstergréfen sorgen dafiir, dass in jeder Ebene mehr
Werte der Reihe verloren gehen. Zum Vergleich: Der Suchraum genetischer Algorithmen im
{0,1}™ hat immerhin eine Gréfe von 2™, der Suchraum fiir Evolutionsstrategien im IR™ ist
sogar iliberabzéhlbar unendlich.

Die beschriebene Vorgehensweise zur Merkmalsextraktion fiihrt allerdings nur zur einem Merk-
mal bzw. zu einigen wenigen Merkmalen, die das Endfunktional der Wurzel-Kette liefert. Um
diese Anzahl zu vergréfern, kann man die genetische Programmierung mehrfach anwenden oder
die in Abschnitt 8.4.2 beschriebene Verzweigung bemiihen. Eine weitere Variante erlaubt das
Waihlen der Transformationen mit Zuriicklegen, also mehrfache Anwendung der gleichen Trans-
formation innerhalb einer Kette. Fiir diese — durchaus sinnvolle — Variante gibt die Berechnung
nur eine untere Schranke fiir den Suchraum der Methoden an. Das gleiche gilt fiir das baumartige
Kombinations-Funktional. Durch beliebige Kombinationen von anderen Funktionalen mit Hilfe
mathematischer Operationen wird der Suchraum der Methoden ebenfalls unendlich grok.

8.3. Doppelt Trainieren hilt besser

Die automatisierte Merkmalsextraktion kann in mehrere Phasen unterteilt werden. Ziel ist ein
optimaler Methodenbaum, der Merkmalsvektoren aus den Daten liefert, mit denen ein Lernver-
fahren eine moglichst gute Hypothese finden kann ( Training). Da die genetische Programmierung
ebenfalls als Lernverfahren betrachtet werden kann, findet die Merkmalsextraktion in mehreren
Trainingsphasen statt:

1. Trainieren der Merkmalsextraktion (GP) auf einer Teilmenge der Daten. Dabei inneres
Training zur Fitnessbestimmung (siche Abschnitt 8.4.5).

2. Anwendung des optimalen Methodenbaums auf allen Daten.

3. Trainieren der Hypothese mit dem Lernverfahren aus den Merkmalsvektoren aller Instan-
zen.

Abbildung 8.3 zeigt den Ablauf der automatisierten Merkmalsextraktion. Auf einer Teilmenge
der Daten wird mit Hilfe der genetischen Programmierung ein optimaler Methodenbaum zur
Merkmalsextraktion gesucht. Betrachtet man die genetische Programmierung auch als Lernver-
fahren, kann man sagen, dass man die Merkmalsextraktion aus den Daten trainiert. Das Ergebnis
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Wurzel
= — // \\‘\ —= S
ExpAvg Filter Fenster Avg =
/// \\\
FFT MaxIndex

Abbildung 8.4.: Die Wurzel kennzeichnet das Individuum, also den Suchpunkt im Suchraum der
Methoden. Der Methodenbaum besitzt vier Kinder, die in einer Kette abgear-
beitet werden. Das Endfunktional dieser Kette liefert das gesuchte Merkmal.
Das dritte Kind ist eine Fensterung und vergréfert die Tiefe des Baums um 1.
Die gestrichelten Pfeile geben die Verschachtelung der Methoden innerhalb des
Methodenbaums wieder, die durchgezogenen Pfeile den Datenfluss durch den
Baum.

ist ein optimaler Methodenbaum der auf dem gesamten Datensatz angewendet wird (gestrichelter
Kasten). Der Methodenbaum wird auf jede Instanz angewendet und damit eine Transformation
der Reprasentationssprache von Ly zu Ly durchgefiihrt. Dieser neue Datensatz wird benutzt,
damit ein Lernverfahren eine Hypothese finden kann. Dies ist die zweite Trainingsphase in diesem
Ablauf. Das Resultat kann dann auf ungesehene Instanzen angewendet werden, die ihrerseits mit
Hilfe des Methodenbaums in einen Merkmalsvektor transformiert wurden.

8.4. Programmierung im Raum der Methoden

Ein Element des Suchraums, also ein Methodenbaum, zeigt Abbildung 8.4. Der dargestellte Baum
ist ein Programm welches als Eingabe eine Wertereihe erhilt und als Ausgabe einen Vektor von
Merkmalen liefert. Die Knoten stellen aber nicht mathematische Operatoren und Funktionen
dar, sondern die in den letzten Kapiteln vorgestellten Methoden. Die Abarbeitung geschieht wie
bei einer Tiefensuche, die Geschwister werden jeweils von links nach rechts durchlaufen. Eine
Gruppe von Geschwistern eines Methodenbaumes bildet eine Kette von Methoden.

Die Ausnahme in der Reihenfolge der Abarbeitung bildet lediglich eine Fensterung: Thre Kin-
der werden fiir jedes Fenster einmal abgearbeitet. Ein Knoten des Baumes, der eine Fensterung
darstellt, ist ein neuer Startpunkt fiir die Tiefensuche. Mit dem Begriff der oben eingefiihrten
Null-Fensterung als Wurzel der Methodenbdume, gilt sogar allgemein, dass die Kinder der Fens-
terung fiir jedes Fenster einmal ausgefiihrt werden und die Traversierung ansonsten wie bei einer
Tiefensuche durchgefiithrt wird. Bei der Erstellung eines solchen ,,Programms” und bei Verdnde-
rungen durch Mutationen muss darauf geachtet werden, dass die folgenden Forderungen erfiillt
sind:

1. Die Wurzel enthalt mindestens ein Funktional.

2. Jede Fensterung mit einem Uberlappungsgrad g > 1 enthilt als letztes Kind ein Funktional.
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<operator name='"Wurzel'" class="ValueSeriesPreprocessing'>
<operator name="Kette 1" class="OperatorChain">
<operator name="ExpMA" class="ExponentialMovingAverage" />
<operator name="Filter" class="FilterTransformation" />
<operator name='"Fensterung'" class="Windowing'">
<parameter key='"step_size" value='"4096"/>
<parameter key="window_size" value="8192"/>
<operator name="Kette 2" class="OperatorChain'>
<operator name="FFT" class="FastFourierTransform" />
<operator name='"MaxIndex" class="MaxIndexPoint" />
</operator>
</operator>
<operator name="Avg" class='"AverageFunction" />
</operator>
</operator>

Abbildung 8.5.: Die XML-Reprisentation des Methodenbaums aus Abbildung 8.4. Die beiden
Ketten, die den Ablauf des Programms steuern sind genauso gut zu erkennen
wie die Eltern-Kinder-Hierarchie.

Beide Punkte implizieren, dass leere Bdume und Fensterungen verboten sind, da stets mindestens
ein Funktional enthalten ist. Anstelle der Funktionale kédnnen auch beliebige Methoden gefordert
werden, dies hat jedoch drastische Konsequenzen auf den Speicherverbrauch und die Laufzeit der
Verfahren. Die Forderung nach einem Funktional kann daher nur bei iiberlappungsfreien Fenste-
rungen entfallen und durch die Forderung nach einem Filter ersetzt werden. Dieses Vorgehen ist
als stiickweise Filterung aus Kapitel 6 bereits bekannt.

8.4.1. Methoden-Programmiersprache

Die Programmiersprache definiert die Reprasentation der Programme. Es wurde bereits festge-
legt, dass die Programme durch Methodenbdume gegeben sind. Eine Sprache, die sich sehr gut
zur Représentation von Baumen eignet, ist XML (eXtensible Markup Language). Sie ist auch die
Grundlage der in Kapitel 9 vorgestellten Umgebung YALE, mit der alle Experimente durchge-
flihrt werden. Abbildung 8.5 zeigt, wie der in Abbildung 8.4 vorgestellte Methodenbaum durch
XML beschrieben wird. YALE kiimmert sich um den korrekten Datenfluss und darum, dass ein
korrekter Aufbau der Vorverarbeitungsketten gewéhrleistet ist.

Die Wurzel, hier eine Methode vom Typ ValueSeriesPreprocessing entspricht einer Null-Fenster-
ung. Die inneren Operatoren sind die Kinder der Wurzel, umrandet von Kette 1. Die Fensterung
stellt einen inneren Knoten dar, deren Kinder ebenfalls von einer Kette umschlossen sind. Sie
definiert den Startpunkt fiir einen neuen Methodenbaum. Die Parameter wie Schrittweite und
Fensterbreite der Fensterung kénnen einfach durch definierte Schliisselworter angegeben werden.
Die XML-Beschreibung des Programms zur Merkmalsextraktion entspricht damit genau dem
abgebildeten Methodenbaum.

8.4.2. Mutationen

Unter Mutationen versteht man alle Operationen, die aus einem Suchpunkt oder Individuum
ein anderes ableiten. Dass die verwendeten Mutationen ein Individuum nicht zu stark verandern

87



8. Automatisierte Merkmalsextraktion mittels Genetischer Programmierung

Wurzel Wurzel Wurzel
/,,,v‘,,‘\ e \ / \
T T F T F T T F~F
(a) Generierung (b) Loschen (c) Wechsel

Abbildung 8.6.: Die linke Abbildung demonstriert das Einfiligen einer weiteren Transformation
vor dem Endfunktional. In der mittleren Abbildung wird eine Transformation
geloscht. Es ist darauf zu achten, dass kein zwingend bendtigtes Endfunktional
geldscht wird. Die letzte Abbildung schlieRlich zeigt den Wechsel eines Funktio-
nals F' zu einem Funktional F”.

sollten bzw. dass die Wahrscheinlichkeit fiir starke Verdnderungen kleiner ist als die fiir kleine
Veranderungen, wurde bereits gefordert. Es werden hauptséichlich drei Mutationen verwendet.
Zwei davon dndern die Struktur des Baums, sie bauen neue Methoden an passenden Stellen in
den Baum ein oder 16schen Methoden an Stellen, an denen dies erlaubt ist. Die dritte Mutation
andert eine Methode innerhalb der Klasse der Methode.

Generierungs-Mutation: Diese Mutation erzeugt zufillig eine neue Methode und fiigt sie
an einer passenden Stelle ein. Diese wird ebenfalls zufillig ermittelt. Dabei werden die
folgenden Bedingungen beachtet:

1. Transformationen werden vor dem Endfunktional eingefiigt.
2. Ketten miissen genau ein Funktional enthalten.

Die zweite Bedingung kann fiir die Kinder einer Null-Fensterung abgeschwicht werden.
Der Methodenbaum liefert auf diese Weise mehr als ein Merkmal gleichzeitig, zum Beispiel
Durchschnitt, Varianz und Maximum. Uberlappungsfreie Fensterungen koénnen ebenfalls
auf ein Funktional verzichten. Dies entspricht der stiickweisen Filterung aus Abschnitt 6.4.

Léschungs-Mutation: Diese Mutation 16scht eine zufillig ausgewahlte Methode aus dem Me-
thodenbaum. Dabei wird sichergestellt, dass nur zulissige Methoden geléscht werden. Alle
Fensterungen mit Uberlappungsgrad g > 1 miissen ihr Endfunktional behalten, insbeson-
dere auch die Null-Fensterung an der Wurzel.

Wechsel-Mutation: Die Wechsel-Mutation nimmt keine strukturelle Anderung an dem Indivi-
duum vor. Sie wihlt eine Methode zuféllig aus und tauscht sie gegen eine andere Methode
der gleichen Klasse aus. Sollte die neue Methode eine Fensterung mit Uberlappungsgrad
g > 1 sein, so enthilt diese zwingend ein Endfunktional.

Unter den Bedingungen der Generierungs-Mutation wird auch eine zufillige Startpopulation
einer gewiinschten Grofe erzeugt. Abbildung 8.6 zeigt schematisch die Arbeitsweise der drei
Mutationen.

Es sind zwei weitere Mutationen mdoglich, die den Raum der Methoden jedoch drastisch vergro-
fern konnen. Viele Methoden der Wertereihenanalyse besitzen Parameter. Bei einer Fensterung
sind dies z. B. die Schrittweite und Fensterbreite, bei einer Zustandsraumrekonstruktion die An-
zahl der Dimensionen und die Verzégerung. Eine weitere Mutation, die Parameter-Mutation,
andert die Parameter je nach Typ des Parameters mit unterschiedlichen Strategien. Bei Zahlen
addiert die Mutation dhnlich einer Evolutionsstrategie eine normalverteilte Grofe und binére
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Wurzel 1 Wurzel 2
T | /' |Fenst| F LT T F
// \\\\ \\»74’///
LT F

Abbildung 8.7.: Crossover wird realisiert durch Vertauschen von gleichartigen Methoden der bei-
den gewéhlten Individuen. Ist eine der Methoden eine Fensterung, so wird der
gesamte zugehdrige Teilbaum verschoben.

Parameter bzw. kategorische Parameter werden geflippt bzw. zufillig ausgewdhlt. Durch die Ver-
grofserung des Suchraums erhdht sich auch die erwartete Optimierungszeit entsprechend.

Die zweite optionale Mutation ist niitzlich, wenn mehr als ein Merkmal extrahiert werden soll.
Bei den bisher beschriebenen Methodenbdumen liefert lediglich das Endfunktional der Wurzel
das extrahierte Merkmal. Eine Verzweigungsmutation kann in den Methodenbaum einen Knoten
einbauen, an dem sich die weitere Vorverarbeitung verzweigt. Die zu diesem Zeitpunkt vorlie-
gende Reihe wird kopiert und getrennt in verschiedenen Baumen verarbeitet, fiir jeden Ast der
Verzweigung in einem neuen Methodenbaum. Dies erhéht den Speicheraufwand und kann daher
nur auf kleinen Wertereihen angewendet werden. Die Vergroferung des Suchraums fillt dagegen
nicht so stark ins Gewicht. Sie entspricht lediglich der Vergréferung, die auch beim Hinzufiigen
einer weiteren Transformation entstehen wiirde.

8.4.3. Crossover

Die Kreuzung zweier Individuen ist nun denkbar einfach. Nach der Selektion der Eltern wird
die Kreuzung durch das Umhéngen von passenden Teilbdumen realisiert. Es wird zuféllig eine
Methode des ersten Elter ausgewéhlt und gepriift, ob der zweite Elter ebenfalls eine Methode
dieses Typs besitzt. Falls ja, so werden die Methoden der beiden Eltern ausgetauscht. Handelt
es sich bei den zufillig gewdhlten Methoden um die Wurzeln von Teilbdumen, also um Fenste-
rungen oder ein Kombinations-Funktional, so werden die vollstdndigen Teilbdume ausgetauscht.
Abbildung 8.7 demonstriert das Umhéngen der Teilbdume.

8.4.4. Selektion

Die Selektion dient zum einen dazu, Eltern fiir Mutationen und Crossover zu wéhlen, andererseits
dazu, Individuen fiir die nichste Generation zu wéhlen. Es gibt eine ganze Reihe von Selekti-
onsverfahren, die alle gemeinsam haben, dass Individuen mit einer héheren Fitness bevorzugt
selektiert werden. In dieser Arbeit wird ein Selektionsverfahren namens Roulette Wheel benutzt.
Jedes Individuum erhilt von den 360° eines Roulette Rades den Anteil, der der Fitness des In-
dividuums entspricht. Je fitter das Individuum, desto grofer ist der Anteil an der Scheibe und
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desto wahrscheinlicher ist es, dass das Individuum durch ,,Drehen® des Rades selektiert wird. Op-
tional ist es moglich, dass Individuum mit der hochsten Fitness in jedem Fall zu wahlen (elitist
selection).

8.4.5. Fitness

Wie bereits erwahnt wurde, wird bei der genetischen Programmierung jedes Individuum danach
bewertet, wie gut es die vorliegende Aufgabe 16st. Die Aufgabe ist die Extraktion von Merkma-
len, auf deren Basis Lernverfahren eine gute Performanz liefern. Fiir die Bewertung einer von
einem Lernverfahren gelernten Hypothese gibt es vielfiltige M&glichkeiten. Wenn es eine unab-
hédngige Menge von Testdaten gibt, so kann das gelernte Modell auf diesen angewendet werden
und so die erreichte Performanz bestimmt werden. Da Daten aber generell knapp sind, kann man
auch einen Teil der Daten zuriickhalten, auf den {ibriggebliebenen Daten lernen und die Perfor-
manz auf den zuriickgehaltenen Daten messen. Wiederholt man dieses Vorgehen fiir £ zufillig
zuriickgehaltene Teilmengen und mittelt das Ergebnis iiber alle Teilmengen, so nennt man diese
Performanzmessung k-fache Kreuzvalidierung.

Eine Kreuzvalidierung liefert also eine recht gute Abschiatzung, wie gut sich die gelernte Hypothe-
se auf unbekannten Daten verhilt. Je nach gewéhlten Performanzmaf, fiir Klassifikationen sind
iiblich Accuracy, Precision oder Recall kann eine Berechnung der Fitness vorgenommen werden.
Ein Merkmalsvektor, und damit auch der zugehdrige Methodenbaum, ist um so fitter, je besser
das jeweilige Performanzmafs ist. Der Nachteil der Kreuzvalidierung liegt in der grofsen Laufzeit.
Praktisch fallt diese jedoch kaum ins Gewicht, da die Extraktion der Merkmale zumindest bei
umfangreichen Wertereihen deutlich ldnger dauert als das k-fache Lernen auf den im Vergleich
kurzen Merkmalsvektoren.

8.5. Diskussion und Aufwandsabschitzungen

Evolutiondre Algorithmen sind eine faszinierende Moglichkeit, Probleme zu 16sen. Nicht zuletzt
deshalb ist es in den vergangenen Jahrzehnten zu Missverstdndnissen gekommen, zu welcher
Leistung diese Verfahren fiahig sind. Thr Vorteil liegt unumstritten darin, dass sie auf eine grofe
Klasse von Problemen — den Optimierungsproblemen — schnell anzuwenden sind und in vielen
Fillen ausreichend gute Ergebnisse liefern. Allerdings liefern auf das Problem spezialisierte Al-
gorithmen héufig bessere Resultate oder arbeiten in kiirzerer Zeit. Es gilt daher immer: Wenn
Wissen {iber das Problem vorhanden ist, sollte es auch eingesetzt werden. Hintergrundwissen
erlaubt fast immer eine effizientere Losung des Problems. Der Vorteil evolutionédrer Algorithmen
ist dann grofs, wenn man kaum etwas oder gar nichts iiber das Problem weifs.

Die hier vorgestellte Systematik der Methoden ist eine Form von Hintergrundwissen. Sie erlaubt
bestimmte Kombinationen und verbietet andere. Der Rahmen ist allgemein genug, um auch neue
Methoden zu integrieren. Wenn noch mehr Wissen iiber die konkrete Aufgabe vorhanden ist, so
erlaubt dieser Rahmen eine Zusammenstellung der Extraktionsmethoden von Menschenhand und
unterstiitzt einen Benutzer bei der Auswahl geeigneter Methoden. Es wire unsinnig, das Wissen
iiber Musik nicht einzusetzen und z.B. darauf zu verzichten, bereits bewéihrte Merkmale aus
dem Frequenzspektrum zu generieren. Besitzt der Anwender keine weitere Information iiber die
vorliegenden Daten, so besteht immer noch die Méglichkeit, gute Methodenbaume zur Merkmals-
extraktion automatisch zu entwickeln. Dies trifft auch zu, wenn der Benutzer kein ausreichendes
Interesse oder Zeit hat, eine spezielle Losung fiir die vorliegenden Daten zu entwickeln.
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Man erkauft sich diesen Verzicht auf das eigene Denken allerdings mit Laufzeit. Genetische
Programmierung braucht seine Zeit, da {iber eine grofe Anzahl von Generationen der Suchraum
nur langsam durchschritten wird, bis das Optimum innerhalb des Suchraums gefunden werden
kann. Zunéchst betrachten wir den Aufwand eines Methodenbaums auf einer Wertereihe der
Lange n. Da die Fensterungen dabei ineinandergeschachtelt werden kénnen, macht es nun keinen
Sinn mehr, fiir alle Fensterungen die gleiche Fensterbreite w zu verwenden. Nach der ersten
Fensterung hat die Reihe, die von den Kindern der Fensterung bearbeitet wird, nur noch Grofe
w und eine weitere Fensterung ist nicht mehr moglich. Stattdessen flihren wir jetzt basierend
auf der allgemeinen Fensterung aus Kapitel 6 das Konzept der dynamischen Fensterung ein.
Fiir einen gegebenen Uberlappungsgrad g sowie der vorliegenden Reihe der Linge n werden
Fensterbreite und Schrittweite angepasst.

Definition 8.8 (Dynamische Fensterung) Sei (7;)ic(1,....n) die zu bearbeitende Wertercihe

der Linge n und d € {2,...,%}. Fine Fensterung mit Uberlappungsgrad g, Fensterbreite w = g
und Schrittweite s = g"—d heifit DYNAMISCHE FENSTERUNG.

Im Gegensatz zu der Fensterung mit starren Fensterbreiten kann eine dynamische Fensterung in
der Praxis gut eingesetzt werden. Das folgende Lemma liefert die maximale Tiefe eines Metho-
denbaumes mit dynamischen Fensterungen:

Lemma 8.1 Sei eine Wertereihe (xi)ie{l,...,n} der Linge n gegeben. Fin Methodenbaum mit
dynamischen Fensterungen besitzt eine mazrimale Tiefe von loggn — 1.

Beweis: Eine dynamische Fensterung unterteilt die Wertereihe in Fenster der Breite %. Diese

Fensterbreite hdngt sowohl von der Lange der Wertereihe ab, auf die die Fensterung ange-
wendet werden soll als auch von dem Parameter d. Besitzt diese Fensterung als Kind eine
weitere Fensterung, so stehen dieser nur noch 5 Werte zur Verfiigung. Auf diesen Werten
konnen erneut Fenster gebildet werden, jedes Fenster hat die Lénge 7. Dieses Vorgehen
kann maximal log; n — 1 mal wiederholt werden, bis die Fenster die Linge

n n n-d d
dloggn—1 leZd" T on

erreichen. Eine weitere Fensterung wiirde die Lidnge der Eingabe fiir die Kinder auf 1
reduzieren.

8.5.1. Methodenbdume mit dynamischen Fensterungen

Nachdem die maximale Tiefe eines Methodenbaumes berechnet werden kann, wird nun die Lauf-
zeit der Methodenbdume mit dynamischen Fensterungen auf einer Reihe der Linge n betrachtet.
Die Laufzeit der inneren Methoden auf einer Reihe der Linge n ist durch die Funktion L(n)
gegeben. Fiir eine dynamische Fensterung ergibt sich der gesamte Aufwand nach Lemma 6.1
durch Multiplikation der Anzahl der Fenster mit dem Aufwand pro Fenster:
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Fiigen wir dieser Fensterung als Kind eine weitere Fensterung hinzu, so ersetzen wir in dieser

Gleichung L(%) durch
n
(9d=1)+1)-L ()

und erhalten

n
(9(d—1)+1)* L ()
Wir iterieren dieses Vorgehen und erhalten bei der i-ten Ebene des Methodenbaums den Auf-
wand . n
(9d =1+ L ()

Nach Lemma 8.1 ist die Tiefe des Methodenbaums durch log;n — 1 beschrénkt. Diese maximale
Tiefe setzen wir fiir ¢ ein und erhalten schlieflich:

(9(d = 1)+ )5 L ()

dlogd n—1
= (g(d—1)+1)lsan=t. [, <an>
= (g9(d— 1)+ 1)'8e"" 1. L(d) (8.3)

Als néchstes betrachten wir exemplarisch die Laufzeiten der Fensterungen, die wir auch schon
in Abschnitt 6.1 genauer betrachtet haben. Wir benutzen die realistischen Uberlappungsgrade
g = 1 sowie g = 2 und berechnen den Aufwand fiir O(n), O(nlogn), O(n?), O(n?) und O(a™)
als mogliche Laufzeitfunktionen L der inneren Methoden:

g = 1: Diese Fensterung, bei der die Fenster direkt aneinanderstofien, bildet nach Gleichung 8.3
Methodenbdume mit einer Laufzeit von

3

d°&a"=1 . I(d) = = - L(d)

QU

Besitzen alle inneren Methoden Laufzeit O(n), so ist auch L linear und der Gesamtauf-
wand ist %1 = n. Unabhéngig von der Wahl des Parameters d besitzt ein Methodenbaum
aus linear arbeitenden Methoden und dynamischen Fensterungen mit ¢ = 1 also auch
insgesamt eine lineare Laufzeit. Fiir innere Methoden mit Laufzeit O(nlogn) betrigt der
Gesamtaufwand des Methodenbaums %i logd = nlogd. Bei quadratischem Aufwand der
inneren Methoden n - d, analog dazu n - d?~! fiir innere Methoden mit Aufwand O(n?) und
schlieklich ein Gesamtaufwand von %ad fiir einen Methodenbaum, dessen innere Methoden
einen exponentiellen Aufwand von O(a™) besitzen. Da d < 3 gilt, ist ein Methodenbaum
aus dynamischen Fensterungen mit g = 1 nie teurer als die Anwendung der Methoden auf
der gesamten Reihe.

g = 2: Bei dieser realistischen Fensterung tiberlappen sich die Fenster halb. Ein Methodenbaum

mit solchen Fensterungen besitzt nach Gleichung 8.3 eine Laufzeit von

(2d — 1)°8a"" 1 L(d) = 2d1_ 7(2d— 1)'°8a™ . [(d)

Fiir d = 2 z. B. ist die Laufzeit gegeben durch

1 1 loggn 1 1 1 1 1
g.3log2n.L(d) = §.3bg§ 2 -L(d) = 3 . (3log3 n) Tog3 2 -L(d) — 3 .n o832 -L(d) ~ 3 -n1’585-L(d)

Auch fiir Methodenbdume mit diesen Fensterungen betrachten wir den Gesamtaufwand,
exemplarisch fiir d = 2. Besitzen alle inneren Methoden TLaufzeit O(n), so ist auch L
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linear und der Gesamtaufwand ist % -n1585 Wir sehen, dass unabhingig von der Wahl
des Parameters d ein Methodenbaum aus linear arbeitenden Methoden und dynamischen
Fensterungen mit g = 2 insgesamt keine lineare Laufzeit mehr besitzt. Fiir innere Methoden
mit Laufzeit O(nlogn) betragt der Gesamtaufwand des Methodenbaums ebenfalls %-n1’585-
2log2 = % -n1585, Bei quadratischem Aufwand der inneren Methoden ergibt sich % .

n'585 analog dazu % -n1585 fiir innere Methoden mit Aufwand O(n?) und schlieflich ein

d .. . . .
Gesamtaufwand von 4 - n1985 fiir einen Methodenbaum, dessen innere Methoden einen

exponentiellen Aufwand O(a™) besitzen.

Fiir dynamische Fensterungen mit einem realistischen Uberlappungsgrad von g = 2 kann also
garantiert werden, dass der Aufwand eines Methodenbaums bestehend aus nicht exponentiell
arbeitenden Methoden auch insgesamt nicht exponentiell wird. Da alle Methoden in dieser Ar-
beit im schlimmsten Fall Laufzeit O(n?) besitzen, betrachten wir zum Abschluss noch einmal
allgemein die Laufzeit im schlimmsten Fall fiir einen Methodenbaum in Abhangigkeit von d und
g fiir eine Laufzeit der Methoden von O(n?). Wir starten mit Gleichung 8.3 und setzen fiir L(d)
die quadratische Laufzeit d? ein:

d2

d—1 110gdn—1.d2:

(9(d = 1) + 1'%

Nach Anwendung der Logarithmus- und Potenzgesetze erhalten wir

. : d B TUES DES
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- 1
= g(d_dm ((g(d -1+ 1)1089((171)“ n)W
2 1
- (ddil)_’_l .nP8ga—n+1 9
g —
d2
= g
gd—1)+

Das Einsetzen der Werte ¢ = 2 und d = 2 liefert das Ergebnis der beispielhaften Analyse von
oben. In dieser allgemeinen Form ist deutlich zu sehen, dass fiir die in dieser Arbeit vorgestell-
ten Methoden unter keiner Bedingung eine exponentielle Laufzeit der Methodenbdume in der
Lange der Reihe entstehen kann. Eine Bestimmung des maximalen Wertes fiir d bei gegebener
Linge n und Uberlappungsgrad g sollte einer automatisierten Erstellung von Methodenbiumen
vorangehen. Dies kann einfach durch Umstellung der letzten Gleichung erreicht werden.

Es bleibt erneut festzustellen, dass auch bei einem realistischen Uberlappungsgrad von g = 2
eine Laufzeitersparnis durch Fensterungen in Methodenbdumen auftreten kann. Genau wie bei
der Laufzeitanalyse der allgemeinen Fensterung tritt der Effekt um so stirker auf, je teurer die
Anwendung der Methode auf der gesamten Reihe ist.

8.5.2. Starke Uberlappung in nicht-dynamischen Fensterungen

Im vergangenen Abschnitt wurde die Einfiihrung der dynamischen Fensterung damit motiviert,
dass eine verniinftige Schachtelung sonst nicht machbar ist. Dabei wurde der Uberlappungsgrad
festgehalten und sowohl die Fensterbreite als auch die Schrittweite durch einen Faktor angepasst.
Nun wird gezeigt, dass diese Definition der dynamischen Fensterung sinnvoll war.

93
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Die Methodenbdume in diesem Abschnitt benutzen keine dynamischen Fensterbreiten, sondern
legen die Schrittweite s fest und benutzen fiir die Fensterung einen vorgegebenen Teil der Werte.
Sei s =1 und w =g =n — 1 fiir jede dieser Fensterungen. Selbst wenn ansonsten nur Methoden
mit linearer Laufzeit zugelassen werden, kénnen mit diesen Fensterungen Methodenbdume mit
exponentieller Laufzeit konstruiert werden.

Jede Fensterung erzeugt zwei Fenster mit einer Breite n — 1. Es bleiben also fiir die Kinder in
jedem Fenster n — 1 Werte zur Bearbeitung. Es kénnen erneut Fensterungen mit den gleichen
Parametern als Kinder benutzt werden, die dann wiederum zwei Fenster erzeugen; diesmal mit
der Lange n — 2. Dieses Vorgehen kann iteriert werden:

2:0(3)
10(3)
5:0(2)

20 (3)
Nach n — 2 Ebenen im Methodenbaum bleiben nur noch zwei Werte in jedem Fenster iibrig und
eine weitere Fensterung ist nicht méglich. Damit ist der Aufwand insgesamt:

2"t =2"

Selbst fiir lineare innere Methoden ergibt sich fiir diese Art der Fensterung eine exponentielle
Laufzeit in der Lange der Reihen. Die Wahl der Definition der dynamischen Fensterung hat sich
also als sinnvoll erwiesen.

8.5.3. Erwartete Zahl von Generationen

Der Gesamtaufwand fiir die automatisierte Merkmalsextraktion mittels genetischer Programmie-
rung berechnet sich als das Produkt aus dem Aufwand pro Generation und der Zahl der bend-
tigten Generationen. Durch die Kenntnis der Laufzeit, die jeder Methodenbaum besitzt kann der
Aufwand fiir eine Generation berechnen werden. Um eine Aussage iiber die Laufzeit der gesam-
ten Automatisierung machen zu kénnen, muss die zentrale Frage der theoretischen Analyse von
evolutiondren Algorithmen beantwortet werden: Wie viele Generation braucht das Verfahren,
bis es das Optimum gefunden hat? Wie grof ist die Wahrscheinlichkeit, dass es in einem lokalen
Optimum stecken bleibt? Dazu wére es nétig, die Wahrscheinlichkeit zu kennen, in ein lokales
Optimum zu geraten und auch wieder heraus. Die Beantwortung dieser Fragen gelingt kaum
bei leichteren Problemen und einfacheren evolutiondren Algorithmen wie den (1 + 1)EA und ist
Bestandteil aktueller Forschung[11]. Eine vollstandige Analyse der erwarteten Optimierungszeit
der Automatisierung der Merkmalsextraktion aus Wertereihen steht also noch aus. Gerade Kreu-
zungen machen die Analyse schwer, da sie gréfiere Abhédngigkeiten der Individuen erzeugen als
Mutationen. Auch die generierende und léschende Mutation und die stdndige Verdnderung der
Grofe der Suchpunkte machen eine Analyse nahezu unmaoglich. Eine Abschiatzung, nach wie vie-
len Generationen das Verfahren das Optimum findet, ist bei einem komplexen Verfahren wie der
vorgestellten Automatisierung durch genetische Programmierung daher noch nicht zu leisten.

Dies hat weitreichende Konsequenzen fiir die Anwendbarkeit des Verfahrens. Fiir die Merkmalsex-
traktion mittels eines Methodenbaumes konnte nachgewiesen werden, dass diese effizient arbeitet.
Damit gelingt eine praktische Umsetzung der Extraktion selbst in Echtzeit. Fiir Lernaufgaben
wie die Klassifikation nach Genre kann eine automatisierte Merkmalsextraktion einmalig vor
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der Anwendung durchgefiihrt werden und zur Laufzeit werden lediglich die festgelegten Merk-
male extrahiert. Fiir eine Klassifikation der Benutzerpréferenz gelingt dieses Vorgehen jedoch
nicht. Fiir Einzelklassifikationen dieser Art, die vom Benutzer abhingen, miisste eine Extrakti-
on der Merkmale fiir jeden Benutzer einzeln durchgefiihrt werden. Da eine polynomielle Anzahl
von Generationen nicht garantiert werden kann, ist eine automatisierte Echtzeit-Extraktion der
Merkmale kaum méglich. Verschirft wird das Problem dadurch, dass sich Benutzerpréferenzen
mit der Zeit oder mit unterschiedlichen Stimmungen dndern kénnen (concept drift) und eine
stdndige Anpassung notig wire.

95






KAPITEL 9

Experimente

Die vorgestellte Systematik der Analysemethoden erlaubte die Entwicklung eines Verfahrens zur
automatischen Merkmalsextraktion aus Wertereithen. Die dabeil verwendeten Methoden wurden
in den letzten Kapiteln beschrieben. Dabei konnte fiir alle Methoden eine effiziente Laufzeit
nachgewiesen werden. Auferdem konnte gezeigt werden, dass die Methodenbdume zur Merkmal-
sextraktion ebenfalls mit polynomieller Laufzeit arbeiten, wenn alle benutzten Methoden eine
polynomielle Laufzeit aufweisen. Im Folgenden werden Experimente beschrieben, bei denen aus
umfangreichen Zeitreihen (Audiodaten) Merkmale automatisch extrahiert und je nach Klassifi-
kationsaufgabe die besten selektiert wurden.

9.1. Die Experimentierumgebung Yale

Die Tmplementierung der dargestellten Methoden erfolgte in einem generischen Framework zur
Behandlung von Wertereithen wie in [39] gefordert. Als Basis wurde die Entwicklungsumgebung
YaLg [12, 33] benutzt, mit der auch alle Experimente durchgefiihrt wurden. Die Methoden zur
Wertereihenanalyse sind als Plugin verfiigbar. Installationshinweise finden sich im Anhang C,
Details zur Implementierung und die wesentlichen Schnittstellen werden im Anhang A beschrie-
ben.

YALE wurde aus zwei Griinden entwickelt: Zum einen sollten typische Anwendungen des Ma-
schinellen Lernens schnell durchfiihrbar sein, zum anderen sollten neue Methoden leicht entwi-
ckelt und integriert werden kdnnen. Damit ist eine Anpassung an das vorliegende Problem in
kurzer Zeit méglich. Probleme im Bereich des maschinellen Lernens umfassen komplexe Vorver-
arbeitungs- und Lernschritte. Die Arbeitsweise einer Entwicklungsumgebung sollte daher durch
komplexe, geschachtelte Operatorketten definierbar sein. Sie muss eine transparente Datenver-
waltung aufweisen und komfortable Parameterjustierungen erlauben. Aufierdem muss sie flexibel,
erweiterbar und dariiberhinaus leicht zu bedienen sein. YALE erfiillt alle Bedingungen und kann
sowohl mittels einer intuitiven graphischen Oberflache als auch im Kommandozeilenmodus be-
nutzt werden.

Die Operatoren in YALE definieren sich durch ihre Ein- und Ausgabe sowie durch ihre Funktion
und kdnnen baumartig ineinandergeschachtelt werden. Damit entsprechen YALE Operatoren di-
rekt den in dieser Arbeit vorgestellten Methoden. Zusétzlich stehen zahlreiche Operatoren zum
Lernen, zur Performanzevaluierung oder Vorverarbeitungsschritte wie Merkmalsselektion bereit.
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Abbildung 9.1.: Die Experimentierumgebung YALE ist leicht zu bedienen und ebenso leicht zu
erweitern. Durch das Konzept der Operatorbdume ist die Integration der in dieser
Arbeit vorgestellten Methoden einfach moglich.

Durch die Definition der Ein- und Ausgaben sowie der verpflichtenden Parameter fiir alle Opera-
toren kénnen automatische Validitéatsiiberpriifungen vorgenommen werden. Abbildung 9.1 zeigt
einen Operatorbaum und die Parametereinstellung in YALE.

9.1.1. Zusatzliche Operatoren zur Merkmalsextraktion aus Wertereihen

Alle in dieser Arbeit vorgestellten Methoden sind als Operatoren in YALE verfiigbar. Transfor-
mationen und Funktionale bilden jeweils die Gruppen ,Transformations® und ,Functions®. Bei
den Transformationen gibt es neben den Untergruppen ,Basis“, ,Filter und ,Markup“ auch den
Operator fiir die allgemeine Fensterung, welcher mit entsprechender Parametereinstellung auch
als dynamische Fensterung eingesetzt werden kann. Eine ausfiihrliche englischsprachige Beschrei-
bung aller Operatoren findet sich in [32].

Im Folgenden sind einige Operatoren beschrieben, die in Kombination mit den dargestellten
Methoden zur Merkmalsextraktion aus Werterethen benutzt werden kénnen:

Branching: Operatorkette, die die weitere Vorverarbeitung der Reihe aufteilt. Diese fertigt
Kopien der aktuellen Reithe an und fiihrt die Merkmalsextraktion der Kinder auf je einer
Kopie aus. Das Ergebnis ist die Ergebnisreihe des letzten Kindes und die Vereinigung aller
extrahierten Merkmale.

Value Series Preprocessing: Operatorkette, die als Eingabe eine Menge von Wertereihen er-
wartet. Diese fithrt auf jeder Wertereihe die Merkmalsextraktion der Kinder durch und
liefert die Menge der generierten Merkmalsvektoren als Ergebnis. Der Operator kann nur
angewendet werden, wenn alle betrachteten Reihen gleichzeitig in den Hauptspeicher passen
und dient als einfaches Bindeglied zu den iiblichen Beispielmengen von YALE.
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9.1. Die Experimentierumgebung Yale

Music Value Series Preprocessing: Wie Value Series Preprocessing. Jedoch wird zu jedem
Zeitpunkt nur ein Musikstiick in den Speicher geladen, aus dem die Merkmale extrahiert
werden. Ahnliche Operatoren miissen fiir andere umfangreiche Wertereithen implementiert
werden.

Value Series Genetic Programming: Der in Kapitel 8 vorgestellte Ansatz zur automati-
schen Merkmalsextraktion aus Wertereihen. Ein innerer Operator muss ein Performanzmaf
als Fitness liefern. Das Ergebnis ist der Methodenbaum (Operatorbaum), der die besten
Merkmale extrahiert und die mit diesen Merkmalen erzielte Performanz.

Sinus Generator: Operator, der eine Superposition von harmonischen Schwingungen erzeugt.
Amplituden und Frequenzen kénnen als Parameter definiert werden. Auf diese Weise kon-
nen schnell einfache Testwertereihen erzeugt werden.

9.1.2. Visualisierung

Ziel des Maschinelles Lernens ist, den Beispielen inhérente Informationen und Muster zu ent-
locken und eine Hypothese zu generieren, die die Anwendung auf neue und ungesehene Daten
erlaubt. Eine genaue Kenntnis der Daten erlaubt eine sinnvolle Auswahl der Vorverarbeitungs-
schritte, Lernverfahren und Parameter. Daher geht dem eigentlichen Lernen héufig eine Inspek-
tion der Daten voraus.

Die Bedeutung der Dateninspektion ist um so gréfer, je komplexer der betrachtete Datenraum ist.
Auf diese Weise kénnen lohnende Transformationen und Funktionen bestimmt werden und auch
Nicht-Experten werden in die Lage versetzt, trennende Merkmale fiir Klassifikationsaufgaben zu
benennen. Daher wurde ein weiterer Operator zur Visualisierung von Wertereihen eingefiihrt.
Dieser stellt zweidimensionale Reihen in dem aktuellen Raum mit allen Auszeichnungen dar.
Zusétzlich werden die bereits extrahierten Merkmale tabellarisch angezeigt. Bei multivariaten
Reihen kénnen die Wertedimensionen, die angezeigt werden sollen, aus einer Liste ausgewé&hlt
werden. In Abbildung 9.2 auf der néchsten Seite ist die Visualisierung einer Wertereihe, die
mit Intervallen ausgezeichnet wurde, dargestellt. Deutlich zu sehen sind auch die Anzeige des
Durchschnittwertes und die Gerade einer linearen Regression.

Alternativ ist es moglich, die momentanen Werte in ein von Gnuplot lesbares Format auszugeben.
Auf diese Weise wird auch die Darstellung mehrdimensionaler Reihen erlaubt. Die Merkmals-
extraktion aus umfangreichen Wertereihen wird durch eine gute Visualisierung erst ermdoglicht.
Fiir die Zukunft ist also eine Schnittstellendefinition wiinschenswert, die mehreren Systemen die
Visualisierung der Daten erlaubt. Sie soll sowohl die grofse Anzahl bereits existierender Visua-
lisierungen als auch externe Darstellungsprogramme unterstiitzen. Basierend auf dieser Schnitt-
stellendefinition konnen weitere Visualisierungsoperatoren entwickelt werden.

0.1.3. Merkmalsselektion

YALE besitzt eine grofe Zahl von Operatoren, die sich zur Merkmalsselektion einsetzen lassen.
Die Selektion von einzelnen Merkmalen kann, genau wie die Extraktion neuer Merkmale oder die
Generierung aus bereits vorhandenen Merkmalen die Performanz eines Lernverfahrens steigern.
Héngt die zu lernende Zielfunktion z. B. von den Merkmalen ai, as und ag ab, nicht jedoch von
a4 und as, so kann der Verzicht auf die beiden letztgenannten dazu beitragen, dass das benutzte
Verfahren sich nicht durch zufilliges Rauschen ,yverwirren® ldsst.
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Abbildung 9.2.: Die Visualisierung von Wertereihen ist von grofser Bedeutung fiir die Merkmals-
extraktion. Die dargestellte Wertereihe wurde mit Intervallen in der Wertedimen-
sion ausgezeichnet. Die waagerechte Linie kennzeichnet den Durchschnittswert,
die diagonale Gerade entspricht einer linearen Regressionsgleichung.

Alle Selektionsverfahren hingen von der gestellten Lernaufgabe ab. Die untersuchten Teilmengen
des Merkmalssatzes werden anhand der Lernaufgabe evaluiert. Je hoher die Performanz des
Lernverfahrens ist, desto besser eignet sich die gerade betrachtete Teilmenge der Merkmale fiir
die Losung der Aufgabe. YALE besitzt unter anderem die folgenden Selektionsverfahren:

Forward Selection: Man evalulert alle Merkmale einzeln und startet mit dem besten. Nun
wird solange ein weiteres Merkmal hinzugew&hlt, bis die Performanz nicht weiter steigt.

Backward Elimination: Hier startet man mit allen Merkmalen und streicht solange jeweils
eins, bis die Performanz nicht weiter steigt.

Genetischer Algorithmus: Teilmengen der Merkmale bilden die Individuen. Bei Mutationen
werden Merkmale zufillig an- und ausgeschaltet; Kreuzungen werden durch Austausch der
gewidhlten Merkmale realisiert.

Die ersten beiden Verfahren leiden darunter, nicht in die Zukunft schauen zu kénnen. So brechen
sie ab, sobald die Performanz nicht mehr steigt. Es kann aber sein, dass die Hinzunahme bzw. die
Streichung von mehr als einem Merkmal die Performanz doch weiter erhéht. Parametrisierbare
Varianten dieser einfachen Selektionsverfahren tragen diesem Umstand Rechnung und erlauben
eine voriibergehende Fortsetzung der Selektion auch bei einer Verschlechterung der Evaluations-
giite. Auch genetische Algorithmen zur Merkmalsselektion kénnen in einem lokalen Optimum
stecken bleiben. Es gelingt ihnen jedoch mit einer gewissen Wahrscheinlichkeit, sich daraus zu
befreien. Daher wurden in dieser Arbeit genetische Algorithmen mit einer hohen Generationen-
zahl zur Merkmalsselektion verwendet. Abbildung 9.3 auf der néchsten Seite zeigt den typischen
Treppenverlauf der Performanz wihrend einer Merkmalsselektion mit einem genetischen Algo-
rithmus. Es war zu beobachten, dass die Verwendung von Kreuzungen keinen Gewinn brachte, so
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Abbildung 9.3.: YALE kann zur Laufzeit verschiedene Grofien anzeigen. Die Abbildung zeigt die
Performanz in Abhéngigkeit von der Generation der Merkmalsselektion. Die
Treppen stehen fiir die insgesamt beste Performanz bis zur jeweiligen Generation
und die zackige Kurve fiir die aktuell beste Performanz.

dass auf einen schnelleren und theoretisch besser untersuchten (14+1)EA zuriickgegriffen werden
konnte.

Die Bedeutung der Merkmalsselektion steigt weiter, wenn Lernverfahren verwendet werden, de-
ren Hypothese nicht direkt Riickschliisse auf die Daten zuldsst. In Kombination mit einer Support
Vector Machine (SVM), die als Hypothese lediglich die Menge der Stiitzvektoren liefert, kann

eine Merkmalsselektion immerhin die wichtigsten Merkmale zur Loésung der gegebenen Klassifi-
kationsaufgabe nennen.

9.1.4. Merkmalsgewichtung

Bei einer Auswahl der besten Merkmale zur Bearbeitung einer konkreten Klassifikationsaufga-
be werden die Merkmale entweder an- oder ausgeschaltet. Eine weitergehende Gewichtung der
Merkmale kann die Performanz einfacher Lernverfahren wie k ndchste Nachbaren (k-NN) erhéhen

und bildet die Grundlage fiir AhnlichkeitsmaRe zwischen den Reihen.

Im Rahmen dieser Arbeit wurden hierzu drei Verfahren entwickelt und als Operatoren in Ya-

LE zur Verfiigung gestellt. Alle drei basieren auf den weiter oben vorgestellten Verfahren zur
Merkmalsselektion:

Forward Weighting: Das Vorgehen arbeitet analog zur Forward Selection. Statt neue Merkma-
le einfach einzuschalten, wird ihnen in diskreten Schritten immer mehr Gewicht zugeteilt.
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Backward Weighting: Das Vorgehen arbeitet analog zur Backward Elimination. Statt weitere
Merkmale einfach auszuschalten, wird ihnen in diskreten Schritten immer weniger Gewicht
zugeteilt.

Evolutioniire Suche: Randomisiertes Verfahren zur Optimierung der Merkmalsgewichte. Ahn-
lich wie bei dem genetischen Algorithmus zur Selektion bestehen die Individuen aus un-
terschiedlichen Gewichtungsvektoren w € R™ fiir m Merkmale. Mutationen werden durch
Addition mit einer normalverteilten Gréfe realisiert.

Um eine sinnvolle Gewichtung zu erreichen und ein gutes Abstandsmafs im euklidischen Raum
der Merkmale ermitteln zu konnen, sollten die Auspridgungen der Merkmale normiert werden.
Eine Normierung auf das Intervall [0, 1] wurde ohnehin stets vor dem eigentlichen Lernschritt vor-
genommen. Dies ist besonders wichtig bei dhnlichkeitsbasierten Lernverfahren wie k-NN| da nur
so eine liberproportionale Beriicksichtigung von Merkmalen vermieden werden kann. Andernfalls
hétte die Lange der Lieder als Merkmal mit dem gréfiten Wertebereich fiir alle Klassifikations-
aufgaben den stirksten Einfluss.

0.2. Beatles vs. Bach: Genreklassifikation

Die Merkmalsextraktion aus umfangreichen Wertereihen wird anhand verschiedener Klassifikati-
onsaufgaben fiir Audiodaten illustriert. Ist eine Kenntnis der Doméne vorhanden, kann mit Hilfe
von YALE einfach ein Methodenbaum zusammengestellt werden, der die gewiinschten Merkmale
extrahiert. Andernfalls benutzt man das in Kapitel 8 vorgestellte Verfahren zur automatisierten
Merkmalsextraktion. Das Ergebnis stellt in beiden Fillen ein oder mehrere Methodenbdume dar,
die einen Satz von Merkmalen liefern. Die im folgenden benutzte Gesamtmenge von Merkmalen
und ihre Extraktion wird ausfiihrlich in [31] und in den Kapiteln 3 bis 7 beschrieben. Sie ist in
Tabelle 9.2 auf Seite 104 vollstandig aufgezéhlt.

Die Fahigkeit, mit diesem Merkmalssatz unterschiedliche Lernaufgaben lésen zu koénnen, soll
anhand verschiedener Klassifikationsaufgaben demonstriert werden. In diesem Abschnitt sollen
zundchst unterschiedliche Genreklassifikationen bearbeitet werden. Dabei werden drei sich in
threr Schwierigkeit unterscheidende Klassifikationsaufgaben gestellt. Im Einzelnen sind dies:

e KLASSIK / POP: Einfache Klassifikation der Genres Klassik und Pop-Musik. Fiir jede
Klasse standen 100 Lieder im Ogg Vorbis Format zur Verfiigung.

e TECHNO / POP: Schwierige Klassifikation der Genres Techno und Pop-Musik. Fiir jede
Klasse standen 80 Lieder im Ogg Vorbis Format zur Verfiigung.

e HIPHOP / POP: Schwierige Klassifikation der Genres Hip Hop und Pop-Musik. Fiir je-
de Klasse standen 105 Lieder im MP3 Format mit einer Kodierung von 128 kbit/s zur
Verfiigung.

Die Unterscheidung zwischen Klassik und Pop wird als relativ einfache Lernaufgabe angesehen.
Menschlichen Horern gelingt auch anhand sehr kurzer Ausschnitte eine sehr zuverlidssige Klas-
sifizierung. Die beiden iibrigen Genreklassifizierungen weisen dagegen einen erheblich héheren
Schwierigkeitsgrad auf. Der Datensatz HIPHOP / POP besitzt eine weitere Besonderheit: Ob-
wohl die Gesamtzahl der Beispiele hoher ist als bei dem zweiten Szenario, entstammen die Lieder
nur einigen wenigen Alben. Fiir die Lernaufgabe TECHNO / POP wurde hingegen ein mdéglichst
breiter Durchschnitt aller Spielarten der beiden Genres gewihlt.

Als erstes wurden die Merkmalsvektoren aus den Datensédtzen extrahiert. Mit einer genetischen
Merkmalsselektion wurde die beste Teilmenge zur Losung der jeweiligen Klassifikationsaufgabe
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KLASSIK/POP | TECHNO/POP | HIPHOP/POP
Accuracy | 100% 92, 89% 82,38%
Precision | 100% 94, 00% 84,15%
Recall 100% 92, 64% 78, 44%
Fehler 0% 7,11% 17,62%

Tabelle 9.1.: Die Tabelle zeigt die Performanzmafe Accuracy, Precision, Recall und den Klas-
sifikationsfehler fiir die drei unterschiedlichen Klassifikationsaufgaben. Die Werte
wurden bestimmt mit einer 10-fachen Kreuzvalidierung, als Lernverfahren wurde
eine Support Vector Machine verwendet.

bestimmt. Fiir diese Merkmale wurden mit einer 10-fachen Kreuzvalidierung die Performanzma-
fse Accuracy, Precision und Recall abgeschétzt [25]. Der Klassifikationsfehler ist definiert als die
Differenz zwischen 1 und dem Wert fiir Accuracy. Die Wahl des Lernverfahrens hatte keinen signi-
fikanten Einfluss auf die Giite des Lernergebnisses. Es kamen &k néchste Nachbarn (k-NN), Naive
Bayes [60], der Entscheidungsbaumlerner C4.5 [43] und eine Support Vector Machine (SVM)
[22, 47] zum Einsatz. Alle Verfahren lieferten vergleichbare Ergebnisse, die hier vorgestellten
Ergebnisse wurden mit einer SVM mit linearer Kernelfunktion ermittelt.

Tabelle 9.1 zeigt die Werte fiir Accuracy, Precision und Recall fiir alle Klassifikationsaufgaben.
Die Unterscheidung der Genres KLASSIK / POP gelingt fehlerfrei. Diese Lernaufgabe kann
also als geldst betrachtet werden. Die wesentlich schwierigeren Klassifikationsaufgaben TECH-
NO / POP bzw. HIPHOP / POP sind mit einer Fehlerrate von 7,11% bzw. 17,62% moglich.
Das schlechtere Ergebnis fiir den dritten Datensatz ist auf die geringe Anzahl unterschiedlicher
Beispiele fiir beide Klassen zuriickzufithren. Die Merkmale geben hauptsédchlich Klangcharakte-
ristiken der Musikstlicke wieder. Diese sind jedoch fiir die Stiicke eines Albums insgesamt sehr
ghnlich, wodurch die Merkmalsvektoren eines Albums Anhdufungen im Merkmalsraum bilden.
Diese Ballungen tragen nicht im gleichen Ausmaf zur Positionierung der Hyperebene einer SVM
bei wie es ein im Merkmalsraum weiter verteilter Datensatz konnte. Diese Beobachtung gilt
ebenfalls fiir einen der Benutzerdatensétze, wie sie im nichsten Abschnitt verwendet werden.

Uber die Giite der Vorhersage hinaus ist natiirlich der verwendete Merkmalssatz sehr inter-
essant. Tabelle 9.2 auf der nédchsten Seite zeigt alle Merkmale und wie oft sie fiir die jeweilige
Klassifikationsaufgabe selektiert wurden. Der optimale Merkmalssatz zur Bearbeitung der Klas-
sifikationsaufgabe mit einer linearen SVM ist jeweils durch die fettgedruckten Zahlen angegeben.
Die meisten der Merkmale des optimalen Merkmalssatzes wurden auch insgesamt besonders hau-
fig ausgewdhlt. Im Fall KLASSIK / POP wurden z. B. 19 der 22 Merkmale des optimalen Satzes
bei mehr als 50% der Selektionsexperimente ausgewahlt. Es existiert kein Merkmal, das fiir alle
Datensétze entfernt wurde. Es wird deutlich, dass die Merkmale einen unterschiedlichen Stel-
lenwert fiir die verschiedenen Genreklassifikationen mit einer Support Vector Machine haben.
Daher sollte eine Merkmalsselektion aus dem Satz aller Merkmale vor der Hypothesenbildung
erfolgen, um den fiir die konkrete Lernaufgabe optimalen Merkmalssatz zu bestimmen. Dies gilt
insbesonders fiir den Fall, dass der Vorgang der Merkmalsextraktion nicht automatisiert verlief
und der Methodenbaum zur Merkmalsextraktion von Hand konstruiert wurde.

Es féllt auf, dass fiir alle Datensétze ungefahr 20 Merkmale mit dem genetischen Algorithmus
selektiert wurden. Mit dieser Anzahl ist eine SVM in der Lage, die ihr gestellte Lernaufgabe
moglichst gut zu 16sen. Die Stiitzvektoren eines SVM Modells eignen sich jedoch kaum dazu,
tiefere Einsichten in die Struktur der Daten zu erhalten. Um einen Vergleichswert zu bestimmen
und gleichzeitig eine Einsicht zu bekommen, welche Merkmale sich besonders gut zur Trennung
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9. Experimente

Merkmal Seite KLASSIK | TECHNO | HIPHOP
/ POP / POP / POP
Léinge 70 45% 45% 85%
Lautstarke (RMS) 66 80% 50% 5%
Lautstdrke (RMS), Varianz 66 45% 45% 70%
Lautstérke (absolut) 67 60% 55% 95%
Tempo 23 70% 65% 70%
Autokorrelation, Varianz 23 45% 95% 40%
Extremwertdifferenz 73 50% 55% 45%
Extremwertdifferenz, Varianz 73 55% 50% 50%
Nullstellendifferenz 42 55% 75% 45%
Nullstellendifferenz, Varianz 42 55% 75% 75%
Winkel Zustandsraum 30 85% 65% 50%
Winkel Zustandsraum, Varianz 30 85% 50% 65%
Abstdnde Zustandsraum 31 45% 35% 50%
Absténde Zustandsraum, Varianz 31 50% 30% 65%
1. Peak: Frequenz 72 50% 40% 35%
1. Peak: Amplitude 72 80% 55% 35%
1. Peak: Breite 72 35% 60% 40%
2. Peak: Frequenz 72 65% 35% 40%
2. Peak: Amplitude 72 60% 55% 55%
2. Peak: Breite 72 50% 50% 45%
3. Peak: Frequenz 72 55% 50% 40%
3. Peak: Amplitude 72 55% 45% 55%
3. Peak: Breite 72 5% 45% 35%
4. Peak: Frequenz 72 35% 50% 70%
4. Peak: Amplitude 72 60% 50% 65%
4. Peak: Breite 72 60% 55% 60%
5. Peak: Frequenz 72 55% 55% 40%
5. Peak: Amplitude 72 75% 50% 45%
5. Peak: Breite 72 55% 35% 65%
Steigung Spektrum 75 45% 50% 55%
y-Achsenabschnitt Spektrum 75 70% 50% 65%
Diskrepanz Spektrum 75 45% 35% 40%
Quotient Maximum / Mittel 77 65% 30% 40%
Gefenstert max. Frequenz 59 75% 45% 35%
Gefenstert max. Frequenz, Varianz 59 45% 65% 50%
1. Frequenzband Start 70 55% 65% 40%
1. Frequenzband Ende 70 50% 45% 55%
1. Frequenzband Dichte 70 75% 50% 50%
2. Frequenzband Start 70 40% 55% 45%
2. Frequenzband Ende 70 45% 65% 50%
2. Frequenzband Dichte 70 55% 55% 70%

Tabelle 9.2.: Die Spalten der Tabelle geben die Anzahl der Selektionsexperimente an, bei denen
das Merkmal ausgewéhlt wurde. Fettgedruckte Zahlen stehen fiir die Merkmale,
die fiir den optimalen Merkmalssatz selektiert wurden. In der Spalte ,Seite® ist die
Seitenzahl innerhalb dieser Arbeit angegeben. Die Merkmalsgruppen entsprechen
den Merkmalen im Zeitraum, im Zustandsraum und im Frequenzraum.

104



9.3. Klassifikation von Benutzerpraferenzen

der verschiedenen Genres eignen, wird ein einfacher Ein-Regel-Lerner [18] auf die Daten ange-
wendet. Dieser generiert eine einzige Regel fiir ein einzelnes Merkmal a; vom Typ: ,Falls a; < vy,
dann ist die Klasse c¢1; sonst falls a; < wve, dann ist die Klasse ¢y, sonst ... fiir aufsteigende
Werte v;. Es war festzustellen, dass eine solche einfache Regel, die nur ein einziges Merkmal
berticksichtigt, bereits einen grofien Teil der Beispiele gut trennen kann. Fiir KLASSIK / POP
trennt die RMS-Lautstirke bereits 187 der 200 Beispiele in die beiden Klassen. Dies entspricht
einer Accuracy von 93%. Bei TECHNO / POP ist der Startwert des zweiten Frequenzbandes das
beste Merkmal fiir eine einzelne Regel. Es teilt 122 der 160 Beispiele in die richtige Klasse ein,
was einer Accuracy von 76% entspricht. Fiir den HIPHOP / POP Datensatz schlieBlich hat sich
die Frequenz des dritten Peaks als bestes Merkmal erwiesen. Mit ihm lassen sich 158 der 210
Beispiele korrekt klassifizieren (75%). Die zugehdrige Regel ist allerdings duferst komplex und
lisst eine starke Uberspezialisierung erwarten.

Diese Ergebnisse stellen jedoch lediglich einen Vergleichswert dar, den aufwendigere Lernverfah-
ren mit Zugriff auf mehr Merkmale in jedem Fall schlagen sollten. Um weitere Einblicke in die
Qualitit einzelner Merkmale zu erhalten, wurden zudem Entscheidungsbdume mit dem Verfahren
C4.5 generiert und untersucht. Die Wurzel des Entscheidungsbaumes fiir den Datensatz KLAS-
SIK / POP ist die absolute Lautstirke, die Wurzel fiir TECHNO / POP ist der Durchschnitt
der Winkel im Phasenraum und die Wurzel fiir HIPHOP / POP schliefslich ist die Lénge der
Lieder. Diese Merkmale wurden auch fiir die das Lernen mit einer SVM relativ haufig gew#hlt,
vergleiche Tabelle 9.2 auf der vorherigen Seite.

Zumindest fiir zwei der drei Félle gilt, dass einfache Merkmale die Wurzel des Entscheidungs-
baumes bilden und komplexere Merkmale erst in den tieferen Ebenen der Baume zu finden sind.
Dies macht die Notwendigkeit auch weniger komplexer Merkmale deutlich, anhand derer Aus-
priagungen sich bereits eine grobe Trennung vollziehen ldsst.

9.3. Klassifikation von Benutzerpriaferenzen

Fiir vier unterschiedliche Benutzer sollte gelernt werden, welche Lieder der Benutzer mag und
welche nicht. Die Benutzer waren in der Lage, zwischen 50 und 80 positive und ebenso viele nega-
tive Beispiele zu nennen. Das Vorgehen entspricht prinzipiell dem der Genreklassifizierung. Neben
einer Abschéatzung der erreichbaren Giite des Lernergebnisses sind fiir einen Benutzer natiirlich
auch die selektierten Merkmale sehr interessant. Da die selektierten Merkmale bzw. die Ent-
scheidungsbdume aufer fiir die jeweiligen Benutzer selbst jedoch kaum einen Erkenntnisgewinn
bringen, wird an dieser Stelle auf eine umfangreiche Darstellung der Benutzermerkmale verzich-
tet. Die Entscheidungsbdume fiir die vier Benutzer unterscheiden sich in gleichem Mafe wie die
zugehdrigen Geschmécker. Nach einer Selektion und dem anschliefenden Lernschritt kann die
gelernte Hypothese dazu benutzt werden, dem Benutzer Vorschldge iiber ihm unbekannte Musik
zu machen.

Tabelle 9.3 zeigt die Werte fiir Accuracy, Precision und Recall fiir alle vier Benutzer. Der durch-
schnittliche Klassifikationsfehler liegt bei 9, 39%. Fiir die betrachteten Datensétze und zugrunde-
liegenden Verteilungen tauscht sich ein System, welches Benutzern Vorschldge unterbreiten soll,
nur in ungefahr einem Zehntel aller Vorschlége. Interessant war dabei das Ergebnis des zweiten
Benutzers. Sowohl bei den positiven wie auch bei den negativen Stiicken waren Lieder aus dem
Bereich Jazz vertreten. Das System war trotzdem in der Lage, zwischen diesen zu unterscheiden
und eine gute Hypothese zu generieren. Die Benutzer eins und drei haben jeweils einen umfas-
senden Querschnitt durch viele Genres geliefert. Diese waren in beiden Klassen vertreten.
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BENUTZER; | BENUTZER,; | BENUTZER3; | BENUTZER,
Accuracy | 95,19% 92,14% 90, 56% 84,55%
Precision | 92, 70% 98, 33% 90, 83% 85,87%
Recall | 99,00% 84, 67% 93, 00% 83, 74%
Fehler | 4,81% 7,86% 9, 44% 15, 45%

Tabelle 9.3.: Die Tabelle zeigt die Performanzmafie Accuracy, Precision, Recall und den Klassifi-
kationsfehler fiir die Klassifikation der Benutzerpréaferenzen aller vier Benutzer. Die
Werte wurden ebenfalls bestimmt mit einer 10-fachen Kreuzvalidierung einer SVM.

Das schlechtere Ergebnis fiir die Musikstiicke des vierten Benutzers ist darauf zuriickzufiihren,
dass liberwiegend Lieder von gleichen Alben verwendet wurden, die alle sehr dhnliche Merkmals-
auspragungen besitzen. Dies deckt sich mit der Beobachtung, dass das Ziehen mehrere Beispiele
aus jedem Musikstiick keine weitere Verbesserung der Vorhersageergebnisse bewirkt. Es konn-
te bereits bei dem Datensatz HIPHOP / POP gezeigt werden, dass die dhnlichen Musikstiicke
eines Albums Ballungen im Merkmalsraum bilden und diese nicht zu einer Verbesserung des
Lernergebnisses beitragen.

Die Erwartung war, dass das Lernen von Benutzerpriferenzen deutlich schwieriger ist als die
Klassifikation nach Genre. Es hat sich jedoch gezeigt, dass die Schwierigkeit vergleichbar ist mit
der Schwierigkeit der Unterscheidung von Genres wie Techno und Pop. Problematisch ist jedoch
die Beschaffung negativer Beispiele, da diese selten vorliegen und hiufig nicht bekannt sind.

9.4. Abhidngigkeit von der Qualitat der Daten

Als letztes sollte die Robustheit der Merkmale experimentell untersucht werden. Je geringer die
Anfélligkeit fiir verschiedene Qualitdten des Ausgangsmaterials ist, desto grofer ist der Nutzen fiir
praktische Anwendungen. Es existiert eine Vielzahl von Kodierungsverfahren, die das akustische
Material abhéngig von einem Parameter fiir die Kodierungsqualitédt (Bitrate) unterschiedlich
gut digitalisieren. Fiir die weit verbreiteten Formate MP3 und Ogg gilt, dass mit einer Bitrate
Jjenseits von 128 kbit/s kaum ein Unterschied zur Qualitdt einer CD wahrgenommen werden
kann. Daher besitzen die meisten Musikstiicke dieser Formate auch eine entsprechende Bitrate,
vereinzelt sind jedoch auch Lieder mit niedrigeren Bitraten wie 96 oder 64 kbit/s in Benutzung.
Bei einer Kodierung unterhalb von 64 kbit/s ergeben sich jedoch starke Kodierartefakte, die die
Qualitdt der Musikstiicke stark beeintrichtigen.

Abbildung 9.4 (a) zeigt die Abhéngigkeit der Accuracy von der verwendeten Bitrate fiir den
Datensatz KLASSIK / POP. Fiir hohere Bitraten als 128 kbit /s war eine Klassifizierung fehlerfrei
moglich. Fiir alle gdngigen Bitraten unterhalb dieses Wertes ist allenfalls ein leichter Anstieg des
Klassifikationsfehlers zu beobachten. Bei einer Bitrate von 16 kbit/s betragt die Accuracy immer
noch 96, 88%. Bei dieser Qualitit sind die Kodierungsartefakte bereits so stark, dass das Erkennen
der Lieder durch menschliche Hérer kaum noch maoglich ist. Die Merkmale weisen beziiglich der
Kodierungsqualitit also eine geniigend hohe Robustheit auf, fiir alle gingigen Bitraten ist kein
signifikanter Fehleranstieg zu verzeichnen.

Eine weitere Experimentreihe sollte die Anfilligkeit fiir Rauschen und Verzerrung iiberpriifen.
Dazu wurden die Musikstiicke mit einem normalverteilten Rauschen mit verschiedenen Stan-
dardabweichungen iiberlagert und dadurch stark verzerrt. Abbildung 9.4 (b) zeigt die Ergebnisse
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Die linke Abbildung zeigt die Accuracy fiir den Datensatz KLASSIK / POP fiir
unterschiedliche Bitraten bei der Kodierung. Rechts wurde die Abhéngigkeit von
verschieden starken Verzerrungen gemessen. Die Merkmale sind robust genug,
um auch mit grofen Qualitdtsverminderungen umgehen zu kénnen.

dieser Messreihe. Die Auswirkungen einer Verzerrung sind wesentlich stirker als die unterschied-
licher Kodierungsqualitidten. Viele der Merkmale basieren auf dem Frequenzspektrum der Lieder,
Rauschen fiigt diesem weitere Frequenzen hinzu. Trotzdem bewirkt eine Verzerrung, deren Stan-
dardabweichung der Hélfte des Maximalwertes der Lieder entspricht, lediglich eine Verschlechte-
rung auf 93%. Bei diesem Rauschen sind die Lieder bereits so stark verzerrt, dass eine Erkennung
einzelner Titel unmoglich ist. Selbst mit einer Verzerrung, die dem 20-fachen des Maximalwer-
tes entspricht, ist eine Klassifizierung mit einer Accuracy von 67% moglich. Es zeigt sich also
erneut die Robustheit der Merkmale, da Verzerrungen in diesem Ausmafs in der Praxis kaum
vorkommen diirften und eine Klassifikation solchen Materials ohnehin nicht von Interesse ist.
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Zusammenfassung und Ausblick

Die Klassifikation von umfangreichen Wertereithen wie Audiodaten erfordert die effiziente Ex-
traktion von aussagekréftigen Merkmalen direkt aus der Wellenform der Daten. Die Methoden
der statistischen Zeitreihenanalyse wurden hierzu in Gruppen eingeteilt und systematisiert. Au-
ferdem wurde die Effizienz aller Methoden durch Laufzeitanalysen nachgewiesen. Zusammen
mit einem erweiterten Konzept der Fensterung kénnen Methodenbdaume zur Merkmalsextraktion
konstruiert werden. Es wurde gezeigt, dass die Fensterung effizienter Methoden ebenfalls effi-
zient arbeitet, das gleiche gilt fiir die Methodenbdume. Sie kénnen also fiir die Extraktion aus
umfangreichen Wertereihen verwendet werden.

Dariiberhinaus erlaubt die Systematisierung und die Effizienz der Methoden die Anwendung au-
tomatisierter Verfahren, um eine optimale Merkmalsmenge zu extrahieren. Der in dieser Arbeit
vorgestellte Ansatz basiert auf genetischer Programmierung. Die Individuen sind Methodenb&u-
me, die nur auf einer Teilmenge der Daten evaluiert werden brauchen. Mutationen dndern die
Struktur der Bdume oder tauschen Methoden aus, Kreuzungen sind realisiert durch Umhén-
gen von Teilbdumen. Als Ergebnis wird ein Methodenbaum geliefert, der auf dem kompletten
Datensatz zur Merkmalsextraktion eingesetzt werden kann.

Die Transformation von Wertereihen zu Merkmalsvektoren wurde anhand verschiedener Klassifi-
kationsaufgaben fiir Audiodaten demonstriert. Mit einem automatisch extrahierten Merkmalssatz
war eine Genreklassifikation Klassik / Pop fehlerfrei moglich, die wesentlich schwerere Unter-
scheidung der Genres Techno / Pop bzw. Hip Hop / Pop gelingt mit einem Fehler von 7% bzw.
17%. Die Klassifikation von Benutzerpriferenzen ist mit einem Fehler von durchschnittlich 9%
moglich. Weitere Experimente zeigten, dass die Robustheit der Merkmale weit {iber praktische
Anforderungen hinaus gehen. Es ist kein Qualitdtsunterschied fiir alle gdngigen Kodierungsbitra-
ten festzustellen. Erst wenn das Signal so stark verzerrt ist, dass auch menschlichen Hérern keine
Genrezuordnung mehr gelingt, ist eine Verfélschung der Vorhersageergebnisse zu beobachten.

Im ersten Kapitel wurden Kriterien genannt, an denen sich die vorgestellte automatisierte Merk-
malsextraktion messen soll. Diese werden nun im einzelnen untersucht:

Klassifikationsgiite: Die vorgestellten Merkmale eignen sich fiir eine Klassifikation von Audi-
odaten. Fiir die Klassifikationsaufgabe KLASSIK/POP wurde eine fehlerfreie Vorhersage
auf dem verwendeten Datensatz erreicht. In [54, 55] wurde fiir diese Lernaufgabe eine Accu-
racy von 93% angegeben. Fiir die Lernaufgabe HIPHOP/POP, fiir die aus |55] eine Accura-
cy von etwa 66% berechnet werden kann, wurde eine Genauigkeit von 82% ermittelt. Auch
wenn keine standardisierten Datensétze existieren, so entspricht die Klassifikationsgiite zu-
mindest der gleichen Grofenordnung oder ist besser als die bisher erreichten Genauigkeiten
in der Vorhersage.
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Verstindlichkeit: Alle extrahierten Merkmale waren in der Doméne der Musikdaten erklarbar.
Die Interpretation der Winkel und Absténde der Elemente im Phasenraum gestaltete sich
am schwierigsten, da diese Merkmale bisher nicht fiir Audiodaten extrahiert wurden und
eine Rekonstruktion des Zustandsraums fiir Audiodaten noch nicht durchgefiithrt wurde.

Minimierung des Benutzeraufwandes: Durch die automatisierte Auswahl und Kombinati-
on der Methoden wird der Benutzeraufwand fiir die Merkmalsextraktion minimiert. Es
miissen nur noch die Daten bereitgestellt und die Klassen definiert werden. Das Ergebnis
ist ein Methodenbaum, der zur Merkmalsextraktion vor einem beliebigen Lernverfahren
auf beliebigen Daten angewendet werden kann. Durch die Integration in die maschinelle
Lernumgebung YALE kann die gleiche Umgebung zur Merkmalsextraktion und zum Lernen
verwendet werden.

Einfache Extraktion von Hand: Der Benutzer hat jederzeit die Moglichkeit, eigene Metho-
denbdume zu konstruieren und auf diese Weise von Hand Merkmale zu extrahieren. Diese
kénnen leicht anderen Methodenbdumen hinzugefiigt werden, auch solchen, die automa-
tisiert generiert wurden. Die Integration in YALE erlaubt eine einheitliche Baumstruktur
und Parametereinstellung, durch die graphische Benutzeroberfliche ist das Zusammenstel-
len von Methodenbidumen denkbar einfach.

Vollstandigkeit: Sofern bekannt wurden alle bereits genutzten Methoden zur Merkmalsextrak-
tion fiir die Klassifikation von Wertereihen integriert. Eine Vollstdndigkeit fiir alle Verfahren
der Zeitreithenanalyse wurde nicht angestrebt. Durch das Konzept der allgemeinen Fenste-
rung sind neue Moglichkeiten der Kombination entstanden.

Systematisierung: Die Systematisierung der Methoden zur Wertereihenanalyse und die Ein-
teilung in die Gruppen Transformationen und Funktionale ermd&glicht sowohl eine automa-
tisierte Validitatspriifung der Methodenb&dume als auch eine gute automatisierte Merkmals-
extraktion. Bis jetzt konnten alle Methoden in diese Systematik gruppiert werden. Dies gilt
auch fiir die Untergruppe der Auszeichnungstransformationen, die bisher nicht einzuordnen
waren.

Robustheit: Die extrahierten Merkmale sind robust gegeniiber verschiedene Qualitdten der
Kompression sowie unterschiedlich starke Verzerrungen. Die Anfélligkeit fiir Verzerrungen
ist etwas hoher. Allerdings dndert sich die Klassifikationsgiite erst fiir nicht mehr als horbar
zu bezeichnende Daten.

Effizienz: Alle eingesetzten Methoden wurden auf ihre Effizienz {iberpriift. Die meisten ar-
beiten mit linearer Laufzeit O(n) oder mit O(nlogn). Lediglich die diskrete Fourier-
Transformation arbeitet mit quadratischer Laufzeit, kann aber durch die schnelle Fourier-
Transformation ersetzt werden.

Echtzeitfihigkeit: Die Ubertragung der Ergebnisse einer automatisierten Merkmalsextraktion
fiir einen Echtzeitbetrieb sind nur bedingt moglich. Sie gelingt nur fiir allgemeingiiltige
Lernaufgaben wie die Genreklassifikation. Dort erzeugt man einmal die Merkmale und im-
plementiert die Extraktion effizient, so dass eine Extraktion und Klassifikation wihrend des
Hérens moglich ist. Bei der Klassifikation nach Benutzerpréferenz ist dieses Vorgehen nicht
moglich, da eine stdndige Adaption geschehen miisste und die Anzahl der Generationen bei
der automatisierten Merkmalsextraktion unbekannt ist.

Die meisten der Kriterien wurden erfiillt. Die Ubertragung der Merkmalsextraktion auf Echt-
zeitanwendungen gelingt jedoch nur bei allgemein festgelegten Klassifikationsaufgaben wie der
nach Genre. Zudem wurden einige Detailfragen nur angeschnitten und verdienen eine genauere
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Betrachtung. Auch wurden einige weitergehende Anforderungen deutlich. Im einzelnen waren
dies:

Visualisierung: Eine Merkmalsextraktion durch den Benutzer kann nur mit Wissen iiber den
Datenraum durchgefiihrt werden. Einer Merkmalsextraktion und dem Lernen geht daher
héufig eine Dateninspektion der Wertereihe in verschiedenen Rdumen und nach Anwendung
von Filtern voraus. Wiinschenswert wére die Definition von Schnittstellen, so dass verschie-
dene Systeme auf unterschiedliche Formen der Visualisierungen zuriickgreifen kénnen und
die Einbindung weiterer Operatoren zur Datenvisualisierung.

Zusitzliche Transformationen: Zusatzliche Basistransformationen und Filter sind denkbar.
Eine Transformation, die verschiedene Wavelets in der Reihe sucht, und die Berechnung
von TFIDF Werten der vorkommenen Wavelets konnte ebenfalls interessante Merkmale
liefern. Auch eine weitergehende Berlicksichtigung nichtlinearer dynamischer Systeme ist
wiinschenswert, so z. B. die Bestimmung von Attraktoren und ihrer Invarianten.

Anwendung auf anderen Datensétzen: Liefern die behandelten Methoden auch auf anderen
umfangreichen Datensédtzen dhnlich gute Ergebnisse? Eine praktische Evaluierung steht
noch aus.

Weniger Beispiele: Es hat sich gezeigt, dass eine Beschaffung der Daten gerade fiir die Klassi-
fikation der Benutzerpréferenzen, problematisch ist. Kaum ein Benutzer kann ausreichend
negative Beispiele nennen. Eine Bestimmung von wahrscheinlich negativen Beispielen aus
einer Musikdatenbank und anschliefiender Riickfrage beim Benutzer (active learning [53])
konnte dieses Problem beseitigen.

Beispielsgewichtung: Manche Lieder sind prototypisch fiir ein bestimmtes Genre oder den
Benutzergeschmack. Diese diirfen keinesfalls falsch klassifiziert werden. Eine Gewichtung
der Beispiele oder einzelner Passagen soll diesem Umstand Rechnung tragen.

Effizientere Fensterung: Das allgemeine Konzept der Fensterung hat sich als gut und effizi-
ent erwiesen. Der Allgemeinheit wird allerdings eine weitere Effizienzsteigerung geopfert.
Der gleitende Durchschnitt einer Reihe kann z.B. leichter berechnet werden, indem man
sich die Summe der Werte merkt und stets beziiglich des aktuellen Fensters aktualisiert
und anschlieftend durch die Fensterbreite dividiert. Es stellt sich die Frage, ob diese Effi-
zienzsteigerung, die im speziellen fiir gleitende Durchschnitte durchgefiihrt werden kann,
auch im Allgemeinen durch die Entwicklung geeigneter Datenstrukturen funktioniert. Kann
man also auch bei anderen Funktionalen und Transformationen ,updaten, um Laufzeit zu
sparen?

Im Bereich der Audiodaten sind mit Hilfe der vorgestellten Merkmale verschiedene Anwendun-
gen denkbar. Ein Musik-Einkaufsberater kann inhaltsbasierte Vorschldge fiir Benutzer erstellen.
Online Portale und Versandhéndler kénnen Kunden auf diese Weise individuell bewerben. Ein
erweitertes Abspielprogramm kann momentane Stimmungen beriicksichtigen und das Benutzer-
verhalten analysieren. Uberspringt der Benutzer einzelne Lieder werden diese als negativ ge-
kennzeichnet und die Abspielliste kann entsprechend adaptiert werden. Zu guter Letzt ist auch
ein elektronischer Diskjockey (DJ) denkbar, der die Lieder in ihrer Abfolge betrachtet. Dabei
muss die Ahnlichkeit der Zeitreihen untereinander beachtet und eine vorgegebene Stimmung
oder Situation beriicksichtigt werden. Auf diese Weise kann das Programm fiir verschiedene Ver-
anstaltungen wie Hochzeiten oder Diskotheken benutzt werden.
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ANHANG A

Implementierung

Die Implementierung aller vorgestellten Methoden erfolgte in Java. Im Vergleich zu einer auf
einen bestimmten Prozessortyp optimierten C++ - Implementierung ist diese zwar langsamer,
dafiir jedoch in die Experimentierumgebung YALE integriert. Dadurch sind die Methoden schnell
benutzbar, kombinierbar, und erlernbar. Auf diese Weise konnen konzeptionelle Ideen iiberpriift
werden, eine Umsetzung in reale Systeme muss dann gesondert erfolgen.

Das Konzept von YALE basiert auf Badumen von Operatoren, welche durch ihre Eingabe, ihre
Ausgabe und ihre Funktion definiert sind [12, 33]. Damit lasst sich das Konzept der Metho-
denbdume direkt in YALE eingliedern. Jede Transformation und jedes Funktional ist ein YALE
Operator, der das Interface ValueSeriesOperator implementiert. Es ist durchaus méglich, dass
mehrere Funktionale in einem Operator vereinigt sind, z. B. Durchschnitt und Varianz oder dass
eine Berechnung auf mehrere Transformationen und Funktionale verteilt wird (Bsp: Winkel im
Phasenraum). Diese allgemeine Schnittstelle erlaubt beliebige Operationen auf einer Werterei-
he, unter anderem die besprochenen Transformationen und die Extraktion von Merkmalen bzw.
die Anreicherung mit Auszeichnungen. Weiterhin werden Methoden bereitgestellt, die die An-
derung eines Parameters iibernehmen fiir die Benutzung in einem Automatisierungsansatz wie
der in Kapitel 8 besprochenen genetischen Programmierung. Jeder Operator kann dariiberhinaus
definieren, ob er liberhaupt fiir eine solche Automatisierung benutzt werden darf.

Von dem Interface erben weitere Schnittstellen, die von den Funktionen und Transformationen
implementiert werden miissen. Fiir jede dieser Schnittstellen wird eine abstrakte Klasse bereit
gestellt, so dass die meisten Methoden bereits sinnvoll implementiert werden. Alle hier bespro-
chenen Methoden werden durch eine solche Klasse implementiert, die zugleich ein YarLe Operator
als auch ein Objekt des Typs ValueSeriesOperator ist. Abbildung A.1 zeigt die Schnittstellen
und ihre Hierarchie.

e interface de.ingo_mierswa.valueseries. ValueSeriesOperator

o interface de.ingo_mierswa.valueseries.functions. Function

o interface de.ingo__mierswa.valueseries.transformations. Transformation
— interface de.ingo__mierswa.valueseries.transformations.basis.BasisTransformation
— interface de.ingo__mierswa.valueseries.transformations.filter. Filter
— interface de.ingo__mierswa.valueseries.transformations.markup.MarkupTransform.

Abbildung A.1.: Die Schnittstellen-Hierarchie fiir die Methoden zur Werterethenbehandlung
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A. Implementierung

Zusétzlich zu den Methoden stehen auch noch die in Kapitel 9 besprochenen Operatoren zur
Visualisierung, zum Einladen der Reihen (insbesondere der Musikdaten) und zur Aufteilung der
Vorverarbeitung zur Verfiigung. Genauere Informationen zu den Klassen und Methoden sind
der API-Dokumentation zu entnehmen, die dieser YALE Erweiterung beiliegt. Der Quellcode ist
unter Beriicksichtigung der GNU Public License (GPL) frei einsehbar.

Verfiigbare Operatoren zur Behandlung von Wertereihen

Die Beschreibung aller YALE Operatoren zur Behandlung von Wertereihen wiirde den Rahmen
dieses Dokumentes sprengen. Daher steht eine englische Dokumentation der Operatoren und ihrer
Parameter zur Verfiigung [32]. An dieser Stelle werden lediglich alle Operatoren in ihren jeweiligen
Gruppen aufgelistet und kurz beschrieben. Jeder Operator definiert durch die Implementierung
einer abstrakten Methode, ob er im Rahmen automatischer Vorverarbeitung eingesetzt werden
kann oder nicht.

Allgemeine Operatoren

Allgemeine Operatoren zur Behandlung von Werterethen, die auch die Méglichkeit zum Einladen
von Reihen mit anschliefender Merkmalsextraktion bieten. Weitere Operatoren visualisieren die
Ergebnisse oder schreiben sie in Dateien.

Branching: Teilt die weitere Vorverarbeitung auf.

GnuPlotWriter: Schreibt die Reihe in ein Gnuplot Dateiformat.

MusicExampleSource: Liest Musikstiicke ein und bildet Beispiele aus ihnen (ExampleSet).
MusicPlay: Spielt eine Wertereihe als Musikstiick ab.

MusicPreprocessing: Liest Musikstiicke ein und extrahiert Merkmale geméf der inneren Ope-
ratoren. Bildet aus den Merkmalsvektoren Beispiele (ExampleSet).

MusicWriter: Schreibt die Reihe in ein Musik-Dateiformat.

SinusGenerator: Generiert eine Superposition von harmonischen Schwingungen (zu Testzwe-

cken).

ValueSeriesGP: Fiihrt auf den gegebenen Daten eine automatisierte Merkmalsextraktion mit
Hilfe genetischer Programmierung durch.

ValueSeriesPreprocessing: Extrahiert Merkmale aus den als Instanzenmenge gegebenen Rei-
hen (ExampleSet).

Visualizer: Zeigt die Reihe und Merkmale an.
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Funktionale

Funktionale umfassen alle Operatoren zur Merkmalsextraktion, d. h. alle Methoden aus Kapitel 7
iiber Funktionale. Einige Operatorketten erlauben die Definition innerer Funktionen und bilden
somit die Kombinationsfunktionale.

AbsoluteAverage: Berechnet den Durchschnitt der Betrige.
Amplitude: Berechnet die grofite Auslenkung.
AmplitudeIndex: Berechnet die Stelle der groften Auslenkung (wie Max- oder MinIndex).

Average: Berechnet eine Durchschnittsfunktion; z. B. das arithmetische oder das geometrische
Mittel.

Centroid: Berechnet den Zentroiden.

CombinedFunction: Berechnet die arithmetische Kombination zwei anderer Funktionale (Kin-

der).
Interval2SingleValues: Berechnet Merkmale aus den Intervallen der Wertedimensionen.

LengthGenerator: Berechnet die Linge der Reihe.

LinearRegression: Berechnet Steigung, y-Achsenabschnitt und Diskrepanz der Regressionsge-
raden.

Max: Berechnet das Maximum der Reihe.

MaxIndex: Berechnet die Stelle des Maximums der Reihe.

Min: Berechnet das Minimum der Reihe.

MinIndex: Berechnet die Stelle des Minimums der Reihe.

NonZeroValues: Berechnet alle Werte, die nicht Null sind.

NullGenerator: Liefert alle Werte der Reihe als Einzelwerte (Merkmale).

PeakFinder: Liefert die Amplitude, Stelle und Breite der k hochsten Peaks.
SingleCombinedFunction: Berechnet eine beliebige Funktion eines anderen Funktionals.

StatisticalIntervalFunction: Berechnet statistische Werte aus den Intervallen (auch Indexdi-
mension).

Weighted Average: Berechnet das gewichtete arithmetische Mittel.
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A. Implementierung

Transformationen

Bevor wir die Implementierung der einzelnen Methoden vorstellen, diskutieren wir einige allge-
meine Transformationen, die bei der Analyse von Wertereihen helfen kénnen.

Complex2Real: Wandelt die komplexen Zahlenwerte der Reihe entweder in Realanteil, Imagi-
néranteil oder Betrag der komplexen Zahl um.

DisplacementInterval Windowing: Eine Fensterung, die von der Auszeichnung in der Index-
dimension abhéngt.

FirstKValues: Wihlt die ersten & Werte als Sample.

FromToValues: Wihlt einen definierbaren Bereich der Reihe als Sample.

LastKValues: Wihlt die letzten k& Werte als Sample.

RandomKValues: Wihlt zuféllig £ zusammenhédngende Werte als Sample.
RandomPercentValues: Wihlt zuféllig einen Anteil zusammenhingender Werte als Sample.

ValueDimensionChange: Wechselt die betrachtete Wertedimension im Falle multivariater Da-
ten.

Windowing: Die allgemeine Fensterung mit beliebigen Schrittweiten, Fensterbreiten oder Uber-
lappungsgraden. Durch Festlegung des Uberlappungsgrades ist dieser Operator auch als
dynamische Fensterung verwendbar.

Basistransformationen

Diese Operatoren entsprechen den in Kapitel 3 vorgestellten Transformationen zur Anderung des
Raums der Reihen.

AngleTransformation: Bildet die Winkel zwischen Teilstiicken und verwendet diese als neue

Reihe.
AutoCorrelation: Berechnet die Autokorrelation, z. B. zur Bestimmung des Tempos.

CompletelntervalsTransformation: Bildet aus jedem Wert einen neuen Wert in Abhéngig-
keit des Intervalls des Wertes.

DiscreteFourierTransform: Fiihrt eine diskrete Fourler-Transformation durch.

DisplacementDifferences: Bildet die Abstande der Werte ungleich Null in der Indexdimension
und verwendet diese als neue Reihe.

DistanceTransformation: Bildet die Abstande der Elemente der Reihe und verwendet diese
als neue Reihe.

FastFourierTransform: Fiihrt eine schnelle Fourier-Transformation durch.
Interval Transformation: Bildet fiir jedes Intervall der alten Reihe einen neuen Wert.

PhaseSpaceTransformation: Fiihrt eine Rekonstruktion des Zustandsraums durch. Bildet
hierzu die Transformierte der Rethe im Phasenraum.
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Filter

Diese Operatoren entsprechen den in Kapitel 4 vorgestellten Transformationen zur Filterung von

Reihen.

CharacteristicaExtractor: Behilt die Werte der Extrema und setzt die iibrigen Werte auf
Null.

DifferenceFilter: Berechnet die Differenz zwischen dem aktuellen Wert und seinem Vorgénger
fiir alle Werte.

DisplacementSubValue: Subtrahiert von jedem Wert in der Indexdimension den korrespon-
dierenden Wert in der Wertedimension.

DistortionFilter: Uberlagert die Wertereihe mit einem zufilligen Rauschen mit einer gegebe-
nen Standardabweichung.

Exponential Average: Berechnet eine exponentielle Glattung.

FilterTransformation: Filtert Werte nach gegebenem Kriterium aus, z.B. fiir einen Hoch-
oder Tiefpass.

Frequency2Bark: Skaliert ein Frequenzspektrum mit der Bark-Skala.
Frequency2ERB: Skaliert ein Frequenzspektrum mit der ERB-Skala.

NonZeroFilter: Entfernt alle Werte gleich Null. Dabei kénnen auch aus dquidistanten Reihen
nicht-dquidistante Reihen entstehen.

ScaleFilter: Wendet eine Skalierungsfunktion auf die Reihe an.
SmallValuesChopper: Entfernt alle Werte, die kleiner als p% vom Maximum sind.
TimeWindowFunction: Gewichtet jiingere Werte stérker.

WindowFunction: Gewichtet die Mitte eines Fensters starker als die Rander.

ZeroCrossingFilter: Erzeugt eine neue Reihe, bei denen alle Stellen mit Nulldurchgang den
Wert Eins besitzen und die iibrigen Null sind.

Auszeichnung

Diese Operatoren entsprechen den in Kapitel 5 vorgestellten Transformationen zur Auszeichnung
von Reihen.

FunctionalIlntervals: Beginnt ein neues Intervall in Abhéngigkeit von einer wahlbaren Ent-
scheidungsfunktion.

KMeansIntervals: Bildet Intervalle in den Wertedimensionen mittels Clustering.

ValuelntervalBasedIntervals: Bildet Intervalle in der Indexdimension in Abhingigkeit von
Intervallen in einer Wertedimension.
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A. Implementierung

Forderungen an die Implementierungen

Die Forderung nach Aquidistanz kann ohne weiteres fallengelassen werden, da die Methoden so
implementiert sind, dass sie auch mit nicht dquidistanten Daten umgehen kénnen. Bei multiva-
riaten Rethen wird jedoch nur eine Dimension der Reihe zu jedem Zeitpunkt betrachtet.

Die im Text gestellten Forderungen
e Wert z; einer bestimmten Dimension der Reihe in O(1),
e damit auch index(i) in O(1),
o die Bestimmung des Intervalls des i-ten Punktes in O(1),

sind alle erfiillt. Sowohl die Werte der Index- als auch die der Wertedimensionen stehen als Array
komplexer Zahlen zur Verfiigung, wodurch ein Zugriff in konstanter Zeit ermdoglicht wird. Die
Bestimmung des Intervalls des i-ten Punktes in konstanter Zeit ist optional moglich (hoherer
Speicherverbrauch). Andernfalls wird die Bestimmung des Intervalls in linearer Zeit in Abhén-
gigkeit von der Anzahl der Intervalle durchgefiihrt, im schlimmsten Fall also in O(n) fiir eine
Reihe der Lange n.
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ANHANG B

Vorverarbeitung von Musikdaten

Die Uberfithrung der Musikdaten in ein Zahlenformat, um aus den Daten Reihen zu bilden, ist
auf mehrere Weisen moglich. Zunéchst kann man die von Java bereitgestellten Routinen zum
Einlesen von Audiodaten benutzen. Dies bringt jedoch mehrere Nachteile mit sich:

e Java unterstiitzt nur wenige Datei- und Kompressionsformate. Eine vorherige Konvertie-
rung muss also ohnehin mit einem externen Programm erfolgen.

e Die Elongationen zu den verschiedenen Zeitpunkten kénnen nicht direkt gelesen werden.
Eine Konvertierung in ein Vektorformat ist aber unumgénglich.

Es hat sich daher angeboten, die Konvertierung der Musikdaten in ein Vektorformat mit einem
externen Programm durchzufiihren: sox! (SOund eXchange tool).

Sox

Das Kommandozeilenformat von sox ist

sox in.ext out.ext

wobei ext die Dateierweiterung eines der vielen unterstiitzten Formate ist. Die m&glichen Formate
umfassen neben den verschiedenen Wave-Formaten mit unterschiedlichen Kompressionsmetho-
den auch komprimierte Formate wie ogg oder au. Das Ausgabeformat dat liefert ein Musikstiick
in einem Textformat. Jede Zeile entspricht einem der dquidistanten sample points:

zeitpunkt; elongation;
und die Elongationen sind normiert auf das Intervall -1 bis 1. Auflerdem kann mittels der Option
-t eine sample rate eingestellt werden, die Option -c definiert die Zahl der Kanile.

Aus lizenzrechtlichen Griinden kann sox jedoch nicht das weitverbreitete MP3 Format konver-
tieren. Daher ist ein Umweg iiber ein weiteres externes Programm namens mpg123% nétig. Dieses

LErhiltlich fiir alle Plattformen unter http://sox.sourceforge.net/.
2Erhiltlich unter http://waw.mpg123.de/, Versionen fiir andere Plattformen sind ebenfallsim Tnternet verfiigbar.
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B. Vorverarbeitung von Musikdaten

erzeugt aus den MP3 Dateien zundchst Wave-Dateien mit der Endung .wav:

mpgl23 -b 10000 -s filename.mp3 | sox -t raw -r 44100 -s -w -c¢ 2 filename.wav

Die integrierten Operatoren und Einladeroutinen der YALE Operatoren sorgen fiir die richtige
Konvertierung der Daten, es muss lediglich sichergestellt werden, dass die Programme mpg123
und sox installiert und aufrufbar sind. Weitere Informationen iiber die betreffenden Programme
und ihrer Optionen sind in den Manual-Eintrdgen zu finden.
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ANHANG C

Installation

YALE 1ist verfligbar unter
http://yale.cs.uni-dortmund.de

Auf dieser Seite findet man auch ein Plugin fiir die Verarbeitung von Wertereihen, welche alle
hier vorgestellten Funktionen enthilt. Den Anweisungen der Seite folgend das Plugin in das
Verzeichnis 1ib/plugins von YALE kopieren.

Danach stehen alle Operatoren zur Behandlung von Wertereihen zur Verfiigung. Unter der oben
angegebenen Adresse finden sich auch die API-Dokumentation und eine englische Beschreibung
aller Operatoren [32].
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