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1 Einleitung

In einer Produktionsumgebung ist eine gute Maschinenbelegungsplanung Schlüssel
zur effizienten Nutzung der zur Verfügung stehenden Ressourcen und wirtschaftlichem
Handeln. Durch den Einfluss diverser Produktionscharakteristika können häufig keine be-
stehenden Lösungsalgorithmen zum Einsatz kommen. Die Entwicklung angepasster Algo-
rithmen für ein spezielles Szenario ist zeitaufwändig und kostenintensiv. Gupta [1] zeigte,
dass bereits ein paralleles Maschinenproblem mit zwei identischen Maschinen NP-schwer
ist. Folglich ist es für die meisten realistischen Maschinenbelegungsprobleme nicht effizient
möglich, eine optimale Lösung zu generieren. Stattdessen werden häufig Heuristiken ein-
gesetzt, um mit geringem Rechenaufwand eine möglichst gute Lösung zu berechnen. Bei
der Auswahl von Algorithmen ergeben sich zunächst die folgenden zwei Fragestellungen:

1. Welches Verfahren bzw. welche Vorgehensweise wird gewählt?

2. Wie wird der gewählte Algorithmus parametrisiert?

Zur automatisierten Auswahl von Heuristiken auf Basis von Problemspezifikationen
existieren bereits Vorarbeiten aus der vorangegangenen Bachelorarbeit [2, 3] und der Pro-
jektgruppe Autoschedule [4]. Hier wurde der Combinatory Logic Synthesizer (CLS) [5]
eingesetzt, um aus einer Menge von Algorithmenkomponenten anwendbare zu filtern und
zu lauffähigen Instanzen zusammenzufügen. Somit ist es möglich, nur einzelne Komponen-
ten bekannter Heuristiken an spezielle Produktionscharakteristika anzupassen, anstatt sie
vollständig neu designen zu müssen. Durch die Wiederverwendung dieser Komponenten
können diese Modifikationen automatisiert von mehreren Lösungsverfahren verwendet wer-
den, was den Anpassungsaufwand verringert und die Menge der zur Verfügung stehenden
Verfahren erhöht.

Ziel dieser Masterarbeit ist die Weiterentwicklung dieser Vorarbeiten. Konkret soll die
zweite Forschungsfrage beantwortet werden, indem ein Vorgehensmodell zur automati-
schen Parametrisierung von Algorithmen entworfen und implementiert wird. Am Beispiel
eines Evolutionären Algorithmus soll gezeigt werden, wie dieser automatisiert sowohl kon-
figuriert als auch parametrisiert werden kann. Algorithmenparameter lassen sich dabei in
zwei Kategorien unterteilen [6]:

1. Numerische Parameter, die reellwertig oder ganzzahlig und ggf. nach oben und unten
beschränkt sein können. Beispiele sind im Umfeld Evolutionärer Algorithmen die
Populationsgröße µ ∈ N oder die Mutationswahrscheinlichkeit pm ∈ [0, 1]. Ziel der
Suche ist es, den optimalen Wert im gültigen Intervall zu finden.

2. Kategorische Parameter, wie die Wahl des Selektionsverfahrens aus einer gegebe-
nen finiten Menge an Algorithmen. Zwischen den Elementen kann im Gegensatz zu
numerischen Parametern kein Distanzmaß angenommen werden.
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Das zu implementierende Framework bildet eine Erweiterung des bestehenden Kon-
zeptes zur Algorithmenkomponentisierung und anschließenden Synthese von Maschinen-
belegungsalgorithmen mittels kombinatorische Logik. In dieser Arbeit soll gezeigt werden,
dass diese auch zur Steuerung der kategorischen Parameter des Evolutionären Algorithmus
eingesetzt werden kann. Zusätzlich sollen auch die numerischen Parameter einer Kompo-
sition über das Framework automatisiert konfigurierbar sein. Eine Erweiterbarkeit des
Frameworks um neue Algorithmen soll durch die automatisierte Suche nach verfügbaren
Kombinatoren für die Inhabitation im ersten Syntheseschritt sichergestellt werden. Auch
die Identifikation von Variationspunkten und numerischen Parametern soll automatisiert
erfolgen, um die Integration neuer parameterbehafteter Verfahren zu erleichtern.

Ein weiteres Ziel der Arbeit ist die modulare Anbindung von Parameteroptimierern
an das Syntheseframework, sodass diese unabhängig vom entwickelten Vorgehensmodell
zur Komposition der Experimente bleiben und somit austauschbar sind. Es sollen zwei
Verfahren zur automatisierten Parameteroptimierung eingesetzt und verglichen werden,
um geeignete Komponenten und Parameter für ein gegebenes Testproblem zu identifizie-
ren. Dazu kann zunächst eine Gittersuche implementiert werden, die den Parameterraum
systematisch durchsucht. Dies liefert eine erste Einordnung der Parameter und ermöglicht
durch deren äquidistante Wahl einen direkten paarweisen Vergleich. Darüber hinaus kön-
nen durch die systematische Wahl die Beziehungen zwischen mehreren Einflussfaktoren
untersucht werden. Anschließend an die Gittersuche soll eine modellbasierte Parameter-
optimierung durchgeführt werden. Diese nutzt ein Surrogatmodell der Zielfunktion zur
Prädiktion des nächsten Versuchspunktes, was die Anzahl der Experimente auf Kosten
der Modellbildung reduziert. Alternative Parameteroptimierungsverfahren werden in Ab-
schnitt 3 besprochen.

Zusammengefasst soll die Arbeit die Möglichkeit einer automatisierten Parameteropti-
mierung eines aus Kombinatoren synthetisierbaren Algorithmus mittels modular angebun-
denen Parameteroptimierungsverfahren aufzeigen und evaluieren. Der Aufbau der Arbeit
lässt sich wie folgt zusammenfassen:

In Abschnitt 2 werden zunächst die Grundlagen zur Maschinenbelegungsplanung, zu
Evolutionären Algorithmen, zur Parameteroptimierung und zu kombinatorischer Logik,
die in der Arbeit Anwendung finden, dargelegt. In Abschnitt 3 wird anschließend auf die
aktuelle Forschung in den besprochenen Themengebieten eingegangen. Die Implementie-
rung des Syntheseframeworks wird in Abschnitt 4 erläutert. Dabei wird zunächst auf die
implementierten Komponenten des Evolutionären Algorithmus und anschließend auf die
Konzeption der Parameteroptimierung eingegangen. In Abschnitt 5 erfolgt die Anwendung
der Parameteroptimierungsverfahren auf ein Testproblem und eine Evaluation der ermit-
telten Parameter. Die Arbeit schließt mit einer Diskussion der Ergebnisse in Abschnitt 6
und einer Zusammenfassung in Abschnitt 7.
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2 Grundlagen

In diesem Abschnitt der Arbeit werden zunächst die Grundlagen der verwendeten Kon-
zepte erläutert. Im ersten Teil werden Maschinenbelegungsprobleme, ihre Klassifikation
und Notation als Anwendungsfall der Arbeit beschrieben. Anschließend wird eine Über-
sicht über die in der Literatur gängigen algorithmischen Komponenten des zu implementie-
renden Evolutionären Algorithmus gegeben, der zur Lösung eines Maschinenbelegungspro-
blems verwendet werden soll. Nach der Betrachtung der beiden verwendeten Parameter-
optimierungsverfahren zur Parametrisierung des Evolutionären Algorithmus schließt der
Abschnitt mit der Erläuterung der Typtheoretischen Grundlagen des dazu verwendeten
Syntheseframeworks CLS.

2.1 Maschinenbelegungsplanung

Die Maschinenbelegungsplanung ist eine Disziplin der Informatik und Logistik, die sich
der effizienten Zuweisung von Arbeitsaufträgen (engl. „jobs“) auf verfügbare Maschinen
widmet. Sie ist essenziell für die Planung und Steuerung von Fertigungsprozessen in der
Industrie, die Verteilung von Aufgaben auf Mitarbeitende, die Zuweisung von Rechen-
zeit auf parallel rechnender Hardware und viele weitere vergleichbare Aufgaben der Res-
sourcenverteilung [7, S. 3]. Insbesondere kann eine effizientere Planung von beispielsweise
Fertigungsprozessen zu einer Steigerung der Produktivität bzw. Reduzierung der Produk-
tionskosten und damit zu erhöhter Wettbewerbsfähigkeit führen. Sie ist somit insbesondere
ein wichtiges Instrument zur Optimierung der Wirtschaftlichkeit von Fertigungsprozessen
[8, S. 1 f.][9, S. 1].

Die Maschinenbelegungsplanung wird relevant, sobald mehrere Aufträge konkurrierend
auf dieselbe Ressource zugreifen und eine Entscheidung bezüglich der Priorisierung und so-
mit Reihenfolge erfolgt. Konzepte der Maschinenbelegungsplanung werden in der Literatur
häufig aus Sicht einer Produktion beschrieben, indem von „Aufträgen“ und „Maschinen“
gesprochen wird [7, S. 3]. Dies schränkt jedoch in keiner Weise die Anwendbarkeit der
Konzepte auf andere Probleme zum Beispiel aus der Informatik, Kommunikationstechnik
oder der Logistik ein.

In der Maschinenbelegungsplanung kommt es durch die Heterogenität der produk-
tionsspezifischen Anforderungen an die Planungssysteme zu einer großen Bandbreite an
Problemspezifikationen. Um überhaupt Lösungsansätze für bestehende Planungsprobleme
entwickeln zu können, werden die Prozesse der Fertigung abstrahiert. Das Abstraktions-
level bestimmt dabei maßgeblich die Passgenauigkeit der entwickelten Lösungsmethoden,
steuert aber auch die Entwicklungs- und Problemkomplexität, die sich letztlich in der Ent-
wicklungszeit und auch der resultierenden Laufzeit des Planungssystems widerspiegelt [10,
S. 11 f.].
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Ziel der Maschinenbelegungsplanung ist die Erzeugung eines gültigen und gemäß der
Zielfunktion möglichst guten Ablaufplanes. Dieser enthält Informationen über die Reihen-
folge der Aufträge (sequencing), ihrer Maschinenzuweisungen (machine allocation) und der
Start- und Endzeiten (timing) auf den entsprechenden Maschinen [11, S. 2]. Ein Ablaufplan
ist gültig, wenn er alle Aufträge mit den entsprechenden Prozesszeiten überlappungsfrei
eingeplant hat und gegen keine der Nebenbedingungen verstößt.

2.1.1 Notation

Um Maschinenbelegungsprobleme kategorisieren zu können, schlugen Graham et al.
[12] ein Notationsschema vor, das das zu modellierende Maschinenbelegungsproblem als
3-Tupel

α | β | γ

ausdrückt. Die drei Felder α, β, γ beschreiben die verschiedenen Aspekte des Maschinen-
belegungsproblems, die im Folgenden einzeln erläutert werden. Dazu wird in dieser Arbeit
konsistent die erweiterte Notation von Ruiz et al. [13] genutzt. Weiterhin wird die Menge
der Aufträge j ∈ 1 . . . n (bzw. k falls zwei verschiedene Aufträge existieren) als N be-
zeichnet. Die Menge der Bearbeitungsstufen i ∈ 1 . . .m wird als M und die Menge der
Maschinen mit l ∈ 1 . . .mi als Mi notiert [9, S. 13][13, S. 3].

2.1.2 Maschinenumgebung α

Die Maschinenumgebung α definiert die Anzahl und Anordnung der verfügbaren Ma-
schinen des Maschinenbelegungsproblems. Dies können eine einzelne Maschine bis hin zu
mehreren parallelen Produktionsstraßen oder individuellen Arbeitsstationen sein. Die typi-
schen Maschinenumgebungen bis zur Klasse der hybriden Flow Shops, die in dieser Arbeit
verwendet wird, sind in Tabelle 1 angegeben. Bereits ohne Nebenbedingungen sind die
angegebenen Maschinenbelegungsprobleme aus komplexitätstheoretischer Sicht ab zwei
parallelen Maschinen NP-schwer [1, S. 1 f.]. Die Komplexitätshierarchie der angegebenen
Problemklassen ist in Abbildung 1 gezeigt.

RM

QM FHm

PM Fm

1

Abbildung 1: Komplexitätshierarchie der Maschinenumgebungen nach Pinedo [9, S. 27].
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α Maschinenumgebung
1 Einmaschinenproblem: Es steht genau eine Maschine zur Verfügung, auf

der alle Aufträge bearbeitet werden müssen.
PM Parallele identische Maschinen: m parallele identische Maschinen, wobei

jeder Auftrag von genau einer der Maschinen bearbeitet werden muss. Die
Wahl der Maschine ist irrelevant, da sie identisch sind. P1 ist äquivalent zum
Einmaschinenproblem.

QM Parallele uniforme Maschinen: m parallele Maschinen mit unterschiedli-
chen Geschwindigkeiten vl. die Prozesszeit eines Auftrages j ergibt sich auf
Maschine l als plj = pj/vl.

RM Parallele unabhängige Maschinen: m parallele Maschinen, wobei jeder
Auftrag für jede Maschine unterschiedliche Prozesszeiten haben kann.

Fm Flow Shop: m Maschinen in Serie. Jeder Auftrag muss auf allen Maschinen
in derselben vorgegebenen Reihenfolge bearbeitet werden.

FHm Hybrider Flow Shop: m Bearbeitungsstufen. Jeder Auftrag muss auf allen
Bearbeitungsstufen jeweils auf genau einer Maschine bearbeitet werden. Pro
Bearbeitungsstufe stehen ggf. mehrere parallele Maschinen zur Verfügung. Die-
se können entsprechend wieder als PM , QM oder RM kategorisiert werden.
Ein hybrider Flow Shop mit zwei Bearbeitungsstufen mit vier identischen Ma-
schinen auf der ersten und zwei unabhängigen Maschinen auf der zweiten Stufe
kann also im α-Feld der Graham-Notation in der Notationsform nach Ruiz et
al. [13] als FH2, (P41, R22) dargestellt werden.

Tabelle 1: Verwendete Maschinenumgebungen der Maschinenbelegungsplanung in dieser Arbeit
nach Pinedo [9] und Ruiz et al. [13].
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2.1.3 Produktionscharakteristika β

Das Feld β notiert eventuell vorhandene zusätzliche Produktionscharakteristika. Die
in dieser Arbeit verwendeten sind in Tabelle 2 nach der Definition von Ruiz et al. [13]
beschrieben, wobei nur skip und Mj bei der Implementierung des Syntheseframeworks
bislang berücksichtigt wurden.

β Nebenbedingung
skip Stufenauslassung: Aufträge müssen nicht auf allen Stufen gefertigt werden.

Mj Maschinenqualifikationen: Aufträge können nur auf den für sie qualifizier-
ten Maschinen gefertigt werden. Für jeden Auftrag muss auf jeder Stufe, auf
der er gefertigt werden muss, mindestens eine Maschine qualifiziert sein.

rm Maschinenstartzeiten: Maschinen können erst verspätet verfügbar sein. Für
jede Maschine existiert eine Startzeit rm ≥ 0. Vor der Startzeit kann kein
Auftrag begonnen werden.

lag Stufenwechselzeit: Es existieren Transportzeiten zwischen den Bearbeitungs-
stufen.

Siljk Reihenfolgenabhängige Umrüstzeiten: Zwischen der Bearbeitung zweier
Aufträge existiert eine Umrüstzeit abhängig von dem die Maschine verlassenden
und dem nächsten Auftrag.

Ailjk Antizipative Umrüstzeiten: Einige Umrüstzeiten können bereits vor An-
kunft des Auftrages an der Maschine begonnen werden, sollte die Maschine frei
sein. Nur in Kombination mit Siljk.

fmls Auftragsfamilien: Aufträge können zu Auftragsfamilien gruppiert werden.
Aufträge derselben Familie benötigen keine Umrüstzeit zwischen den Bearbei-
tungen.

prec Reihenfolgenbedingung: Es existiert eine Prioritätsreihenfolge der Aufträge.
Niedrig priorisierte Aufträge können nicht bearbeitet werden, während höher
priorisierte unbearbeitet sind.

batch Stapelverarbeitung: Maschinen können mehrere Aufträge gleichzeitig bear-
beiten.

ddw Fälligkeitszeitfenster: Es existieren Fälligkeiten für die Fertigstellung von
Aufträgen als Zeitfenster. Findet die Fertigstellung zu früh oder zu spät statt,
führt dies zu einer Bestrafung in der Zielfunktion. Nur in Kombination mit
Fälligkeitsbasierten Zielfunktionen.

Tabelle 2: Verwendete Nebenbedingungen der Maschinenbelegungsplanung in dieser Arbeit nach
Pinedo [9] und Ruiz et al. [13].
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2.1.4 Zielfunktion γ

Die Zielfunktion bestimmt die Bewertung eines generierten Ablaufplanes und ermög-
licht einen qualitativen Vergleich zweier Lösungen während der Optimierung. Die am häu-
figsten verwendete Zielfunktion ist der Makespan

Cmax = max
j∈N,i∈M

{ Cij }

als Maximum der Fertigstellungszeitpunkte der Aufträge Cij unter Annahme der Produk-
tionsstarts bei t = 0 [14, S. 17 f.]. Der Makespan drückt also die Gesamtdauer für die
Fertigstellung alle Aufträge aus. Ein Gantt-Diagramm eines Ablaufplanes für eine paral-
leles Maschinenproblem mit eingezeichnetem Makespan ist in Abbildung 2 gezeigt.

J1 J3 J4

J7 J5

J6 J2

Cmax

Abbildung 2: Gantt-Diagramm eines Ablaufplanes mit eingezeichnetem Makespan.

Für die Implementierung des Syntheseframeworks wird der Makespan zugrunde gelegt.
Im Laufe der Arbeit tauchen zudem die Zielfunktionen Total tardiness

∑
Tj als Summe

der Verspätungen Tj und die gewichtete Verfrühung und Verspätung
∑

(w′
jE

dw
j +wjT

dw
j )

als Summe aller Verfrühungen Edw
j und Verspätungen T dw

j mit den Gewichten wj und w′
j

auf.

2.1.5 Einordnung in den Kontext der Arbeit

In dieser Arbeit wird ein hybrider Flow Shop modelliert. Dieser ist, wie bereits in Ta-
belle 1 beschrieben, durch mehrere Bearbeitungsstufen mit gegebenenfalls mehreren ver-
fügbaren Maschinen charakterisiert. Er stellt daher eine Kombination aus einem parallelen
Maschinenproblem und einer Flow Shop-Umgebung dar, was sich in der Komplexitätshier-
archie (Abb. 1) widerspiegelt. Eine schematische Darstellung eines hybriden Flow Shops
ist in Abbildung 3 zu sehen. Dieser besteht analog zum Beispiel aus Tabelle 1 aus zwei
Bearbeitungsstufen mit vier identischen Maschinen auf der ersten und zwei unabhängigen
auf der zweiten Stufe. Dazwischen befindet sich ein Puffer mit unbeschränkter Größe.
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M1,1

M1,2

M1,3

M1,4

Puffer
M2,1

M2,2

Stufe 1 Stufe 2

Abbildung 3: Schematische Darstellung eines beispielhaften hybriden Flow Shops.

In Mäckel et al. [3] wurde bereits gezeigt, dass Algorithmen auf in der Komplexitäts-
hierarchie niedrigere Probleme ebenfalls anwendbar sind, sodass das entwickelte Frame-
work automatisch auch auf Flow Shops, parallele Maschinen und Einmaschinenprobleme
anwendbar ist. Dies folgt direkt aus der Reduktion der Probleme durch Weglassung von
Bearbeitungsstufen oder der Reduktion der Maschinenzahl auf eins. Wie bereits erwähnt,
werden zusätzlich zur hybriden Flow Shop-Umgebung die Nebenbedingungen skip und
Mj umgesetzt. Die Zielfunktion wird variabel gehalten, in der Auswertung wird jedoch
ausschließlich der Makespan verwendet. Die Graham-Notation des in dieser Arbeit be-
trachteten Problems ergibt sich damit als

FHm, ((RM (i))mi=1) | skip,Mj | Cmax (1)

Zur Lösung des Maschinenbelegungsproblems wird ein Evolutionärer Algorithmus im-
plementiert. Dieser generiert einen Ablaufplan für eine gegebene Probleminstanz. Die Ge-
nerierung einer Startlösung, die anschließend iterativ verbessert wird, ist Teil des Algo-
rithmus. Die Grundlagen für den Aufbau und die verwendeten Operatoren werden im
folgenden Abschnitt beschrieben.
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2.2 Evolutionäre Algorithmen

In den 1950er Jahren wurden zum ersten Mal Versuche unternommen, die natürliche
Evolutionstheorie nach Darwin für technische Anwendungen zu adaptieren [15, S. 1][16,
S. 14]. Zu dieser Zeit waren heuristische Ansätze, das heißt Algorithmen, die ein gege-
benes Problem nicht garantiert optimal lösen [17, S. 55], noch nicht breit akzeptiert und
standen im direkten Konflikt mit der mathematischen Optimierung, für die beispielsweise
Konvergenzbeweise möglich waren [18, S. 9]. Auf Grund von schwacher Hardware konnten
auch die Lösungsgeschwindigkeiten zu dieser Zeit noch nicht überzeugen [15, S. 2]. Einen
Aufschwung erzielte das Forschungsfeld in den 1990er Jahren nach der Publikation des
Buches Genetic algorithms in search, optimization, and machine learning [19][15, S. 3].
Der Begriff „Evolutionärer Algorithmus“ bezeichnet die gesamte Gruppe von Ansätzen, die
sich an Analogien aus der Evolutionstheorie bedienen [20, S. 9]. Evolutionäre Algorithmen
unterscheiden sich dabei in einigen Punkten fundamental von anderen Lösungsstrategien
[19, S. 7]:

• EA nutzen eine Kodierung des Parameterraums.

• EA arbeiten mit einer Menge von Lösungen anstatt nur einem Punkt.

• EA benötigen kein Wissen über die Struktur der Zielfunktion wie zum Beispiel Ab-
leitungen, sondern arbeiten allein mit Funktionsauswertungen.

• EA nutzen Operatoren, die in Teilen dem Zufall unterliegen, anstatt mathematisch-
deterministischer Übergangsregeln.

Für die Operationen und Strukturen eines EA werden häufig Analogien zur Evolutions-
theorie gezogen [15, S. 3 f.][16, S. 13 f.]:

• Eine Lösung wird als Individuum bezeichnet.

• Die Menge aller aktuell betrachteten Lösungen bildet die Population.

• Operatoren auf den Lösungen werden Variationsoperatoren genannt. Diese lassen
sich in zwei Gruppen unterteilen:

– Mutationsoperatoren ändern ein Individuum.

– Rekombinations- oder Crossoveroperatoren erzeugen einen Nachkommen aus
mehreren Individuen.

• Selektionsoperatoren wählen eine Untermenge von Individuen aus der Population
aus.
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EA lassen sich nach der Definition von Sörensen et al. [17, S. 52][21, S. 6] als Meta-
heuristik kategorisieren, da sie ein allgemeines Framework zur Entwicklung von problem-
spezifischen Lösungsalgorithmen bilden. Sie bieten eine sehr robuste Basis und lassen sich
durch ihre allgemeine Struktur auf neue Probleme einfacher übertragen [16, S. 20 f.]. EA
lassen sich insbesondere sinnvoll einsetzen, wenn keine Informationen über die Topologie
der Zielfunktion oder genauere Systemeigenschaften vorliegen. Im Folgenden wird nun der
Aufbau eines Evolutionären Algorithmus beschrieben und auf einige gängige Operatoren
eingegangen, auf die im Implementierungsteil der Arbeit in Abschnitt 4 Bezug genommen
wird.

2.2.1 Aufbau

Der Aufbau eines Evolutionären Algorithmus ist in Abbildung 4 in Anlehnung an
Pétrowski et al. [15, Abb. 1.1] und Eiben et al. [16, S. 26 f.] als Flussdiagramm gezeigt.

Start: Initialisiere Population der Größe µ

Elternselektion: Wähle λ
Eltern aus der Population

Rekombination: Rekombi-
niere Eltern zu Nachkommen

Mutation: Mutiere El-
tern und Nachkommen

Überlebensselektion:
Wähle µ Individuen für
die nächste Population

Stop?

Stop: Gib bestes Individuum zurück

Ja

Nein

Abbildung 4: Schematischer Aufbau eines Evolutionären Algorithmus.
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Bei dem Algorithmus handelt es sich nach der Definition von Sörensen et al. [17, S. 56 f.]
speziell um eine populationsbasierte Metaheuristik. Das Verfahren wendet nach Generie-
rung der Menge an Startlösungen die beiden Variationsoperatoren Rekombination und
Mutation auf die Population an. Dies geschieht in einer iterativen Vorgehensweise. Mit je-
der Iteration wird die aktuelle Population in eine neue überführt. Die Variationsoperatoren
sorgen dabei zugleich für eine Diversifizierung der Individuen, als auch für das Auffinden
besserer Lösungen (Konvergenz) [16, S. 26]. Die Überlebensselektion am Ende der Schleife
sorgt für eine konstante Populationsgröße und steuert durch die Art der Wahl maßgeblich
die Diversität und Konvergenz der Lösungsmenge [16, S. 26]. Die Grundelemente Selektion,
Rekombination und Mutation werden in den folgenden Abschnitten beschrieben.

2.2.2 Eltern- und Überlebensselektion

Ein Selektionsoperator wird an zwei Stellen des Algorithmus eingesetzt. Zum einen
müssen in jeder Iteration Individuen zur Rekombination und Mutation ausgewählt wer-
den, zum anderen wird die Größe der Population am Ende jeder Schleife auf eine konstante
Größe beschränkt. Konzeptuell wird an beiden Stellen aus einer Population eine Untermen-
ge ausgewählt, dennoch kann nicht jeder Selektionsoperator an beiden Stellen verwendet
werden. Für die Überlebensselektion ist es nötig, dass genau µ Individuen für die nächste
Generation gewählt werden, um die Populationsgröße über die Iterationen konstant zu
halten, während die Anzahl der gewählten Individuen für die Variation prinzipiell beliebig
sein darf. Des Weiteren darf maximal einer der Operatoren eine zufällige Wahl durchfüh-
ren, da sonst kein Selektionsdruck gegen das Optimum entsteht. Andererseits sollten die
Operatoren gute Individuen nicht zu stark bevorzugen, um nicht gegen ein potenzielles
lokales Optimum zu konvergieren [15, S. 5 f.]. Es ist weiterhin nötig, eine Lösungsdiversität
in der Population zu erhalten, um das volle Potenzial der Variationsoperatoren, insbeson-
dere der Rekombination (siehe Abschnitt 2.2.5), zu entfalten [16, S. 26]. Das Phänomen,
dass im Laufe der Optimierung alle Individuen durch Variation identisch werden und in
einem lokalen Optimum enden, nennt man Genetic Drift [15, S. 7 ff.]. Es ist daher nötig,
je nach Ausprägung der Zielfunktion, die Selektionsoperatoren derart zu wählen und ggf.
zu parametrisieren, dass ein Selektionsdruck gegen das Optimum besteht, um die Kon-
vergenz der Population zu fördern, aber auch eine Lösungsdiversität zu erhalten, um aus
lokalen Optima zu entkommen. Es werden nun drei Selektionsmethoden aus der Literatur
vorgestellt, die in der Arbeit implementiert und evaluiert wurden [16]:
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Zufällige Wahl Die zufällige Wahl der Individuen bietet sich für die Elternselektion
an, um eine unverzerrte Untermenge der Population für die Variation zu erhalten. Diese
Methode fördert die gleichmäßige Suche über den Suchraum, der Selektionsdruck ist hier
jedoch unbestimmt. Der Algorithmus kann in zwei Ausprägungen implementiert werden.
Variante 1 (Alg. 1) wählt eine konstante Anzahl nsel ≤ µ Individuen zufällig (mit oder ohne
Zurücklegen) aus der Population aus. Variante 2 (Alg. 2) wählt jedes Individuum mit einer
Selektionswahrscheinlichkeit psel ∈ [0, 1] aus. Die Anzahl der zu wählenden Individuen
für Variante 1 kann auch aus der Selektionswahrscheinlichkeit ermittelt werden, indem
nsel = dµ ∗ psele angenommen wird.

Algorithmus 1 Selektionsoperator zufällige Wahl mit fester Anzahl aus der Literatur.
Require: Population P ; Anzahl zu wählender Individuen nsel.

1: P̂ ← ∅

2: repeat nsel
3: i← random(0, |P |)
4: P̂ ← P̂ ∪ P [i]

5: if ¬ zurücklegen then
6: P ← P \ P [i]
7: end if
8: end

9: return P̂

Algorithmus 2 Selektionsoperator zufällige Wahl mit stochastischer Anzahl aus der Li-
teratur.
Require: Population P ; Wahrscheinlichkeit der Auswahl psel.

1: P̂ ← ∅

2: for Individuum p ∈ P do
3: if random(0, 1) ≤ psel then
4: P̂ ← P̂ ∪ p
5: end if
6: end for

7: return P̂

Beide Varianten lassen sich für die Elternselektion einsetzten. Für die Überlebens-
selektion ist eine konstante Populationsgröße Voraussetzung, weshalb nur Variante 1 mit
nsel = µ eingesetzt werden kann. Wichtig ist hier, dass bei zufälliger Wahl das beste Indivi-
duum verloren gehen kann. Diese Problematik besteht für viele stochastische Wahlverfah-
ren. Um dies zu verhindern, kann entweder die beste bisher gefundene Lösung gespeichert
oder ein elitistischer Ansatz verwendet werden. Durch Speichern der besten Lösung wird
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sichergestellt, dass Optima nicht unwiederbringlich verlassen werden. Der Rückschritt des
Algorithmus kann bei hoch multimodalen Problemen helfen, nicht in lokalen Optima ste-
cken zu bleiben [15, S. 19 f.]. Bei elitistischen Ansätzen wird nach der Überlebensselektion
das beste Individuum der Ursprungspopulation wieder hinzugefügt, sollte es verloren ge-
gangen sein [15, S. 19]. Genauer gesagt wird das ursprünglich beste Individuum wieder
hinzugefügt, wenn das neue beste Individuum einen schlechteren Zielfunktionswert bezüg-
lich des Optimierungsziels aufweist, da mehrere Individuen denselben Zielfunktionswert
haben können und daher keine totale Ordnung der Elemente vorausgesetzt werden kann.
Das zu entfernende Individuum kann zum Beispiel das schlechteste der Population sein
oder zufällig gewählt werden. Das Vorgehen ist in Algorithmus 3 gezeigt.

Algorithmus 3 Elitistisches Framework für Selektionsoperatoren aus der Literatur.
Require: Population P . Zu maximierende Zielfunktion f .

1: p← argmaxp∈P {f(p)}
2: P̂ ← Führe Selektionsoperator aus.
3: p̂← argmaxp̂∈P̂ {f(p̂)}

4: if f(p) > f(p̂) then
5: p̃← Wähle zu entfernendes Individuum aus P̂ .
6: P̂ ← P̂ \ p̃
7: P̂ ← P̂ ∪ p
8: end if

9: return P̂

Die neutrale Wahl von Individuen stärkt die Diversität der Population. Um Konvergenz
des Algorithmus zu erzielen, muss jedoch mindestens einer der Selektionsschritte bessere
Individuen gemäß der Zielfunktion des Optimierungsproblems bevorzugen. Die zufällige
Wahl sollte daher in höchstens einem der beiden Selektionen zum Einsatz kommen.

Truncation selection Bei der Truncation selection werden bei der Elternselektion die
nsel und bei der Überlebensselektion die µ besten Individuen aus der Population gewählt
[15, S. 18]. Dies sorgt für einen sehr hohen Selektionsdruck, da schlechte Individuen sehr
schnell aus der Population verdrängt werden. Im Falle der Elternselektion können schlechte
Individuen nur dann berücksichtigt werden, wenn durch die folgende Überlebensselektion
bessere Individuen verdrängt werden und sie dadurch in der Hierarchie steigen. Populär
sind bei der Überlebensselektion die zwei Varianten (µ, λ) und (µ+ λ). Bei (µ, λ) werden
die Individuen nur aus der Gruppe der bereits variierten Individuen gewählt, wofür λ ≥ µ
nötig ist. Bei (µ+λ) werden die Individuen aus der Ausgangspopulation mit den Variierten
gemischt und darauf die besten gewählt. (µ, λ) ist dabei nicht elitistisch und das beste
Individuum kann verloren gehen [15, S. 18]. Das Vorgehen der beiden Varianten ist in
Algorithmus 4 gezeigt.
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Algorithmus 4 (µ+, λ) Selektion aus der Literatur.
Require: Population P ; Variierte Population P ′; Anzahl zu wählender Individuen nsel.

Zu maximierende Zielfunktion f .
1: P̂ ← ∅
2: P̃ ← P ′

3: if ′+′-Selektion then
4: P̃ ← P̃ ∪ P
5: end if

6: P̃ ← Sortiere P̃ absteigend nach Zielfunktionswert f .
7: for i ∈ 0 . . . nsel − 1 do
8: P̂ ← P̂ ∪ P̃ [i]
9: end for

10: return P̂

Turnierselektion Bei der Turnierselektion werden iterativ zufällige Gruppen von Indi-
viduen gewählt und davon das Beste in die neue Population übernommen. Die Turnierse-
lektion bevorzugt dabei klar bessere Individuen, hat aber im Gegensatz zu Fitness- oder
Rang-proportionaler Selektion den Vorteil, dass es schneller berechenbar und invariant
gegen additive Verschiebungen ist [15, S. 9–17]. Der Algorithmus wählt nsel-Mal eine zu-
fällige Gruppe der Größe κ < µ aus und fügt das beste Individuum dieser Gruppe der
neuen Population hinzu. Der Algorithmus ist in Alg. 5 gezeigt.

Algorithmus 5 Selektionsoperator Turnierselektion aus der Literatur.
Require: Population P ; Anzahl zu wählender Individuen nsel; Zu maximierende Ziel-

funktion f ; Gruppengröße κ.
1: P̂ ← ∅

2: repeat nsel
3: Q← ∅
4: repeat κ
5: i← random(0, |P |)
6: Q← Q ∪ P [i]
7: end
8: p← argmaxp∈Q{f(p)}
9: P̂ ← P̂ ∪ p

10: end

11: return P̂
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Über den Parameter κ lässt sich der Selektionsdruck steuern. Bei großem Kappa wer-
den die gewählten Gruppen größer und die Wahrscheinlichkeit, dass schlechte Individuen
ausgewählt werden, sinkt. Dennoch handelt es sich um ein nicht-elitistisches Verfahren,
bei dem das beste Individuum bei der Überlebensselektion verloren gehen kann. Fang et
al. [22, S. 4] untersuchten eben diesen Not-Sampled Issue bei dem es um das Problem
der nicht-Betrachtung von Individuen aus der Population geht. Xie et al. [23, S. 3] geben
entsprechend die Wahrscheinlichkeit, dass ein Individuum aus einer Population der Größe
N bei µ-maliger Turnierselektion der Größe κ mit Zurücklegen mindestens einmal in einer
Gruppe ausgewählt wurde als

Psel = 1−

((
N − 1

N

)N
) µ

N
∗κ

an. Daraus folgt eine Wahrscheinlichkeit von

1− Psel =

(
1− 1

N

)κ∗µ

dass das beste Individuum nicht gewählt wurde und somit bei der Überlebensselektion
verloren geht. Dies setzt sich zunächst zusammen aus der Wahrscheinlichkeit 1 − 1

N bei
einmaligem Ziehen nicht gewählt zu werden, potenziert mit κ Zügen. Dies wird µ-Mal
wiederholt, wobei das beste Individuum natürlich bei einer Wahl garantiert überleben
würde. Wegen

lim
n→∞

(
1 +

1

n

)n

= e

gilt für große N und µ, 1−Psel ≈ e−κ. Die Wahrscheinlichkeit, dass das beste Individuum
verloren geht, fällt also bei steigender Gruppengröße κ exponentiell ab.

2.2.3 Repräsentation

In den folgenden Abschnitten werden ausschließlich Operatoren für die Klasse der
Permutationsprobleme Pn adressiert, da diese Kodierung für die betrachteten Maschinen-
belegungsprobleme verwendet werden kann [16, S. 68]. Des Weiteren werden ausschließlich
Operatoren beschrieben, die im Implementierungsteil dieser Arbeit (Abschnitt 4) Anwen-
dung finden. Ein Individuum wird typischerweise als String, genannt Chromosom, aus
Werten, genannt Gen, repräsentiert. Dazu ist eine Abbildung inklusive einer Abstrakti-
on des Ursprungsproblems (Phänotyp) auf die Repräsentation im Chromosom (Genotyp)
nötig. Für Permutationsprobleme besteht ein Chromosom aus einer Folge einzigartiger
Elemente, typischerweise in der Genotyp-Phänotyp-Abbildung als ganze Zahl repräsen-
tiert. Eine beispielhafte Repräsentation der Elemente 1-8 ist in Abbildung 5 in Anlehnung
an die Darstellung von Eiben et al. [16] gezeigt. Diese wird fortlaufend als Beispiel für die
Variationsoperatoren genutzt.
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2 6 4 1 5 3 8 7

Abbildung 5: Repräsentation eines Individuums für Permutationsprobleme.

Die Veränderung der Chromosomen der Individuen findet mittels Rekombinations- und
Mutationsoperatoren statt. Die Auswahl der Operatoren hat dabei einen Einfluss auf die
Lösungsgüte und Konvergenzgeschwindigkeit. Insbesondere sollten die Operatoren einen
möglichst großen Suchraum erreichen können. Variationsoperatoren haben die Aufgaben,
den Suchraum breit zu erkunden, aber auch an vielversprechenden Punkten gegen das
Optimum zu konvergieren [15, S. 22]. Wenn keine Annahmen über die Suchrichtung, zum
Beispiel über Gradientenapproximationen vorliegen, müssen die Operatoren des Weiteren
unverzerrt arbeiten, um keine Suchrichtung zu bevorzugen. Die Erreichbarkeit hängt unter
anderem von der Kodierung der Individuen ab. Pétrowski et al. [15, S. 5 f.] betonen
die Wichtigkeit der Abstimmung von Problem, Lösungsrepräsentation und Auswahl der
Variationsoperatoren.

2.2.4 Mutation

In dieser Arbeit werden zwei Mutationsoperatoren betrachtet, die das Chromosom
eines Individuums ändern und die neue Lösung zurückgeben.

2-Swap Der 2-Swap wählt zwei zufällige Gene a, b aus dem Chromosom π aus und
tauscht ihre Positionen aus [16, S. 69]. Je nach Implementierung kann a 6= b vorausgesetzt
werden, für große Chromosomen kann es aber effizienter sein, diese Bedingung nicht zu
überprüfen. Eine beispielhafte Operation ist in Abbildung 6 gezeigt. Der Algorithmus ist
in Alg. 6 skizziert.

2 6 4 1 5 3 8 7 2 1 4 6 5 3 8 7

Abbildung 6: 2-Swap Mutation eines Individuums.

Algorithmus 6 Mutationsoperation 2-Swap aus der Literatur.
Require: Chromosom π.

1: a← random(0, |π|)
2: b← random(0, |π|)

3: save← π[a]

4: π[a]← π[b]

5: π[b]← save

6: return π
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Translokation/Einfügemutation Die zweite betrachtete Mutationsoperation ist die
Translokation oder Einfügemutation. Dabei wird ein zufälliges Gen an eine zufällige Stelle
im Chromosom verschoben [16, S. 69]. Eine beispielhafte Operation ist in Abbildung 7
gezeigt. Der Algorithmus ist in Alg. 7 skizziert.

2 6 4 1 5 3 8 7 2 1 6 4 5 3 8 7

Abbildung 7: Translokations-Mutation eines Individuums.

Algorithmus 7 Mutationsoperation Translokation aus der Literatur.
Require: Chromosom π.

1: a← random(0, |π|)
2: b← random(0, |π|)

3: if a 6= b then
4: save← π[a]

5: if b > a then
6: for i ∈ a . . . b− 1 do
7: π[i]← π[i+ 1]

8: end for
9: else

10: for i ∈ a . . . b+ 1 do . Absteigende Iteration, da a > b

11: π[i]← π[i− 1]

12: end for
13: end if
14: π[b]← save

15: end if

16: return π
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2.2.5 Rekombination

Rekombinationsoperatoren erzeugen ein neues Individuum aus mehreren, meist zwei
Eltern. Die Operation der Verschmelzung wird häufig als Crossover bezeichnet [16, S. 32].
Crossoveroperatoren erfüllen dabei meist die beiden folgenden Eigenschaften [15, S. 22 f.]:

• Das Crossover zweier identischer Chromosome resultiert im selben Chromosom.

• Zwei Individuen, die im Suchraum bei definiertem Abstandsmaß nah beieinander
liegen, generieren ein neues Individuum, das nah bei den Eltern liegt.

1. Wähle Crossoverpunkte c1, c2 ∈ [0, |π|] mit c1 < c2.

c1 c2

π1 : 2 6 4 1 5 3 8 7

π2 : 3 4 8 7 5 1 6 2

π :

2. Kopiere Gene aus π1 zwischen c1 und c2 nach π.

π1 : 2 6 4 1 5 3 8 7

π2 : 3 4 8 7 5 1 6 2

π : 4 1 5

3. Kopiere restliche Gene aus π2 von links nach rechts beginnend bei c2.

π1 : 2 6 3 8 7

π2 : 3 8 7 6 2

π : 8 7 4 1 5 6 2 3

Abbildung 8: Order-Based-Crossover.

Im Permutationsraum ist ein Crossover schwieriger als für Probleme im Rn, da je-
des Element nur einmal vorkommen darf und dadurch der simple Austausch von Teilen
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des Chromosoms zu unzulässigen Individuen führt [16, S. 70]. In dieser Arbeit wird eine
Variante des Order-Based-Crossover betrachtet, dass von Davis [24] speziell für Permu-
tationsprobleme entwickelt wurde. Das Vorgehen wird anhand des Beispiels in Abb. 8
erläutert. Es ist zu sehen, dass der Algorithmus, die Permutation und die Position der
Gene zwischen den Crossoverpunkten c1 und c2 für Chromosom π1 beibehält. Die Gene
in π2 werden in ihrer Position verändert, behalten aber ihre relative Reihenfolge bei. Der
Algorithmus ist in Alg. 8 gezeigt.

Algorithmus 8 Order-Based-Crossover aus der Literatur.
Require: Elternchromosomen π1, π2.

1: π ← array(|π1|)

2: . Erzeuge zufällige Crossoverpunkte
3: r1 ← random(0, |π|)
4: r2 ← random(0, |π|)

5: . Stelle c1 ≤ c2 sicher
6: c1 ← min(r1, r2)

7: c2 ← max(r1, r2)

8: . Kopiere Gene zwischen c1 und c2 aus π1
9: for i ∈ [c1, c2 − 1] do

10: π[i]← π1[i]

11: end for

12: . Kopiere Gene aus π2 beginnend bei c2
13: k ← c2

14: for i ∈ [0, |π| − 1] do
15: j ← (i+ c2) mod |π|

16: if π2[j] /∈ π then
17: π[k]← π2[j]

18: k ← (k + 1) mod |π|
19: end if
20: end for

21: return π

2.3 Parameteroptimierung

Ziel der Parameteroptimierung (auch Parameter-Tuning oder Algorithmenkonfigurati-
on genannt [25, S. 1]) ist das Finden einer guten Parametrisierung eines parameterbehaf-
teten Algorithmus [26, S. 1]. Die Wahl guter Parameter beeinflusst dabei häufig signifikant
die Performanz der Algorithmen und kann problemspezifisch variieren. Die automatisier-
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te Konfiguration von Lösungsverfahren stellt daher einen wichtigen Teil der Suche nach
geeigneten Algorithmen dar [25, S. 1]. Da die optimalen Parameter und auch ihr Einfluss
und ihre gegenseitige Abhängigkeit nicht bekannt sind, handelt es sich um ein Black-Box-
Problem. Die Zielfunktion liegt also nicht in einer geschlossenen Form vor und kann daher
nicht analytisch gelöst werden. Die optimalen Parameter können nur durch Einsetzen von
Versuchspunkten gefunden werden, wobei das Verhalten der Zielfunktion von modellbasier-
ter Optimierung iterativ approximiert werden kann. Man unterscheidet zwischen iterativen
und nicht-iterativen Parameteroptimierungsverfahren [6]. Nicht-iterative Optimierung legt
die zu testenden Parametervektoren zu Beginn der Suche fest, während die iterative Suche
neue Punkte auf Grund bereits untersuchter Parametrisierungen auswählt.

2.3.1 Gittersuche

Bei der Gittersuche handelt es sich um das klassische Verfahren des Design of Ex-
periments (DoE) [27], das häufig auch als „voll faktorielles Design“ bezeichnet wird [28,
S. 1 f.][29, S. 83 ff.] und zur systematischen Suche in einem gegebenen Parameterraum
angewendet werden kann [26, S. 1]. Der Wertevektor jedes Parameters wird dabei vor der
Optimierung festgelegt, sodass es sich bei dem Verfahren um eine nicht-iterative Suche
handelt [6, S. 25]. Für kategorische Parameter entspricht dieser der Menge der möglichen
Werte. Für numerische Parameter können die Werte im zulässigen Wertebereich gewählt
werden. Die Wahl kann beispielsweise äquidistant, das heißt linear, oder auch logarith-
misch skaliert erfolgen [28, S. 3]. Die zu testenden Wertepaare ψ ergeben sich aus der
Potenzmenge der Parametervektoren ψ1 . . . ψ1.

|ψ| = |ψ1| × ... × |ψn| =
n∏

k=1

|ψk|

Werden die Parameter äquidistant gewählt, können in der Auswertung der Ergebnisse
die Einflüsse der einzelnen Parameter genau analysiert werden. Dies kann beispielswei-
se dazu dienen, für weitere Optimierungen irrelevante Parameter nach dem Konzept des
Parameter-Screenings auszuschließen, oder denWertebereich drastisch einzuschränken, um
den Suchraum zu verkleinern und so eine feinere Nachoptimierung zu ermöglichen [6, S. 9].
Die äquidistante Wahl bietet sich vor allem dann an, wenn kein Wissen über den Einfluss
des Parameters auf die Performanz des zu konfigurierenden Algorithmus vorliegt. Der Ver-
gleich aller möglichen Kombinationen führt zu einer hohen Anzahl an Experimenten [27,
S. 14], dennoch ist die Gittersuche durch ihre Einfachheit und insbesondere Unvoreinge-
nommenheit bezüglich der zu testenden Werte beliebt [26, S. 1]. Die Gittersuche wird in
dieser Arbeit durch ihre simple Algorithmik selbst implementiert und die Ergebnisse in
Abschnitt 5.3 besprochen.
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2.3.2 Modellbasierte Parameteroptimierung

Iterative Parameteroptimierungsmethoden verringern die Anzahl der zu testenden Ver-
suchspunkte, indem sie während der Suche iterativ den nächsten Punkt auf Grund der
bereits gewonnenen Erkenntnisse ermitteln. Prominentester Vertreter unter den nicht-
modellbasierten Verfahren ist der auf racing basierende F-RACE Algorithmus [30][31,
S. 2]. Moderne modellbasierte Parameteroptimierung nutzt Kriging bzw. Gaußprozess-
Regression [25], um auf Grund von gesampelten Punkten ein Modell der Zielfunktion zu
approximieren. Beide schätzen dabei nicht nur den Verlauf der Zielfunktion, sondern auch
den Fehler der Approximation [32, S. 139]. Dies ermöglicht es, ein Gleichgewicht zwischen
der Exploration des Suchraumes auf Grund der Fehlerschätzung und der Konvergenz zum
Optimum auf Grund der Zielfunktionsschätzung zu finden. Die Approximation eines Mo-
dells verringert weiter die Anzahl der zu testenden Punkte, allerdings auf Kosten der Be-
rechnung des Metamodells von O(N) pro Iteration, wobei N die Anzahl der gesampelten
Punkte darstellt [32, S. 139]. Weiterhin kann bei bayes’scher Optimierung [33] statisti-
sche Varianz aus den Zufallskomponenten der Algorithmen als Rauschen der Zielfunktion
modelliert werden [34, S. 1]. Die Auswahl neuer Punkte erfolgt mittels einer wählbaren
Aquisitionsfunktion. In dieser Arbeit werden die folgenden drei Funktionen verwendet, die
gleichzeitig die populärsten Aquisitionsfunktionen darstellen [35, S. 3]:

• Probability of Improvement (PI): Wähle den Punkt, an dem die Wahrschein-
lichkeit für eine Verbesserung des aktuellen Optimums am höchsten ist. PI bezieht
dabei nicht die Größe der zu erwartenden Verbesserung mit ein, sodass sehr wahr-
scheinlich eine Verbesserung erzielt wird, die Konvergenzgeschwindigkeit, sowie das
Entkommen aus lokalen Minima aber nicht gesteuert wird.

• Expected Improvement (EI): Wähle den Punkt, an dem die erwartete Verbes-
serung des aktuellen Optimums am höchsten ist.

• Lower Confidence Bound (LCB) Wähle den Punkt, der unter optimistischer
Annahme den besten Zielfunktionswert liefert. LCB enthält einen zusätzlichen Pa-
rameter κ, der zwischen Exploration und Konvergenz gewichtet.

Da die Auswahl der Aquisitionsfunktionen erneut ein Optimierungsproblem darstellt
und nicht klar ist, welche für den gegebenen Anwendungsfall die Beste ist [35, S. 3–6], kann
auch eine der obigen probabilistisch gewählt werden, wobei die Wahrscheinlichkeitsvertei-
lung während der Optimierung angepasst werden kann. Für die modellbasierte Parame-
teroptimierung wird in dieser Arbeit das Framework scikit-optimize (skopt) [36] genutzt,
das zu den am weitesten verbreiteten Frameworks zählt und auf scikit-learn (sklearn) [37],
scipy [38] und numpy [39] aufbaut. Dieses optimiert parallel auch die Wahrscheinlichkeits-
verteilung für die Wahl der Aquisitionsfunktion, sowie den Parameter κ. Die Anwendung
des Frameworks wird in Abschnitt 5.4 besprochen.
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2.4 Kombinatorische Logik und CLS

Zur automatisierten Synthese der Algorithmenkompositionen für die Parameteropti-
mierung wird das am Lehrstuhl 14 der Informatik der TU Dortmund entwickelte Syn-
theseframework Combinatory Logic Synthesizer (CLS) in seiner Python-Implementierung
verwendet. CLS kann eingesetzt werden, um Software aus Einzelkomponenten, sogenann-
ten Kombinatoren, zusammenzusetzen [5]. Es basiert auf endlicher kombinatorischer Logik
(FCL) mit Intersektionstypen [40]. Im Vergleich zu klassischer kombinatorischer Logik be-
nötigt es lediglich ein Axiom (5) und modus ponens (4) [40, S. 8 f.] als Ableitungsregel.
Diese wird dadurch entscheidbar und EXPTIME-vollständig [40, S. 5], was eine automa-
tisierte Inhabitation (8) ermöglicht. Kombinatorische Logik ist stark verwandt mit dem
getypten Lambda-Kalkül [41, S. 87 ff.], dessen Notation zur präziseren Beschreibung der
Typen verwendet wird.

Vorarbeiten zur Synthese von konstruktiven Maschinenbelegungsalgorithmen wurden
in der vorangegangenen Bachelorarbeit gezeigt [2, 3]. Eine Erweiterung um weitere Al-
gorithmen, sowie dem dynamischen Aufbau des Komponentenrepositorys wurde in der
Projektgruppe Autoschedule [4] entwickelt. Zur Synthese von Maschinenbelegungsalgo-
rithmen werden diese zunächst in Komponenten zerlegt, die eine gemeinsame Schnittstelle
definieren, um sie austauschbar zu machen. Eine Algorithmenkomposition ist die Appli-
kation verschiedener Komponenten aus der Komponentensammlung Γ. Die Definition der
Schnittstellen findet in Form eines Typen τ der Komponente x statt. Ein Typ τ kann
dabei entweder eine Konstante a, eine Variable α, oder ein Funktionstyp (Pfeiltyp) sein
(2)[5, S. 28]. Terme bestehen entweder aus getypten Kombinatoren (X : ρ) ∈ Γ oder einer
Applikation [5, S. 28] (3)

Typen τ, τ ′ ::= a | α | τ → τ ′ (2)

Terme e, e′ ::= X | (e, e′) (3)

Komponenten mit denselben Typen können definitionsgemäß gegeneinander ausge-
tauscht werden, ohne die funktionale Korrektheit der applikativen Komposition zu beein-
trächtigen. Eine Applikation τ ′ → τ kann dabei so verstanden werden, dass für die Benut-
zung des Kombinators vom Schnittstellentyp τ eine weiterer Term des Typs τ ′ benötigt
wird, welcher wieder eine Applikation sein kann. Eine Komponente mit mehreren Voraus-
setzungen τ1 . . . τn kann also mit dem linksassoziativen Typen τ1 → τ2 → · · · → τn → τ

getypt werden. Die Ableitung erfolgt mittels modus ponens (4)[5, S. 28]:

Γ ` e : τ ′ → τ Γ ` e′ : τ ′

Γ ` (e e′) : τ
(→ E) (4)
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Komponenten ohne Voraussetzungen haben primitive Typen, die mittels des Axioms
(5) abgeleitet werden können, falls eine passende Komponente im Repository vorhanden
ist [5, S. 28]:

Γ, x : τ ` x : τ
(var) (5)

Eine Erweiterung der Grammatik stellen Intersektionstypen dar. Diese erlauben es
Komponenten mehrere Typen zu haben. Als Konsequenz kann eine Komponente an Stellen
mit unterschiedlichen Schnittstellentypen genutzt werden. Die Ableitungsregel (6) lautet
[5, S. 28]:

Γ ` x : τ1 Γ ` x : τ2
Γ ` x : τ1 ∩ τ2

(∩I) (6)

Zusätzlich kann eine Subtyp-Regel (7) hinzugefügt werden, um Vererbungsstrukturen
zu realisieren [40, S. 19 ff.]. Die Grammatik erweitert sich dadurch um die Regel [40, S. 22]:

Γ ` x : τ ′ τ ′ ≤ τ
Γ ` x : τ

(≤) (7)

Die gesamte Grammatik mit Introduktions- und Eliminierungsregeln ist nochmal in
Abbildung 9 gezeigt.

Γ, x : τ ` x : τ
(var)

Γ ` x : τ ′ τ ′ ≤ τ
Γ ` x : τ

(≤)

Γ ` (e e′) : τ

Γ ` e : τ ′ → τ Γ ` e′ : τ ′
(→ I) Γ ` e : τ ′ → τ Γ ` e′ : τ ′

Γ ` (e e′) : τ
(→ E)

Γ ` x : τ1 Γ ` x : τ2
Γ ` x : τ1 ∩ τ2

(∩I) Γ ` x : τ1 ∩ τ2
Γ ` x : τ1 Γ ` x : τ2

(∩E)

Abbildung 9: FCL(∩,≤).

Die Synthese erfolgt durch die Inhabitation der Grammatik und der Beantwortung der
Frage: „Gegeben eine Komponentensammlung Γ. Existiert ein Term e mit dem geforderten
Zieltypen τ , der lediglich aus Applikationen der Komponenten in Γ besteht?“ [40, S. 9]:

Γ ` e : τ? (8)

CLS beantwortet nicht nur die Inhabitationsfrage nach der Existenz einer solchen Ap-
plikation, sondern generiert alle Lösungen (Inhabitanten) der Grammatik, falls diese kreis-
frei, also endlich, ist. Die Menge der Inhabitanten stellt alle möglichen Kombinationen der
Algorithmenkomponenten unter Berücksichtigung der Schnittstellentypen dar.
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3 Stand der Forschung

Im folgenden Abschnitt wird eine Übersicht über den Stand aktueller Forschung in
den relevanten Themengebieten gegeben. Dabei wird zunächst auf Forschung im Bereich
der Evolutionären Algorithmen für Maschinenbelegungsprobleme eingegangen. Anschlie-
ßend wird die Relevanz von Parameteroptimierung hervorgehoben und typische Parame-
teroptimierungsverfahren, die in aktueller Forschung verwendet werden, dargelegt. Es wird
insbesondere gezeigt, dass die gewählten Parameter sich für verschiedene Probleme zum
Teil stark unterscheiden, sodass eine Parameteroptimierung für jede neue Problemklas-
se essenziell ist. Anschließend wird auf aktuelle Einsatzgebiete des Combinatory Logic
Synthesisers eingegangen, der im Zusammenspiel mit dem Luigi-Framework zur Orches-
trierung der Ausführung, für die Konfiguration des Evolutionären Algorithmus und ein-
gesetzt wird. Der Abschnitt schießt mit einer Auflistung von in der Literatur verfügbaren
Testdatensätzen für hybride Flow Shops.

3.1 Evolutionäre Algorithmen

Die Literaturübersicht von Gao et al. [42] zeigt, dass Evolutionäre Algorithmen in
der aktuellen Forschung häufig zur Lösung von hybriden Job Shop-Problemen und deren
strukturell kleineren Probleme, wie die in dieser Arbeit betrachteten hybriden Flow Shops,
angewendet werden. Ruiz et al. [43] zeigen in ihrer Literaturübersicht, dass das wissen-
schaftliche Interesse, gemessen an der Zahl der Veröffentlichungen, in diesem Themengebiet
steigend ist. Schumacher [44], Gholami et al. [45], Wilson et al. [46], Yaurima et al. [47],
Ruiz et al. [48], Zandieh et al. [49], Defersha et al. [50] und Zabihzadeh et al. [51] setzten die
in dieser Arbeit betrachteten Evolutionären Algorithmen für hybride Flow Shop-Probleme
ein und zeigen deren Überlegenheit gegenüber anderen Heuristiken. In kürzlich erschiene-
nen Veröffentlichungen vergleichen Nguyen et al. [52] die Performance eines Evolutionären
Algorithmus und einer Partikel-Schwarm-Optimierung mit klassischen Heuristiken zur Se-
quenzierung von Tasks von IoT-Geräten in Big Data Umgebungen. Der vorgeschlagene
Evolutionäre Algorithmus dominierte dabei die anderen Verfahren in allen Evaluations-
szenarien. Saremi et al. [53] setzen einen Evolutionären Algorithmus zur Planung von
Crowdbasiertem Software Development im kompetitiven Umfeld ein und erreichen eine
Reduktion der Projektlaufzeiten zwischen 33% und 78%. Dazu wird das mehrkriteriel-
le Optimierungsproblem mit einer Variante des NSGA-II gelöst, der auf Grundlage von
Non-Dominated-Sorting Pareto-optimale Lösungen sucht [54, S. 2 f.]. Ein weiteres mehr-
kriterielles Flow Shop-Problem wird in Zhao et al. [55] behandelt. Auch hier konnte der
Evolutionäre Algorithmus bessere Lösungen für das Problem generieren als die klassischen
Ansätze. Im Bereich der Echtzeitplanung erreicht Majidi [56] in seiner Dissertation eine
Verbesserung der generierten Ablaufpläne von durchschnittlich 15% im Vergleich zu zu-
sätzlich fehleranfälliger manueller Planung unter Einbezug von Fehlertoleranz. Wegener
et al. [57] wenden einen Evolutionären Algorithmus auf ein Echtzeitplanungsproblem mit
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dem Ziel der Minimierung von Verspätungen an. Kakkar et al. [58] setzen erfolgreich einen
Evolutionären Algorithmus zur Generierung von Zeitplänen für Kurse im Universitätskon-
text ein. Die experimentelle Evaluation zeigt, dass der Algorithmus schon nach wenigen
Generationen einen optimalen Zeitplan unter Einhaltung der diversen Nebenbedingungen
generieren konnte. Eine kürzlich erschienene Arbeit von Fan et al. [59] untersucht auch den
Einfluss der Lösungsrepräsentation auf die Erreichbarkeit im Lösungsraum für einen hybri-
den Flow Shop. Des Weiteren wird ein Evolutionärer Algorithmus um eine an Tabu-Suche
angelehnte Komponente erweitert, um eine lokale Optimierung von Individuen zu ermög-
lichen. Dies verbindet die Vorteile von globaler und lokaler Suche in einem Algorithmus
[59, S. 2].

3.2 Parameteroptimierung

Zandieh et al. [49] zeigen, dass die Performanz von parametrisierten Algorithmen stark
von den gewählten Parametern abhängt. Sie heben hervor, dass bei der Optimierung der
Parameter auch die Effekte zwischen den Operatoren betrachtet werden muss, was in vielen
Studien keine Beachtung findet [49, S. 2]. Um ein Parameterset für ihren Evolutionären
Algorithmus für einen hybriden Flow Shop zu finden, wird Response-Surface-Methology
eingesetzt [49, S. 2], was ein Regressionsmodell für modellbasierte Parameteroptimierung
darstellt [31, S. 3]. Die Parameter werden dabei auf einer kontinuierlichen Skala gesucht.
Für die Mutationswahrscheinlichkeit wird ein Wert zwischen 4% und 25%, für die Cross-
overwahrscheinlichkeit ein Wert zwischen 40% und 70% und für die Populationsgröße ein
Wert zwischen 46 und 200 Individuen ermittelt, abhängig von der Problemgröße. Yauri-
ma et al. [47], Ruiz et al. [48], Jabbarizadeh et al. [60] und Engin et al. [61] hingegen
setzen das klassische full factorial design ein, das auch in dieser Arbeit angewendet wird.
Jungwattanakit et al. [62] vergleichen verschiedene Konfigurationen eines Evolutionären
Algorithmus für ein hybrides Flow Shop-Problem mit zehn Bearbeitungsstufen und zwei
Zielfunktionen. Eine Variante des in dieser Arbeit verwendeten Order-Based-Crossover
stellt sich dabei als überlegen gegenüber den anderen Verfahren heraus. Im Bereich der
Mutationen werden die Operatoren Shift und Pairwise Interchange, das äquivalent zum
beschriebenen 2-Swap ist, untersucht. Pairwise Interchange lieferte leicht bessere Ergeb-
nisse als Shift. Als beste Populationsgröße wurde n = 30 ermittelt. Als weitere Parame-
teroptimierungsverfahren werden häufig Racing-Algorithmen wie F-RACE [30], klassische
sequentielle Parameteroptimierung [63, 64] wie beispielsweise im SPOT-Framework [65]
oder auch Regressionsbäume [66] genutzt. In dieser Arbeit wird durch die lange Berech-
nungsdauer jeder Konfigurationsauswertung modellbasierte Parameteroptimierung einge-
setzt, um die Anzahl an Experimenten zu reduzieren. Hutter et al. [25] vergleichen zwei
verschiedene Verfahren der modellbasierten sequentiellen Parameteroptimierung. Dabei
stellt sich ein Gaußprozessmodell als robuster als Kriging heraus. Auch in dieser Arbeit
wird als Regressor ein Gaußprozess genutzt.
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3.3 CLS

Für die automatische Konfiguration der Algorithmen wird der Combinatory Logic Syn-
thesizer [5] verwendet. CLS wird in der aktuellen Forschung genutzt, um Produktlinien
aus denselben modularen Bausteinen zu synthetisieren. Lenz et al. [67], Winkels [68] und
Graefenstein et al. [69] setzen CLS in Verbindung mit SMT-Solving ein, um Pläne zur
Fabrikplanung zu synthetisieren. SMT wird eingesetzt, um die eingeschränkte Ausdrück-
barkeit von Constraints in der Grammatik durch Nachfilterung der Ergebnisse zu kompen-
sieren. Eine SMT-unterstützende Variante CLS-SMT wurde des Weiteren in Kallat et al.
[70] präsentiert. CLS wird weiterhin in Mages et al. [71], Kallat et al. [72, 73] und Kallat
[74] zur Synthese von Simulationsmodellen von Fabrikprozessen eingesetzt. Schäfer et al.
[75] und Schäfer [76] setzen CLS schließlich zur Synthese im Bereich des Motion-Planning
ein, um Bewegungsmuster von Roboterarmen zu generieren.

In dieser Arbeit wird CLS in Kombination mit dem durch die Spotify AB entwickelten
Orchestrierungsframework Luigi [77] verwendet. Die Kombination ermöglicht es sowohl
kategorische als auch numerische Parameter in die Synthese der Algorithmen in dieser Ar-
beit zu integrieren. Luigi ermöglicht des Weiteren die Ausführung von Pipelines, die durch
CLS generiert wurden, sodass ganze Ausführungsbäume realisiert werden können [78]. In
der vorangegangenen Bachelorarbeit [2, 3] und der Projektgruppe Autoschedule [4] wurde
CLS bereits zur Synthese von Maschinenbelegungsalgorithmen eingesetzt. Im Unterschied
zu dieser Arbeit wurden dabei alle Kombinationen generiert und ausgewertet, während
hier die Wahl der Kombinatoren durch die Parameteroptimierung bestimmt wird. Des
Weiteren wird der bestehende Ansatz um die numerischen Parameter ergänzt, die durch
Luigi realisiert werden. Die Bestimmung der Variationspunkte wird ebenfalls automati-
siert durch den Einsatz von CLS umgesetzt, sodass die Parameter für die Optimierung
ohne manuelle Konfiguration bestimmt werden können.

3.4 Benchmarks

Zur späteren Evaluation der implementierten Algorithmenkomponenten werden stan-
dardisierte Benchmarks-Datensätze eingesetzt. In der Literatur verfügbare Benchmarks
für verschiedene Maschinenbelegungsprobleme wurden in der Bachelorarbeit von Kordus
[79] herausgearbeitet. Eine reduzierte Übersicht mit Benchmarks für die in dieser Arbeit
betrachteten hybriden Flow Shops mit konkretisierter Graham-Notation sind in Tabelle 3
zu sehen.

26



Jahr Author(en) α β γ

1988 Wittrock [11] FH3, (P21, P32, P33) skip, lag Cmax

2001 Néron et al. [80] FHm, ((PM (i))mi=1) − Cmax

2008 Ruiz et al. [13] FHm, ((RM (i))mi=1) skip,Mj , rm, prec, lag, Siljk, Ailjk Cmax

2010 Urlings [14] FHm, ((RM (i))mi=1) Mj , rm, prec, lag, Siljk, Ailjk Cmax

2010 Naderi et al. [81] FHm, ((PM (i))mi=1) skip, Siljk Cmax

2017 Pan et al. [82] FHm, ((PM (i))mi=1) ddw
∑

(w′
jE

dw
j + wjT

dw
j )

2020 Lang et al. [83] FH2, (P41, P52) Siljk, fmls
∑
Tj , Cmax

2022 Missaoui et al. [84] FHm, ((PM (i))mi=1) Siljk, ddw
∑

(w′
jE

dw
j + wjT

dw
j )

2022 Laroque et al. [85] FHm, ((RM (i))mi=1) skip,Mj , batch, prec, fmls Cmax

Tabelle 3: Benchmarks für hybride Flow Shops aus der Literatur nach Kordus [79].
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4 Implementierung des Syntheseframeworks

Im folgenden Abschnitt wird nun die Implementierung des Evolutionären Algorithmus
und des Syntheseframeworks beschrieben. Dazu wird in 4.1 zunächst auf die Repräsen-
tation einer Lösung eingegangen. Anschließend wird in 4.2 die Implementierung der in
Abschnitt 2.2 gezeigten Komponenten des Evolutionären Algorithmus einzeln beschrie-
ben. Zusammengenommen bilden diese einen lauffähigen Algorithmus zur Lösung eines
hybriden Flow Shops. Auf die Umsetzung der automatischen Modul- und Parametersuche
durch CLS, sowie der Ausführung von Parameterkonfigurationen wird in Abschnitt 4.3 ein-
gegangen. Hier wird die Synthese des Algorithmus aus den Einzelkomponenten und auch
die Parametrisierung durch CLS und Luigi genauer beleuchtet. Der Abschnitt schließt mit
der Definition eines ILP zur Bestimmung der optimalen Lösungen für den verwendeten
Benchmark-Datensatz.

4.1 Repräsentation der Lösung

Zur Repräsentation der Lösung wird ein Wrapper-Objekt verwendet, das sowohl den
berechneten Ablaufplan, als auch alle zur Planung nötigen Daten wie Maschinenanord-
nung, Prozesszeiten und Maschinenqualifikationen enthält. Es wird über den gesamten
Planungsprozess vom leeren Ablaufplan über die Berechnung von Zwischenlösungen, bis
zum abschließenden Optimierungsergebnis einheitlich verwendet. Es stellt zur Einplanung
und Änderung von Maschinenzuweisungen Schnittstellen bereit, die von den Algorith-
menkomponenten zur Manipulation benutzt werden können. Eine Darstellung der Felder
des Objekts in UML [86] ist in Abbildung 10 zu sehen. Eine Darstellung des vollständi-
gen Objekts befindet sich im Anhang (Abb. 26 und Abb. 27). Alle Felder und Methoden
werden entsprechen der PEP8-Konvention in Python in snake_case bezeichnet [87]. Indi-
zierungen werden ebenfalls als Suffix mit Unterstrich angehängt. Für die Erzeugung sind
die Maschinenkonfiguration (machine_arrangement) und die Prozesszeiten (pilj) nötig.
Zusätzlich können Matrizen für das Überspringen von Stufen (skipij) und Maschinen-
qualifikationen (eilj) übergeben werden. Die Maschinenkonfiguration wird als Vektor der
Anzahl der verfügbaren Maschinen pro Stufe angegeben:

[11, 5, 6]

würde beispielsweise elf Maschinen auf der ersten, fünf auf der zweiten und sechs auf der
dritten Bearbeitungsstufe beschreiben. Eine Unterscheidung zwischen parallelen identi-
schen Maschinen (PM ) und Maschinen verschiedener (QM ), ggf. auftragsbezogener (RM ),
Geschwindigkeiten erfolgt nicht. Es wird vom allgemeinsten Fall, den unabhängigen Ma-
schinen (RM ) ausgegangen.
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Schedule

+ machine_arrangement : np.ndarray
+ num_stages : int
+ num_machines : int
+ num_jobs : int
+ p_ilj : np.ndarray
+ skip_ij : np.ndarray = None
+ e_ilj : np.ndarray = None
– __arr : np.ndarray

+ __init__(self,
machine_arrangement : np.ndarray,
p_ilj : np.ndarray,
skip_ij : np.ndarray = None,
e_ilj : np.ndarray = None)

+ allocate_tight(self, stage : int, machine : int, job : int)
+ copy(self)

Abbildung 10: Darstellung eines Ausschnitts des Schedule-Objekts in UML.

Das Feld num_stages folgt aus der Länge des Vektors, num_machines beschreibt die
maximale Anzahl der Maschinen über alle Bearbeitungsstufen. Maschinen werden für jede
Stufe separat aufsteigend beginnend bei null nummeriert, sodass die Bezeichnung einer
einzelnen Maschine nur in Kombination mit der Nummer der Bearbeitungsstufe möglich
ist. Die Aufträge werden ebenfalls von null beginnend nummeriert. Ihre Prozesszeiten auf
den einzelnen Maschinen werden in der Prozesszeitenmatrix pilj übergeben, deren Indi-
zierung über die Bearbeitungsstufe i, die Maschine auf der Bearbeitungsstufe l und den
Auftrag j erfolgt. Das Feld num_jobs folgt aus der Länge der dritten Dimension der Pro-
zesszeitenmatrix. Optional können Matrizen für das Überspringen von Stufen (skipij) und
Maschinenqualifikationen (eilj) übergeben werden. Beide sind dabei binärwertig, wobei
skipij = False bedeutet, dass der Auftrag j auf der Stufe i bearbeitet werden muss, und
eilj = True, dass er auf der Maschine l bearbeitet werden kann. Falls Matrizen überge-
ben werden, wird überprüft, dass jeder Auftrag auf mindestens einer Stufe gefertigt wird
(9) und auf jeder Stufe, die der Auftrag besucht, mindestens eine Maschine qualifiziert
ist (10), um die Lösbarkeit des Optimierungsproblems zu garantieren. Werden keine Ma-
trizen übergeben, wird das jeweilige neutrale Element verwendet. Für skipij ist das die
Nullmatrix 0ij , für eilj die Einsmatrix 11ilj .

∀j ∈ N : ∃i ∈M, skipij = False (9)

∀j ∈ N, ∀i ∈M ∧ skipij = False : ∃l ∈Mi, eilj = True (10)

Das Schedule-Objekt stellt Methoden zur Einplanung und Änderung von Maschinen-
zuweisungen bereit, von denen in Abbildung 10 nur allocate_tight gezeigt ist, das die
Einplanung eines Auftrages j auf Maschine l der Bearbeitungsstufe i zum frühestmögli-
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Allocation

+ job : int
+ start_time : int
+ processing_time : int
+ end_time : int

+ __init__(self, job : int, start_time : int, processing_time : int)
+ set_time(self, start_time : int, processing_time : int)
+ move_start_time(self, delta : int)
+ alter_processing_time(self, delta : int)
+ set_processing_time(self, processing_time : int)
+ equals(self, expected : Allocation) : bool
+ pretty_print(self, show_time : bool, fill_job_to_magnitude : int) : str

Abbildung 11: Darstellung des Allocation-Objekts in UML.

chen Startzeitpunkt vornimmt. Die Prozesszeit wird aus pilj ermittelt. Alle Maschinenzu-
weisungen werden im privaten Feld __arr mittels Zuweisungsobjekten Allocation (siehe
Abbildung 11) gespeichert. Die Matrix hält dabei für jede Maschine, indiziert durch Bear-
beitungsstufe und Maschinennummer, eine Liste an Zuweisungen. Die Zuweisungsobjekte
enthalten Informationen zu Start- und Endzeitpunkten sowie Prozesszeiten, und stellen
wiederum Methoden zur nachträglichen Veränderung durch die Heuristiken zur Verfügung.
Die Listen sind im Normalzustand aufsteigend nach Startzeitpunkten der Zuweisungen
sortiert. Die Sortierung kann während der Suche verletzt werden und, je nach Implemen-
tierung, zum Beispiel im Anschluss an einen Suchschritt wiederhergestellt werden. Bei der
Erstellung und Veränderung der Zuweisung wird lediglich auf Start- und Prozesszeiten
< 0 geprüft. Eine Überprüfung auf Überschneidungen der Aufträge wird erst nach Been-
digung der Suche durchgeführt. Bei korrekter Implementierung der Algorithmen und ihrer
Bestandteile sind diese Fälle nicht möglich, sodass die Überprüfungen lediglich als redun-
dante Bestätigung der korrekten Funktionalität der Algorithmen dient. Eine beispielhafte
Zuweisung von fünf Aufträgen auf zwei Maschinen einer Stufe ist in Abbildung 12 gezeigt.

Maschine 0:
job = 0
start_time = 0
processing_time = 5
end_time = 5

job = 2
start_time = 5
processing_time = 2
end_time = 7

job = 3
start_time = 7
processing_time = 3
end_time = 10

Maschine 1:
job = 1
start_time = 0
processing_time = 8
end_time = 8

job = 4
start_time = 8
processing_time = 2
end_time = 10

Abbildung 12: Beispiel für die Darstellung der Maschinenzuweisungen.
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Die Methode copy des Schedule-Objekts erstellt eine tiefe Kopie inklusive aller Maschi-
nenzuweisungen, während shallow_copy nur die Datenmatrizen kopiert. Das neue Objekt
besitzt entsprechend keine Maschinenzuweisungen. Ein Schedule-Objekt dient als Eingabe
und Zwischenformat aller Algorithmen und Komponenten. Dies erleichtert die Schnitt-
stellenbildung während der Komponentisierung, die für den betrachteten Evolutionären
Algorithmus im Folgenden beschrieben wird.

4.2 Komponentisierung des Evolutionären Algorithmus

Ein Evolutionärer Algorithmus besteht aus den in Abbildung 4 in Abschnitt 2.2.1
gezeigten sechs Phasen, die hier genauer betrachtet werden. Wie bereits in den Abschnit-
ten 2.2.2–2.2.5 beschrieben, können verschiedene Operatoren, beispielsweise für die Mu-
tation der Lösungen, eingesetzt werden. Dessen Austauschbarkeit wird nun durch dessen
Komponentisierung und Definition von Kombinatoren für CLS ermöglicht. Dafür wird
jedem Variationspunkt ein Schnittstellentyp zugeordnet. In der Python-Implementierung
geschieht dies durch Definition eines abstrakten Kombinators. Instanzen der Klasse können
mittels Subtyprelation inhabitiert werden:

• Initialisierung → SolutionGenerator

• Elternselektion → ParentsSelectionOperator

• Rekombination → CrossoverOperator

• Mutation → MutationOperator

• Überlebensselektion → SurvivalSelectionOperator

Für jeden Operator wurden in dieser Arbeit exemplarisch zwei verschiedene Verfahren
implementiert, die sich an den Methoden, die in Abschnitt 2.2 erläutert wurden, orien-
tieren. Bei den Selektionsmethoden kann die Turnierselektion für beide Selektionsschritte
verwendet werden. Eine Übersicht ist in Abbildung 13 als Baumstruktur in Anlehnung an
die Darstellung aus Winkels [68, S. 79] zu sehen. Die Operatoren werden im Folgenden
einzeln erläutert. Anschließend erfolgt in Abschnitt 4.2.6 die Zusammenführung zu einem
lauffähigen Algorithmus. In Abschnitt 4.2.7 wird der Aufbau eines Luigi-Tasks und die
Verknüpfung zwischen den Algorithmen und Kombinatoren näher beschrieben und in Ab-
schnitt 4.3 wird anschließend die automatisierte Suche und Kombination der verschiedenen
Kombinatoren beschrieben.
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EvolutionBase

SolutionGenerator

CrossoverOperator

MutationOperator

ParentsSelectionOperator

SurvivalSelectionOperator

SolutionGeneratorRandomMachines

SolutionGeneratorBalancedMachines

CrossoverOperatorOrderBased

CrossoverOperatorMachineAllocation

MutationOperatorShift

MutationOperatorSwap

SelectionOperatorRandom

SelectionOperatorTournament

SelectionOperatorTruncation

Abbildung 13: Übersicht über die implementierten Operatoren des Evolutionären Algorithmus.

4.2.1 Generatoren für die Initiallösungen

Der Evolutionäre Algorithmus benötigt initiale Lösungen entsprechend der Populati-
onsgröße. Diese sollten möglichst gute Startwerte liefern, aber insbesondere den Suchraum
möglichst gleichmäßig und unvoreingenommen abbilden, um eine hohe Diversität in der
Population zu erzeugen. Dazu werden die Aufträge in beiden implementierten Operatoren
gemischt und in zufälliger Reihenfolge auf die Maschinen verteilt.

Algorithmus 9 Lösungsgenerator zufällige Verteilung.
Require: Schedule s.

1: jobs← s.get_jobs_on_stage(stage = 0)
2: jobs← shuffle(jobs)

3: for Auftrag job ∈ jobs do
4: machines← s.get_eligible_machines(stage = 0, job = job)
5: machine← random(machines)
6: s.allocate_tight(stage = 0,machine = machine, job = job)
7: end for

8: return s

Algorithmus 9 belegt jeden Auftrag der Liste auf eine zufällige qualifizierte Maschine,
während Algorithmus 10 unter den verfügbaren Maschinen diejenige mit der minimalen
Endzeit, also der frühesten Startzeit des Auftrages gemäß Earliest Start Time (EST),
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Algorithmus 10 Lösungsgenerator ausgeglichene Verteilung.
Require: Schedule s.

1: jobs← s.get_jobs_on_stage(stage = 0)
2: jobs← shuffle(jobs)

3: for Auftrag job ∈ jobs do
4: machines← s.get_eligible_machines(stage = 0, job = job)
5: machine← Maschine in machines mit minimaler Endzeit
6: s.allocate_tight(stage = 0,machine = machine, job = job)
7: end for

8: return s

auswählt. Durch die initiale Mischung der Auftragsreihenfolge unterliegt der Algorithmus
weiterhin einer Zufälligkeit und erzeugt mit jedem Durchlauf unterschiedliche Ergebnis-
se. Im direkten Vergleich erzeugt Algorithmus 10 einen ausgeglicheneren Ablaufplan und
tendenziell bessere Zielfunktionswerte, während Algorithmus 9 den gesamten Suchraum
abbilden kann.

4.2.2 Eltern- und Überlebensselektion

Für den Selektionsschritt wurden drei Verfahren implementiert. Die zufällige Wahl aus
Algorithmus 11 zieht n unterschiedliche zufällige Individuen aus der Population, äquivalent
zum in Alg. 1 beschriebenen Verfahren ohne Zurücklegen. Sie kann für die Elternselektion
genutzt werden.

Algorithmus 11 Selektionsoperator zufällige Wahl.
Require: Population pop, Zielgröße n.

1: new_pop← Ziehe n Individuen aus Population pop ohne Zurücklegen.
2: return new_pop

Algorithmus 12 sortiert die Individuen aufsteigend nach ihren Fitnesswerten und gibt
die besten n zurück. Er ist äquivalent zur (µ+λ)-Selektion aus Algorithmus 4. Dieser kann
für die Überlebensselektion verwendet werden. In jeder Iteration werden die schlechtesten
Individuen aus der Population verdrängt.

Algorithmus 12 Selektionsoperator elitistische Wahl.
Require: Population pop, Zielfunktion obj, Zielgröße n.

1: sorted_pop← Sortiere Population pop Aufsteigend nach Zielfunktionswert gemäß obj.
2: return sorted_pop[0 : n]

Algorithmus 13 implementiert eine Turnierselektion äquivalent zu Algorithmus 5. In
jedem Schritt wird ein Individuum aus der Population ausgewählt. Dazu werden Grup-
pen der Größe κ ∗ n mit Zurücklegen aus der Population gezogen. Das Individuum mit
dem kleinsten Zielfunktionswert wird zur neuen Population hinzugefügt. Existieren meh-
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rere Individuen mit dem gleichen Zielfunktionswert, wird zufällig gewählt. Die Größe der
Gruppen steuert wie in Abschnitt 2.2.2 beschrieben den Selektionsdruck. In der Imple-
mentierung aus Algorithmus 13 wird dazu der Parameter κ mit 0 < κ < ∞ als Anteil
der Populationsgröße gewählt. Die Gruppen können demnach durch das Zurücklegen auch
größer als die Populationsgröße werden. Für κ → 0 wird der Algorithmus ähnlich zur
zufälligen Wahl aus Algorithmus 11, allerdings mit der Möglichkeit Individuen mehrfach
zu wählen. Für κ → ∞ geht die Wahrscheinlichkeit, dass das beste Individuum nicht in
der Gruppe ist, gegen null, sodass die neue Population ausschließlich aus Individuen mit
dem besten Zielfunktionswert besteht. In den Auswertungen in Abschnitt 5 wird κ = 0.1

gesetzt.

Algorithmus 13 Selektionsoperator Turnierselektion.
Require: Population pop, Zielfunktion obj, Zielgröße n.

1: new_pop← ∅
2: repeat n
3: group← ∅
4: repeat dκ ∗ ne
5: group← group ∪ random(pop)
6: end

7: next← Individuum aus group mit kleinstem Zielfunktionswert gemäß obj
8: new_pop← new_pop ∪ next
9: end

10: return new_pop

Die Turnierselektion kann sowohl für die Elternselektion, als auch für die Überlebens-
selektion verwendet werden. Bei der Überlebensselektion ist es möglich, dass das beste
Individuum nicht überlebt. Im Framework wird daher zusätzlich Elitismus wie in Ab-
schnitt 2.2.2 unter Algorithmus 3 implementiert. Das Framework wird genauer in Ab-
schnitt 4.2.6 beschrieben.

4.2.3 Rekombination

Die Rekombinationsoperatoren erzeugen aus zwei Individuen der Population einen neu-
en Nachkommen. Es wurden zwei Operatoren entwickelt. Da durch die Trennung der Auf-
träge auf verschiedene Maschinen kein einzelnes Chromosom mehr konstruierbar ist, ohne
die unkontrollierte Verschiebung von Aufträgen auf potenziell nicht qualifizierte Maschi-
nen zu ermöglichen, wurden für die beiden Algorithmen Einschränkungen an die Wahl
der Crossoverpunkte getroffen. Alternativ könnten neue Lösungen auf Zulässigkeit geprüft
und unzulässige Lösungen verworfen werden. Da die Crossoveroperatoren jedoch mitun-
ter sehr große Änderungen am Chromosom vornehmen und bereits eine Zuweisung eines
Auftrages auf eine nicht qualifizierte Maschine die Lösung unzulässig macht, ist die zu
erwartende Rate an unzulässigen Lösungen sehr hoch und damit das Verfahren ineffizi-
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Algorithmus 14 Rekombinationsoperator Order-Based.
Require: Eltern s1, s2.

1: Hole Maschinenzuweisungen π1, π2 auf zufälliger Maschine machine aus Eltern s1, s2.

2: Bestimme Crossoverpunkte c1 und c2 mit 0 ≤ c1 ≤ c2 < |π1|.

3: Kopiere Gene aus π1 zwischen c1 und c2 nach π indexgleich.

4: Kopiere Gene aus π2, die noch nicht in π enthalten sind, beginnend bei c2.

5: Kopiere restliche Gene aus π1, die noch nicht in π enthalten sind, beginnend bei
aktueller Position.

6: Entferne alle Maschinenzuweisungen in s für Maschinemachine und plane neues Chro-
mosom ein.

7: return s

enter als der zusätzliche Schritt der Sucheinschränkung. Algorithmus 14 basiert auf dem
in Abschnitt 2.2.5 unter Algorithmus 8 vorgestellten Order-Based-Crossover. Er wird hier
ausschließlich auf die Aufträge einer zufälligen Maschine angewendet. Alle anderen Ma-
schinenzuweisungen werden aus dem ersten Elter übernommen. Innerhalb der gewählten
Maschine werden die Crossoverpunkte c1 und c2 mit c1 ≤ c2 bestimmt. Alle Maschinenzu-
weisungen aus dem ersten Elter werden im Intervall [c1, c2) in das Nachkommenchromosom
kopiert. Anschließend werden alle Aufträge aus dem zweiten Elter, die noch nicht einge-
plant wurden, beginnend bei c2, eingeplant. Wird dabei die Array-Grenze erreicht, wird
am Anfang fortgefahren. Da die Menge der auf der gewählten Maschine eingeplanten Auf-
träge in den beiden Eltern nicht identisch sein muss, werden nur Aufträge berücksichtigt,
die auch im ersten Elter vorhanden sind. Dies vermeidet Dopplungen von Aufträgen auf
anderen Maschinen. Abschließend müssen alle Aufträge des ersten Elters, die noch nicht
eingeplant wurden, weil sie nicht im zweiten Elter enthalten waren, eingeplant werden.
Der Algorithmus verschiebt keine Aufträge auf andere Maschinen. Lediglich die Reihen-
folge der Aufträge auf einer zufälligen Maschine wird basierend auf der Reihenfolge eines
anderen Individuums verändert. Der vollständige Algorithmus befindet sich im Anhang
unter Alg. 23.

Zusätzlich zum Order-Based-Crossover wurde ein Rekombinationsoperator zur Mi-
schung der Maschinenzuweisungen entworfen. Dieser behält ebenfalls die relative Reihen-
folge der Aufträge bei und rekombiniert die Zuweisungen auf den Maschinen. Der Algorith-
mus ist in Alg. 15 dargestellt, eine vollständige Darstellung befindet sich im Anhang unter
Alg. 24. Im ersten Schritt wird ein Crossoverpunkt c gewählt, der die Maschinen in zwei
Gruppen aufteilt. Aus dem ersten Elter werden nun alle Zuweisungen auf den Maschinen
< c übernommen. Die Zuweisungen auf den Maschinen ≥ c werden ohne Duplikate der
bereits eingeplanten Aufträge aus dem zweiten Elter übernommen. Abschließend werden
die verbliebenen, noch nicht eingeplanten Aufträge, aus den Eltern kopiert. Dazu wird das
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Algorithmus 15 Rekombinationsoperator Maschinenzuweisungen.
Require: Eltern s1, s2.

1: s← s1.shallow_copy()
2: num_machines← schedule.get_machines_on_stage(stage = 0)

3: . Bestimme Crossoverpunkt
4: c← random(0, |s1.get_machines_on_stage(stage = 0)|)
5: planned← ∅

6: Kopiere Maschinenzuweisungen aus s1 bis Crossoverpunkt c im Intervall [0, c) und
speichere sie in planned.

7: Kopiere Maschinenzuweisungen aus s2, die nicht in planned enthalten sind, ab Cross-
overpunkt c im Intervall [c, num_machines) und füge sie zu planned hinzu.

8: Kopiere Maschinenzuweisungen aus s1, die nicht in planned enthalten sind, bis Cross-
overpunkt c im Intervall [0, c) und füge sie zu planned hinzu.

9: Kopiere Maschinenzuweisungen aus s2, die nicht in planned enthalten sind, ab Cross-
overpunkt c im Intervall [c, num_machines).

10: return s

jeweils komplementäre Maschinenintervall auf den Eltern betrachtet und alle noch nicht
eingeplanten Aufträge an die entsprechenden Zuweisungslisten angehangen.

4.2.4 Mutation

Die implementierten Mutationsoperatoren Shift und Swap ändern bestehende Indivi-
duen. Sie wurden analog zu den in Abschnitt 2.2.4 vorgestellten Verfahren Translokation
(Alg. 7) und 2-Swap (Alg. 6) entwickelt.

Der Mutationsoperator Shift aus Algorithmus 16 wählt zunächst einen zufälligen Auf-
trag aus der Auftragsmenge der ersten Bearbeitungsstufe aus. Dieser wird an eine zufällige
Position auf einer zufälligen qualifizierten Maschine verschoben. Es ist zu beachten, dass
der Mutationsoperator Shift nach Auswahl eines zufälligen Auftrages immer eine gültige
Position findet. Im Extremfall kann dies jedoch auch die aktuelle Position sein, wodurch
das Chromosom faktisch unverändert bleibt. Eine vollständige Darstellung befindet sich
im Anhang unter Alg. 25.

Der Mutationsoperator Swap aus Algorithmus 17 wählt im ersten Schritt ebenfalls ei-
nen zufälligen Auftrag aus. Anschließend wird aus der Menge der verbliebenen Aufträge
ein zufälliger Auftrag gewählt. Dabei muss jeweils die aktuelle Maschine des Auftrages für
den jeweils anderen qualifiziert sein. Existiert kein solcher Auftrag, wird das Individuum
unverändert zurückgegeben. Falls ein Paar gefunden wurde, werden die Maschinenzuwei-
sungen getauscht, das heißt die Aufträge werden auf der jeweils anderen Maschine an der
ursprünglichen Stelle eingeplant. Der vollständige Algorithmus befindet sich im Anhang
unter Alg. 26.
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Algorithmus 16 Mutationsoperator Shift.
Require: Schedule s.

1: jobs← s.get_scheduled_jobs_on_stage(stage = 0)
2: if |jobs| == 0 then
3: return s
4: end if

5: Wähle einen zufälligen Auftrag job aus jobs.
6: Wähle eine neue Maschine aus allen qualifizierten Maschinen.

7: Entferne Auftrag job von ursprünglicher Maschine.
8: Füge Auftrag job an einer zufälligen Position auf neuer Maschine ein.

9: Korrigiere Start- und Endzeiten aller Aufträge auf beiden Maschinen.

10: return s

Algorithmus 17 Mutationsoperator Swap.
Require: Schedule s.

1: jobs← s.get_scheduled_jobs_on_stage(stage = 0)
2: if |jobs| ≤ 1 then
3: return s
4: end if

5: jobs← shuffle(jobs)
6: j1,m1, index1 ← jobs[0]
7: for j2,m2, index2 ∈ jobs[1 :] do

8: . Prüfe gegenseitige Maschinenqualifikation
9: if ¬e0m1j2 ∨ ¬e0m2j1 then

10: continue
11: end if

12: Tausche die Aufträge j1 und j2.
13: Korrigiere Start- und Endzeiten aller Aufträge auf beiden Maschinen.
14: return s
15: end for
16: return s

Vergleicht man die beiden Operatoren bezüglich Konvergenzgeschwindigkeit und Such-
raum (Erreichbarkeit), lässt sich feststellen, dass der Operator Swap die Lösung mit dop-
pelter Geschwindigkeit verändert. Jede Vertauschung von Aufträgen lässt sich mittels
zwei Translokationen ebenfalls erwirken. Durch den paarweisen Tausch bildet der Swap-
Operator jedoch einen kleineren Suchraum ab. Insbesondere ändert er niemals die Anzahl
der eingeplanten Aufträge auf einer Maschine. In Kombination mit dem Rekombinations-
operator Order-Based aus Algorithmus 14 bleibt die Anzahl der eingeplanten Aufträge
auf den Maschinen identisch zur Startlösung. Im schlechtesten Fall erzeugt die zufällige
Zuweisung ein Chromosom, das alle Aufträge ausschließlich auf einer Maschine zugewiesen
hat, was sich bis zum Ende der Suche nicht ändern kann. Der Mutationsoperator Shift

37



hingegen bildet den gesamten Suchraum ab. Jede valide Konfiguration von Maschinen-
zuweisungen lässt sich mit einer endlichen Anzahl an Translokationen aus jeder gültigen
Startkonfiguration erreichen.

4.2.5 Stufenstrategie

Alle bislang vorgestellten Operatoren arbeiten ausschließlich auf der ersten Bearbei-
tungsstufe. Um den Algorithmus nun vom parallelen Maschinenproblem auf einen hybriden
Flow Shop zu erweitern, wird eine Stufenstrategie hinzugenommen, die auf Basis der ers-
ten Bearbeitungsstufe alle weiteren Stufen einplant. Die Stufenstrategie ist ein Parameter
des Algorithmus und somit austauschbar, in dieser Arbeit kommt zunächst jedoch nur
die Strategie Earliest completion time (ECT) zum Einsatz, da sie in der Literatur am
häufigsten für (hybride) Flow Shops angewendet wird [49, 60]. Diese plant die Aufträge
in derjenigen Reihenfolge ein, dass iterativ immer derjenige Auftrag gewählt und plat-
ziert wird, der seine Bearbeitung zuerst abschließen kann. Der Algorithmus ist in Alg. 18
gezeigt.

Algorithmus 18 Stufenstrategie Earliest Completion Time (ECT).
Require: Schedule s, Stufe i.

1: Entferne alle Maschinenzuweisungen auf Stufe i.

2: jobs← {j | j ∈ s.jobs ∧ ¬skipij}
3: while |jobs| > 0 do
4: ects← []
5: for job ∈ jobs do
6: for Machine l ∈ {l | l ∈Mi ∧ Eilj} do
7: ect← max(job.end_time(),machine.end_time()) + pilj
8: ects← ects ∪ (job,machine, ect)
9: end for

10: end for

11: Sortiere ects nach drittem Wert im Tupel (ECT).
12: job,machine, ect← ects[0]

13: Füge Auftrag job auf Maschine machine mit Endzeit ect ein.
14: jobs← jobs \ job
15: end while

16: return s
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4.2.6 Framework

Der Framework-Algorithmus führt die einzelnen Operatoren, die in den vorangegan-
genen Abschnitten erläutert wurden, zu einem lauffähigen Gesamtsystem zusammen. Der
zugehörige Kombinator dient ebenfalls als Ziel der Syntheseanfrage und hat den semanti-
schen Typen

SolutionGeneratorCombinator → CrossoverOperatorCombinator

→MutationOperatorCombinator → ParentsSelectionOperatorCombinator

→ SurvivalSelectionOperatorcombinator → EvolutionBaseCombinator.

Der Algorithmus ist in Alg. 19 gezeigt und orientiert sich an dem allgemeinen Aufbau
eines Evolutionären Algorithmus, der in Abschnitt 2.2 in Abbildung 4 beschrieben wurde.
Im ersten Schritt wird eine Population der Größe pop_size generiert. Dazu wird der so-
lution_generator aufgerufen, der als Eingabe den leeren Ablaufplan entgegennimmt und
die Aufträge aus der Prozesszeitenmatrix unter Berücksichtigung der Nebenbedingungen
auf die Maschinen verteilt. Anschließend wird das beste Individuum in best gespeichert.

In der folgenden Schleife werden die Operatoren auf die Population angewendet. Die
Abbruchbedingung ist wählbar zwischen Laufzeit, Schleifeniterationen und Anzahl Ziel-
funktionsauswertungen. Zunächst werden aus der aktuellen Population par_size-viele El-
tern für die Rekombination und Mutation ausgewählt. Paare aus je zwei Individuen werden
mit der Wahrscheinlichkeit pc durch den Operator crossover_operator rekombiniert. Die
Eltern werden zunächst gemischt, um eine zufällige Paarung zu erreichen. Der entstandene
Nachkomme wird einer neuen Menge popc der rekombinierten Individuen hinzugefügt. Die
Individuen aus der Elternschaft und die neu generierten Nachkommen in popc werden an-
schließend jeweils mit der Wahrscheinlichkeit pm durch den Operator mutation_operator
mutiert und zur neuen Menge popm hinzugefügt.

Die neue Population ergibt sich aus der Vereinigung der alten Population mit den re-
kombinierten und mutierten Individuen aus popc und popm. Anschließend wird die Über-
lebensselektion durch den Operator survival_selection_operator durchgeführt. Da bei der
Überlebensselektion je nach Wahl des Operators das beste Individuum verloren gehen
kann, wird anschließend Elitismus angewendet, der in Abschnitt 2.2.2 erläutert wurde.
Dabei wird im Fall, dass das beste Individuum der Population einen schlechteren Ziel-
funktionswert aufweist als das in best gespeicherte, das schlechteste durch best ersetzt.
Abschließend wird das aktuell beste Individuum aktualisiert.
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Algorithmus 19 Basisalgorithmus.
Require: Schedule s, Zielfunktion obj.

1: . Initiale Population generieren
2: pop← ∅
3: repeat pop_size
4: sol← solution_generator.execute(s)
5: pop← pop ∪ stage_allocation_strategy.execute(sol, 1)
6: end

7: best← Individuum aus pop mit kleinstem Zielfunktionswert gemäß obj
8: while ¬STOP do
9: . Parent selection

10: parents← parents_selection_operator.execute(pop, obj,par_size)

11: . Crossover
12: popc ← ∅
13: parents← shuffle(parents)
14: for s1, s2 ∈ zip(parents[0 :: 2], parents[1 :: 2]) do . Zip 2er-Paare
15: if random(0, 1) ≤pc then
16: sol← crossover_operator.execute(s1, s2)
17: popc ← popc ∪ stage_allocation_strategy.execute(sol, 1)
18: end if
19: end for

20: . Mutation
21: popm ← ∅
22: for s ∈ parents ∪ popc do
23: if random(0, 1) ≤pm then
24: sol←mutation_operator.execute(s)
25: popm ← popm ∪ stage_allocation_strategy.execute(sol, 1)
26: end if
27: end for

28: . Überlebensselektion
29: pop← pop ∪ popc ∪ popm
30: pop← survival_selection_operator.execute(pop, obj,pop_size)

31: . Elitismus
32: new_best← Individuum aus pop mit kleinstem Zielfunktionswert gemäß obj
33: if Cmax(new_best) > Cmax(best) then
34: worst_sol← Individuum aus pop mit größtem Zielfunktionswert gemäß obj
35: pop← (pop \ worst_sol) ∪ best_sol
36: end if

37: . Update
38: if Cmax(new_best) < Cmax(best) then
39: best← new_best
40: end if
41: end while

42: return best_solution
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4.2.7 Verknüpfung von Algorithmen und Kombinatoren

Für jeden Operator, sowie den Framework-Algorithmus wird ein Kombinator definiert,
um eine Inhabitation durch CLS zu ermöglichen. Als Namenskonvention erhält der Kom-
binator den Suffix Combinator an den Klassennamen:

MutationOperatorShift ←→ MutationOperatorShiftCombinator
MutationOperatorSwap ←→ MutationOperatorSwapCombinator

...

Jeder Kombinator implementiert einen Luigi-Task und definiert, falls vorhanden, alle
weiteren Voraussetzungen als Felder der Klasse. CLS generiert aus der Menge der Vor-
aussetzungen automatisch einen Pfeiltyp. Für Operatoren ohne Voraussetzungen ergibt
sich ihr Typ aus der abstrakten Oberklasse. Für die beiden Mutationsoperatoren aus dem
vorherigen Beispiel ist dies der Typ MutationOperatorCombinator. Erwartet eine überge-
ordnete Komponente, wie der Framework-Algorithmus, nun einen Mutationsoperator, so
erfüllen beide Kombinatoren MutationOperatorShiftCombinator und MutationOperatorS-
wapCombinator über die Subtyprelation (7) die Voraussetzung:

MutationOperatorCombinator ≥MutationOperatorShiftCombinator

MutationOperatorCombinator ≥MutationOperatorSwapCombinator

Bei den Selektionsoperatoren stehen drei Operatoren zur Verfügung. Die zufällige Se-
lektion kann für die Elternselektion, die Truncation-Selektion für die Überlebensselektion
eingesetzt werden:

ParentsSelectionOperatorCombinator ≥ SelectionOperatorRandomCombinator

SurvivalSelectionOperatorCombinator ≥ SelectionOperatorTruncationCombinator.

Für die Turnierselektion, die sowohl für die Eltern-, als auch für die Überlebensselektion
verwendet werden kann, wird ein Intersektionstyp verwendet:

SelectionOperatorTruncationCombinator :

SurvivalSelectionOperatorCombinator ∩ ParentsSelectionOperatorCombinator

Der Kombinator für den Framework-Algorithmus ist in Abbildung 15 dargestellt. Er
enthält, anders als die Kombinatoren der Operatoren, die Definition der Voraussetzungen,
aus denen sich der Pfeiltyp ableitet. Jede Voraussetzung wird als CLSParameter in einem
Feld gespeichert. CLS durchsucht die Kombinatordefinitionen zur Laufzeit nach diesen
Feldern und befüllt sie mit entsprechenden Inhabitanten des definierten Zieltyps. Der Typ
des Kombinators ergibt sich in Abb. 14 schließlich als
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SolutionGeneratorCombinator →

ParentsSelectionOperatorCombinator →

CrossoverOperatorCombinator →

MutationOperatorCombinator →

SurvivalSelectionOperatorCombinator →

EvolutionBaseCombinator

Abbildung 14: Semantischer Typ des Zielkombinators.

Darüber hinaus werden die numerischen Optimierungsparameter, die durch Luigi ver-
arbeitet werden, definiert. Luigi verschiebt diese in die Parameterliste des Konstruktors,
sodass sie bei der Instanziierung übergeben werden können. Bei den Parametern wurde
eine Unterscheidung zwischen den bereits in Luigi bestehenden Typen (zum Beispiel Int-
Parameter) und der neu eingeführten Familie der OptimizationLuigiParameter eingeführt.
Diese stellen Optimierungsparameter in den Ausprägungen bool, int und float bereit, die
später zur Optimierung anhand des Typen automatisiert erkannt werden können. Die
vorhandenen Luigi-Parameter werden verwendet, um feste Werte wie die Anzahl der Re-
plikationen an den Algorithmus übergeben zu können. Der ScheduleTargetParameter ist
darüber hinaus ein Wrapper-Objekt für den Luigi Parameter für Schedule-Objekte. Hier
können die Eingangsdaten an den Algorithmus übergeben werden und ein Callback für
die Ergebnisse definiert werden. Der erste Block definiert die Anzahl der Replikationen,
die der Algorithmus pro Instanz durchführen soll. Eine Mittlung der Ergebnisse findet
hier noch nicht statt, es werden alle gefundenen Lösungen zurückgegeben. Der zweite
Block definiert die Daten-Eingänge und -Ausgänge als InMemoryTarget. Das Feld data
übergibt einen leeren Ablaufplan als Schedule-Objekt an den Algorithmus, der alle be-
nötigten Daten für die Belegung enthält. Das callback-Feld wird vom Algorithmus mit
den gefundenen Lösungen befüllt und kann im Anschluss an die Ausführung vom Frame-
work ausgelesen werden. Durch die Nutzung vom Luigi-Framework ist es nicht möglich,
Daten über (Konstruktor-) Parameter und Rückgabewerte auszutauschen, sodass dieses
Vorgehen nötig wird.

Die folgenden Parameter definieren die numerischen und kategorischen Optimierungs-
parameter. Bei den numerischen Parametern kann die Populationsgröße pop_size, die
Anzahl der gewählten Eltern pro Generation par_size prozentual in Abhängigkeit von
der Populationsgröße, die Crossoverwahrscheinlichkeit pc und die Mutationswahrschein-
lichkeit pm übergeben werden. Bei den Optimierungsparametern kann im Algorithmus ein
zulässiger Wertebereich angegeben werden. Für die Wahrscheinlichkeiten wurde der volle
Wertebereich [0, 1] erlaubt, für die Populationsgröße wurde ein Bereich zwischen einem und
100 Individuen festgelegt. Bei der Elterngröße muss sichergestellt sein, dass mindestens
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EvolutionBaseCombinator

# Parameters
+ num_replications : IntParameter(default=20)

# Data input and output requirements
+ data = ScheduleTargetParameter(default=InMemoryTarget())
+ callback = ScheduleTargetParameter(default=InMemoryTarget())

# Numeric optimization parameters
+ pop_size =

OptimizationLuigiParameter(default=IntegerOptimizationParameter(lb=1, ub=100))
+ par_size =

OptimizationLuigiParameter(default=FloatOptimizationParameter(lb=0.1, ub=1))
+ pc =

OptimizationLuigiParameter(default=FloatOptimizationParameter(lb=0, ub=1))
+ pm =

OptimizationLuigiParameter(default=FloatOptimizationParameter(lb=0, ub=1))

# Combinator optimization parameters
+ solution_generator =

ClsParameter(tpe=SolutionGeneratorCombinator.return_type())
+ parents_selection_operator =

ClsParameter(tpe=ParentsSelectionOperatorCombinator.return_type())
+ crossover_operator =

ClsParameter(tpe=CrossoverOperatorCombinator.return_type())
+ mutation_operator =

ClsParameter(tpe=MutationOperatorCombinator.return_type())
+ survival_selection_operator =

ClsParameter(tpe=SurvivalSelectionOperatorCombinator.return_type())

+ __init__(self, *args, **kwargs)
+ run(self)
+ run_single(self) : Schedule
+ run_replicated(self) : list[Schedule]

Abbildung 15: Kombinator für den Basisalgorithmus.
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ein Individuum ausgewählt wird, da der Algorithmus sonst keine Änderungen vornimmt.
Der zulässige Wertebereich wurde daher auf [0.1, 1] beschränkt. Für die kategorischen Pa-
rameter wird der semantische Typ des abstrakten Kombinators deklariert. Zur Laufzeit
führt das Luigi-Framework den Task aus und CLS löst dabei die Voraussetzungen auf.
Die Parameter data und callback, sowie die numerischen Parameter, werden Luigi dabei
als Argumentliste übergeben und automatisch in den entsprechenden Feldern gesetzt. Die
benötigten Kombinatoren werden im Konstruktor der Klasse als Voraussetzung für die
Ausführung des Tasks angegeben, sodass Luigi automatisch deren Ausführung voranstellt.
Alle Luigi-Tasks sind einheitlich implementiert, sodass sie als Ergebnis der Ausführung
ihrer run-Methode eine Instanz des zugeordneten Algorithmus in ein InMemoryTarget
speichern, das anschließend vom übergeordneten Kombinator genutzt werden kann. Diese
wurden als Erweiterung der existierenden Tasks implementiert, um einen performanten
Objektaustausch über den Arbeitsspeicher ohne eine Form von Serialisierung zu ermög-
lichen. In Algorithmus 20 ist die Verwendung des Targets als Ergebnis der Ausführung
des Luigi-Tasks am Beispiel des Mutationsoperators MutationOperatorShift mit seinem
zugeordneten Kombinator MutationOperatorShiftCombinator verdeutlicht.

Algorithmus 20 Klasse MutationShiftCombinator.
1: class MutationOperatorShiftCombinator(MutationOperatorCombinator):

2: abstract = False
3:

4: def __init__(self, *args, **kwargs):

5: super().__init__(name=„Mutation operator Swap“, *args, **kwargs)
6: self.target = InMemoryTarget()
7: self.require([])

8:

9: def run(self):

10: self.target.save(MutationOperatorShift())

Er besitzt keine Voraussetzungen und übergibt Luigi daher per require() eine lee-
re Liste. Als Austauschobjekt wird in target das InMemoryTarget gespeichert, das nach
der Ausführung die Instanz des Operators beinhaltet. In der Frameworkimplementierung
sind die Leer-Instanziierungen im Konstruktor und weitere Parameter zur Steuerung von
Instanziierbarkeit und Replizierbarkeit in einer Vererbungshierarchie für den Anwender
versteckt, sodass nur die Task-spezifischen Einstellungen getroffen werden müssen. Die
Methode run, die von Luigi automatisch ausgeführt wird, speichert im target nun eine In-
stanz des implementierten Mutationsoperators. Im übergeordneten Task kann via input()
anschließend darauf zugegriffen werden. Ein Auszug aus der run-Methode des Kombina-
tors des Framework-Algorithmus ist in Alg. 21 gezeigt. Hier wird über self.input() auf
die Ergebnisse der vorausgesetzten Tasks zugegriffen. Dafür wurde eine Struktur mittels
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Algorithmus 21 run-Methode der Klasse EvolutionBaseCombinator.
1: def run(self):
2: req: dict[ClsParameter, InMemoryTarget] = self.input()

3: self.target.save(EvolutionBase(
4: solution_generator=req[self.solution_generator].read(),
5: parents_selection_operator=req[self.parents_selection_operator].read(),
6: crossover_operator=req[self.crossover_operator].read(),
7: mutation_operator=req[self.mutation_operator].read(),
8: survival_selection_operator=req[self.survival_selection_operator].read(),

9: pop_size=self.pop_size,
10: par_size=self.par_size,
11: pc=self.pc,
12: pm=self.pm,

13: stage_allocation_strategy=ECT(),
14: objective=CMax(),
15: stop_criterion=StopCriterionEvaluations(1000)

).execute(schedule=self.data.read().copy())

eines dict verwendet, sodass die Deklaration der Voraussetzungen auf die Instanzen der
Algorithmenkomponenten gemappt werden kann. In den Zeilen 4 - 8 in Algorithmus 21
wird so auf die durch CLS kombinierten Algorithmenkomponenten bei der Instanziierung
des Evolutionären Algorithmus zugegriffen. In den Zeilen 9 - 12 werden die durch Luigi
gesetzten numerischen Parameter übergeben.

Diese Vorgehensweise der Trennung von Algorithmenimplementierung und Kombinato-
ren ermöglicht es, die Algorithmenkomposition vor der Ausführung zusammenzusetzen und
anschließend auf die gegebenen Daten (ggf. mehrfach) anzuwenden, anstatt große Daten-
mengen während der Ausführung von Luigi über die Pipelines durchzureichen. Weiterhin
findet dadurch eine saubere Trennung zwischen purer Algorithmik und Syntheseframework
statt. Die Algorithmen können weiterhin unabhängig von CLS manuell zusammengesetzt
und (ggf. automatisiert) getestet werden. Dies ermöglicht die vollkommen unabhängige
Implementierung der beiden Teile. Das Luigi-Framework fängt während der Ausführun-
gen Fehler, die in den einzelnen Tasks auftreten können, ab und verwirft diese. Dadurch
kann auch mit fehlerhaften Komponenten im Repository weitergearbeitet werden, indem
diese automatisch eliminiert werden und die Ausführung dennoch fortgeführt wird.
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4.3 Dynamische Komponentensuche

Das entwickelte Syntheseframework soll automatisch ein Repository aus implementier-
ten Kombinatoren aufbauen, ohne diese manuell registrieren zu müssen. Dies reduziert
den Aufwand zur Erweiterung des Algorithmus durch neue Komponenten und versteckt
die Nutzung von CLS. Dafür soll das Framework eine gegebene Paketstruktur automa-
tisiert nach anwendbaren Kombinatoren durchsuchen können. Für eine Syntheseanfrage
muss dann lediglich der Zieltyp der Anfrage und das root-Element der Paketstruktur spe-
zifiziert werden. Zusätzlich lässt sich in der vorliegenden Implementierung eine Blacklist
definieren, um bestimmte Kombinatoren temporär aus der Betrachtung zu entfernen. CLS
durchsucht rekursiv die vorliegenden Quelldateien nach Kombinatoren und löst den Zieltyp
auf. Aus der Menge aller gefundenen Kombinatoren wird anschließend das Repository ge-
neriert. Eine schematische Vorgehensweise der Komponentensuche ist in Abb. 16 skizziert.
Die einzelnen Schritte werden im Folgenden näher beschrieben.

Spezifiziere Zieltyp und root-Verzeichnis

Durchsuche Paket-
struktur nach Modulen

Lade gefundene Module
und erstelle ein Mapping
von Modulen zu gefun-
denen Kombinatoren

Identifiziere Zielkombinator

Identifiziere Voraussetzungen
des Zielkombinators und löse
mögliche Inhabitanten auf

Gib Optimierungsvektor zurück

Abbildung 16: Schematische Vorgehensweise zur automatisierten Komponentensuche.
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4.3.1 Modulsuche

Für die Parameteroptimierung wird zunächst der zu optimierende Algorithmus anhand
des semantischen Typs ohne die Voraussetzungen des Kombinators übergeben. Für den
hier implementierten Evolutionären Algorithmus lautet dieser EvolutionBaseCombinator.
Die Voraussetzungen des Kombinators, die entsprechend den Pfeiltypen definieren, wer-
den automatisch aufgelöst. Des Weiteren muss ein root-Verzeichnis für die Suche nach
ladbaren Komponenten angegeben werden. In der konkreten Implementierung liegen alle
implementierten Operatoren in ~\src\main\algorithms\ea\, sodass dieser Pfad als Start-
punkt der rekursiven Verzeichnissuche gewählt werden kann. Der Algorithmus enumeriert
zunächst alle Python-Module zur späteren Verwendung. Mittels einer Blacklist können ein-
zelne Module temporär von der Betrachtung ausgenommen werden, um die Verwendung
von einzelnen Operatoren steuern zu können. Des Weiteren werden alle __init__.py Da-
teien und das Verzeichnis __pycache__ per Konvention ignoriert. Es resultiert eine Liste
aller Python-Quelldateien mit ihrem Namespace-relativen import-Pfad, die im angegebe-
nen Verzeichnis liegen. In der aktuellen Implementierung ergeben sich die in Tabelle 4
gezeigten 14 Module:

# Modulname
1 src.main.algorithms.ea.base.evolution_base

2 src.main.algorithms.ea.crossover.crossover_operator
3 src.main.algorithms.ea.crossover.crossover_operator_machine_allocation
4 src.main.algorithms.ea.crossover.crossover_operator_order_based

5 src.main.algorithms.ea.mutation.mutation_operator
6 src.main.algorithms.ea.mutation.mutation_operator_shift
7 src.main.algorithms.ea.mutation.mutation_operator_swap

8 src.main.algorithms.ea.selection.selection_operator
9 src.main.algorithms.ea.selection.selection_operator_random
10 src.main.algorithms.ea.selection.selection_operator_tournament
11 src.main.algorithms.ea.selection.selection_operator_truncation

12 src.main.algorithms.ea.solutiongenerator.solution_generator
13 src.main.algorithms.ea.solutiongenerator.solution_generator_balanced_machines
14 src.main.algorithms.ea.solutiongenerator.solution_generator_random_machines

Tabelle 4: Übersicht der geladenen Module bei der Komponentensuche.

4.3.2 Erstellung eines Modulmappings

Im nächsten Schritt werden die gefundenen Module geladen und nach Kombinatoren
durchsucht. Die CLS-Implementierung lässt kein manuelles Hinzufügen von Kombinato-
ren zu dem Repository zu. Stattdessen werden alle Klassen, die im Python-Interpreter
importiert wurden, verwendet. Python verfügt über die Möglichkeit, Module während der
Laufzeit dynamisch zum Namespace des Interpreters mittels __import__() aus dem im-
portlib-Paket [88] hinzuzufügen. Die in einem Modul enthaltenen Kombinatoren können
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also aus dem Vergleich der durch CLS generierten Repositorys vor und nach dessen Import
ermittelt werden. Um Verluste durch Namensdopplungen zu vermeiden, wird sichergestellt,
dass das Repository vor dem Import leer ist. Per Konvention darf jede Quelldatei nur ma-
ximal einen nicht-abstrakten Kombinator enthalten, um später das gezielte Hinzufügen
eines Kombinators zum Repository zu ermöglichen. Nach dem Laden eines Moduls müs-
sen die ggf. darin enthaltenen Klassen wieder aus dem Namespace entfernt werden. Da
Python keine Möglichkeit des sicheren Entfernens von bereits importierten Klassen bereit-
stellt, muss der Zustand des Interpreters vor dem Import wiederhergestellt werden. Dazu
wird für jedes zu ladende Modul der Prozess geforkt und dieser anschließend verworfen.
Ein Ablaufdiagramm ist in Abbildung 17 gezeigt.

sd Create Mapping
Hauptprozess

Fork

create_mapping(modules)

«create»
fork(module)

__load(module)
assert len(repository) = 0

__import__(module)

assert len(repository) ≤ 0

tpe = repository[0]

mapping[tpe] = module

mapping

foreach module ∈ modules

if tpe 6= None ∧ tpe /∈ mapping

Abbildung 17: Sequenzdiagramm der Erstellung des Modulmappings.

Zu sehen ist, dass für jedes zu ladende Modul ein Fork erzeugt wird, der das Laden des
Moduls in einer separierten Umgebung durchführt und das Ergebnis zurückliefert. Beim
Fork wird der Zustand des aktuellen Interpreters geklont, sodass alle bereits durchgeführ-
ten Imports bestehen bleiben. Falls das geladene Modul genau einen Kombinator enthält,
wird es zu einem mapping-Dictionary hinzugefügt, das am Ende der Methode zurückgege-
ben wird. Enthält ein Modul keinen Kombinator wird es ignoriert, enthält es mehrere, wird
es übersprungen und eine Warnung wird ausgegeben. In der aktuellen Implementierung
ergibt sich das in Tabelle 5 gezeigte Mapping:
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# Kombinator Modul
1 EvolutionBaseCombinator → ~.evolution_base

2 CrossoverOperatorMachineAllocationCombinator → ~.crossover_operator_machine_allocation
3 CrossoverOperatorOrderBasedCombinator → ~.crossover_operator_order_based

4 MutationOperatorShiftCombinator → ~.mutation_operator_shift
5 MutationOperatorSwapCombinator → ~.mutation_operator_swap

6 SelectionOperatorRandomCombinator → ~.selection_operator_random
7 SelectionOperatorTournamentCombinator → ~.selection_operator_tournament
8 SelectionOperatorTruncationCombinator → ~.selection_operator_truncation

9 SolutionGeneratorBalancedMachinesCombinator → ~.solution_generator_balanced_machines
10 SolutionGeneratorRandomMachinesCombinator → ~.solution_generator_random_machines

Tabelle 5: Übersicht des Modulmappings bei der Komponentensuche.

Die Liste der zu betrachtenden Module hat sich auf diejenigen reduziert, die konkrete
Implementierungen von genau einem Kombinator enthalten. Die vier Module

1. src.main.algorithms.ea.crossover.crossover_operator

2. src.main.algorithms.ea.mutation.mutation_operator

3. src.main.algorithms.ea.selection.selection_operator

4. src.main.algorithms.ea.solutiongenerator.solution_generator

mit den fünf abstrakten Kombinatoren
1. CrossoverOperatorCombinator

2. MutationOperatorCombinator

3. ParentsSelectionOperatorCombinator

4. SurvivalSelectionOperatorCombinator

5. SolutionGeneratorCombinator

wurden entsprechend entfernt. Diese dienen lediglich dem Subtyping (7) und werden inhä-
rent durch die Subtypen mitgeladen. Aus der Liste der gefundenen Kombinatoren kann nun
der gesuchte Zielkombinator abgeleitet werden. Konkret ist dies in der aktuellen Implemen-
tierung der Kombinator EvolutionBaseCombinator im Modul ~.evolution_base. Zusätzlich
zum in Tabelle 5 angegebenen nativen Typen des Kombinators wird auch der semantische
(ggf. Pfeil-) Typ gespeichert. Für den geforderten Zielkombinator EvolutionBaseCombina-
tor ergibt sich der schon in Abbildung 14 gezeigte Pfeiltyp

SolutionGeneratorCombinator → ParentsSelectionOperatorCombinator →

CrossoverOperatorCombinator → MutationOperatorCombinator →

SurvivalSelectionOperatorCombinator → EvolutionBaseCombinator

aus dem sich im Folgenden die Voraussetzungen, das heißt insbesondere die austauschbaren
Komponenten, ableiten lassen.
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4.3.3 Identifizierung der Voraussetzungen des Zielkombinators

Um mögliche Inhabitanten für die fünf Voraussetzungen zu enumerieren, wird zunächst
das gesamte Repository analog zum Schema aus Abbildung 17 isoliert vom Hauptprozess
aufgebaut. Abweichend entfällt die Prüfung, dass genau ein Kombinator gefunden wurde.
Anschließend wird für jede Voraussetzung eine Syntheseanfrage gestellt und die Ergebnisse
aufgelistet. Es ergeben sich die in Tabelle 6 gezeigten Inhabitanten. Zusätzlich wird der
Zielkombinator nach numerischen Parametern durchsucht. Dazu werden alle Felder der
Klasse nach Instanzen von OptimizationParameter durchsucht. Die Vererbungsstruktur
in BoolOptimizationParameter, IntegerOptimizationParameter und FloatOptimizationPa-
rameter ermöglicht die spätere Erzeugung des Werteraums. Dieser kann mittels der Pa-
rameter lb (lower bound - untere Schranke) und ub (upper bound - obere Schranke) wie
bereits in Abschnitt 4.2.7 erläutert ggf. eingeschränkt werden.

MutationOperatorCombinator:
1 MutationOperatorSwapCombinator
2 MutationOperatorShiftCombinator

CrossoverOperatorCombinator:
1 CrossoverOperatorOrderBasedCombinator
2 CrossoverOperatorMachineAllocationCombinator

SolutionGeneratorCombinator:
1 SolutionGeneratorRandomMachinesCombinator
2 SolutionGeneratorBalancedMachinesCombinator

ParentsSelectionOperatorCombinator:
1 SelectionOperatorRandomCombinator
2 SelectionOperatorTournamentCombinator

SurvivalSelectionOperatorCombinator:
1 SelectionOperatorTournamentCombinator
2 SelectionOperatorTruncationCombinator

Numerische Parameter:
1 pop_size IntegerOptimizationParameter(lb=1, ub=100)
2 par_size FloatOptimizationParameter(lb=0.1, ub=1.0)
3 pc FloatOptimizationParameter(lb=0.0, ub=1.0)
4 pm FloatOptimizationParameter(lb=0.0, ub=1.0)

Tabelle 6: Übersicht der gefundenen numerischen Parameter und Inhabitanten für die Vorausset-
zungen des Zielkombinators.
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4.3.4 Ausführung der Parameterkonfigurationen

Während der Parameteroptimierung werden systematisch Parameterkonfigurationen
getestet. Diese werden entweder iterativ auf Grund vorheriger Beobachtungen berechnet
oder der Suchraum wird systematisch durchsucht. In jedem Fall liefert der Parameterop-
timierer in jedem Schritt eine zu testende Konfiguration. Der Parametervektor der mögli-
chen Belegungen der kategorischen und numerischen Parameter leitet sich direkt aus den
in Tabelle 6 gezeigten Gruppen der Kombinatoren und der numerischen Parameter mit
ihren Wertebereichen ab. Liefert der Parameteroptimierer für den nächsten Suchschritt ei-
ne Konfiguration, muss der Algorithmus entsprechend der Anfrage zusammengesetzt und
parametrisiert werden. Ein Beispiel für einen Parametervektor ist in Algorithmus 22 dar-
gestellt. Der Vektor besteht aus den getrennten Bereichen für kategorische und numerische
Parameter, da dessen Konfiguration sich in die Nutzung von CLS und Luigi aufteilt.

Algorithmus 22 Beispiel für einen Parametervektor.
1: OptimizationVector {

2: target = „EvolutionBaseCombinator“
3: mapping = { . . . }
4: combinatorRequirements = {

5: „MutationOperatorSwapCombinator“: „MutationOperatorShiftCombinator“,
6: „CrossoverOperatorCombinator“: „CrossoverOperatorOrderBasedCombinator“,
7: „SolutionGeneratorCombinator“: „SolutionGeneratorRandomMachinesCombinator“,
8: „ParentsSelectionOperatorCombinator“: „SelectionOperatorTournamentCombinator“,
9: „SurvivalSelectionOperatorCombinator“: „SelectionOperatorTruncationCombinator“

10: }
11: numericRequirements = {

12: ”pop_size” : 100, ”par_size” : 0.1, ”pc” : 0.25, ”pm” : 0.5

13: }

14: }

Für die Rekombination der Kombinatoren wird das Repository so aufgebaut, dass CLS
genau die eine geforderte Konfiguration generiert. Dazu werden die geforderten Kombina-
toren im Modulmapping auf die implementierenden Python-Module abgebildet und diese
erneut analog zu dem in Abbildung 17 gezeigten Schema isoliert vom Hauptprozess gela-
den. Die numerischen Parameter können Luigi als Argumente in Form eines dict übergeben
werden. Luigi erzeugt aus den Parameter-Feldern der Klasse zur Laufzeit Konstruktorpara-
meter, die durch das dict befüllt werden. Dadurch, dass die Konfiguration der numerischen
Parameter Teil der Synthese durch Luigi ist, kann nicht die Menge aller möglichen Konfigu-
rationen der Ausführung vorangestellt werden. Es folgt eine Instanz des Zielkombinators,
der entsprechend der vom Parameteroptimierer vorgegebenen Parameterkonfiguration er-
zeugt wurde. Die Ausführung des Luigi-Tasks resultiert wie in Abschnitt 4.2.7 beschrieben
in einer Instanz des zugeordneten Algorithmus, der anschließend ausgewertet werden kann.
Das Ergebnis der Ausführung wird dem Parameteroptimierer zurückgegeben.
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4.4 Mathematisches Optimierungsmodell

Um die Ergebnisse des Evolutionären Algorithmus einordnen zu können, wurde eine
ILP-Formulierung des Problems entwickelt und mittels eines Solvers für die gewählten
Testinstanzen bis zur Optimalität gelöst. Es ist somit möglich, die Ergebnisse der heuris-
tischen Läufe ins Verhältnis mit der optimalen Lösung zu setzen. Die Definition des ILP
erfolgt in Anlehnung an das Modell von Ruiz et al. [13]. Dieses modelliert einen hybriden
Flow Shop, der in Graham-Notation wie folgt angegeben werden kann [13, S. 5]:

FHm, ((RM i)mi=1) | skip,Mj , rm, prec, lag, Siljk, Ailjk | Cmax

Um die Komplexität des Modells und damit auch die Berechnungsdauer zu reduzieren,
wurde das Modell an die gegebene Problemformulierung (1) angepasst, indem alle nicht
benötigten Nebenbedingungen entfernt und die Übernommenen angepasst wurden. Im
Folgenden wird nun zunächst auf die verwendeten Variablen und die Formulierung des
ILP eingegangen.

4.4.1 Definition der Parameter und Variablen

Die Variablen wurden weitestgehend analog zu denen im Modell von Ruiz et al. [13]
benannt. Die Entscheidungsvariablen, die vom Solver zu bestimmen sind, sind in Tabel-
le 7 aufgeführt. Diese stellen die Zuweisung und zeitliche Einplanung der Aufträge dar.
Aus ihrer Belegung lässt sich nach Abschluss der Berechnung die Lösung des Problems
rekonstruieren. Die Variablen, die die Eingabe des Modells repräsentieren, sind in Tabelle
8 beschrieben.

Variable Bedingung Beschreibung

Xiljk Xiljk =

{
1, k ist Nachfolger von j.
0, sonst.

Wird Auftrag j vor k auf Bearbei-
tungsstufe i auf Maschine l gefer-
tigt?

Cij Cij ∈ N0 Fertigstellungszeitpunkt von Auf-
trag j auf Stufe i.

Cmax Cmax ∈ N0 Makespan.

Tabelle 7: Entscheidungsvariablen des ILP.

52



Variable Bedingung Beschreibung
n n > 0 Anzahl der Aufträge.

m m > 0 Anzahl der Stufen.

mi mi > 0 ∀ i ∈ [0,m) Anzahl der Maschinen auf Stufe i.

N N = {x | x ∈ N ∧ x ≤ n} Menge aller Aufträge. Abweichend
von der Definition in dieser Arbeit
beginnen die Aufträge an Index 1,
um Index 0 für benötigte Dummy-
Aufträge freizuhalten.

M M = {x | x ∈ N0 ∧ x < m} Menge aller Stufen.

Mi Mi′ = {x | x ∈ N0 ∧ x < mi′} ∀ i′ ∈M Menge aller Maschinen auf Stufe i.

pilj pilj ∈ N0 ∀ i ∈M, l ∈Mi, j ∈ N Prozesszeit von Auftrag j auf Ma-
schine l auf Bearbeitungsstufe i.

skipij skipij ∈ B ∀ i ∈M, j ∈ N skipij = ⊥ g.d.w. Auftrag j auf
Bearbeitungsstufe i gefertigt wer-
den muss. Andernfalls wird Stufe i
übersprungen.

Eilj Eilj ∈ B ∀ i ∈M, l ∈Mi, j ∈ N Maschinenqualifikationen. Eilj =
> g.d.w. Auftrag j auf Maschine
l auf Bearbeitungsstufe i gefertigt
werden kann.

V V ∈ N, V �
∑

j∈N pilj ∀i ∈M, l ∈Mi Große Zahl, um Nebenbedingungen
bei fehlenden Voraussetzungen tri-
vial wahr werden zu lassen.

Tabelle 8: Variablen des ILP.

4.4.2 Formulierung des ILP

Es wird nun die Formulierung der Zielfunktion und der Nebenbedingungen aufgezeigt
und die einzelnen Ausdrücke anschließend erläutert.
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Als Zielfunktion soll der Makespan minimiert werden, diese lautet:

min Cmax (11)

Die Nebenbedingungen lauten:

∑
j∈N∪{0}

j 6=k,¬skipij

∑
l∈Mi

Eilj ,Eilk

Xiljk = 1, i ∈M,k ∈ N,¬skipik, (12)

∑
j∈N

j 6=k,¬skipij

∑
l∈Mi

Eilj ,Eilk

Xilkj ≤ 1, i ∈M,k ∈ N,¬skipik, (13)

∑
k∈N

¬skipik,Eilk

Xil0k ≤ 1, i ∈M, l ∈Mi, (14)

∑
h∈N∪{0},
h6=k,h 6=j

¬skipih,Eilh

Xilhj ≥ Xiljk, i ∈M, l ∈Mi, j, k ∈ N, j 6= k,¬skipij ,¬skipik, Eilj , Eilk,

(15)

∑
l∈Mi

Eilj ,Eilk

(Xiljk +Xilkj) ≤ 1, i ∈M, j ∈ N, k = j + 1, . . . , n,¬skipij ,¬skipik, (16)

Ci0 = 0, i ∈M, (17)

Cik − pilk ≥ Cij − V · (1−Xiljk),

i ∈M, l ∈Mi, j ∈ N ∪ {0}, k ∈ N, j 6= k,

¬skipij ,¬skipik, Eilj , Eilk, (18)

Cik − pilk ≥ Ci′,k − V · (1−Xiljk),

i ∈M \ {0}, i′ ∈ [0, i− 1], l ∈Mi, j ∈ N ∪ {0}, k ∈ N, j 6= k,

¬skipij ,¬skipik,¬skipi′k, Eilj , Eilk, (19)

Cij ≥ 0, i ∈M, j ∈ N,¬skipij , (20)

Cmax ≥ Cij , j ∈ N, i = argmax
i∈M

{¬skipij} (21)

Xiljk ∈ {0, 1} , i ∈M, l ∈Mi, j ∈ N ∪ {0}, k ∈ N, j 6= k. (22)
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Die Entscheidungsvariablen Xiljk bestimmen die Auftragsketten auf den Maschinen.
Die Nebenbedingung (22) beschränkt Xiljk auf den binären Wertebereich. Xiljk = 1 soll
genau dann gelten, wenn Auftrag k direkter Nachfolger von Auftrag j auf Maschine l auf
Bearbeitungsstufe i ist. Um auch für den ersten Auftrag auf einer Maschine diese Ver-
knüpfung herstellen zu können, werden von Ruiz et al. [13] an Index j = 0 sogenannte
Dummy-Aufträge eingeführt. Entsprechend werden in dieser Arbeit alle Aufträge um ei-
nen Index auf den Bereich [1, n] verschoben, um den Index 0 für die Dummy-Aufträge
freizuhalten. Es werden nur die tatsächlich möglichen Xiljk generiert. So wird der Vor-
gänger j aus der Vereinigungsmenge j ∈ N ∪ {0} aus Aufträgen und Dummy-Auftrag,
der Nachfolger allerdings nur aus den Aufträgen k ∈ N gewählt. Weiterhin gilt j 6= k,
da ein Auftrag nicht auf sich selbst folgen kann. Weiterhin wird Xiljk nur dann betrach-
tet, wenn j und k auf Stufe i tatsächlich bearbeitet werden müssen und auf der Maschine
l qualifiziert sind. Die Semantik der Xiljk wird in den Nebenbedingungen (12-16) definiert.

Zunächst wird in Nebenbedingung (12) beschränkt, dass jeder Auftrag k ∈ N auf je-
der Stufe i ∈ M genau einen Vorgängerauftrag j ∈ N ∪ {0} besitzt. Dieser kann auch
ein Dummy-Auftrag sein, wenn k der erste Auftrag auf der Maschine ist. Die Umkehrung,
dass k maximal einen Nachfolger j ∈ N pro Stufe besitzen kann, wird in Nebenbedin-
gung (13) definiert. j kann hier kein Dummy-Auftrag sein, da dieser immer der erste auf
der Maschine sein muss. Die Summe wird 1, wenn k einen Nachfolger j auf der Maschi-
ne l hat, oder 0, wenn k der letzte Auftrag auf der Maschine ist. Analog wird für den
Dummy-Auftrag die Anzahl der Nachfolger pro Maschine in Nebenbedingung (14) auf 1
begrenzt. Nebenbedingung (15) sorgt dafür, dass Auftrage j ∈ N auf Maschine l ∈ Mi

eingeplant sein muss, wenn Auftrag k ∈ N auf ebendieser Maschine auf Auftrag j folgt.
Dies sorgt dafür, dass die konstruierte Auftragskette aus den Xiljk alle auf derselben Ma-
schine eingeplant werden. Die Nebenbedingung (16) verhindert direkte Zirkelbezüge in den
Nachfolgerschaften. Auftrag j kann daher nicht gleichzeitig Nachfolger und Vorgänger von
Auftrag k sein. k indiziert hier durch die Symmetrie nur die Aufträge, deren Index größer
j ist. Die Nebenbedingung ist für die Zulässigkeit der Lösung nicht nötig, da die Linearität
der Auftragsfolge durch die Bedingungen an die Endzeiten Cij beschränkt ist und verhin-
dert auch nicht die Bildung von Kreisen mit mehr als zwei Aufträgen. Allerdings schränkt
sie die Anzahl der zu betrachtenden Lösungskandidaten stark ein und beschleunigt damit
die Berechnung. Dies ist ein Beispiel dafür, dass das Hinzufügen von Nebenbedingungen
auch zu einer Vereinfachung des Problems führen kann.
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Die Entscheidungsvariablen Cij bestimmen die Endzeiten der eingeplanten Aufträge.
Aus der Kombination von Xiljk und Cij lässt sich die konkrete Allokation eines Auftrages
auf einer Maschine ableiten. Es gilt

∃ j ∈ N ∪ {0} : Xiljk = 1 =⇒ Auftrag k ist auf Maschine l auf Bearbeitungsstufe i
in der Zeit von Cij − pilj bis Cij eingeplant.

Die Nebenbedingungen (17-20) definieren die Semantik der Cij . Nebenbedingung (20)
beschränkt den Wertebereich der Cij und sorgt dafür, dass kein Auftrag vor t = 0 be-
endet sein kann. Da pilj ≥ 0 ∀i ∈ M, l ∈ Mi, j ∈ N gilt, liegt die Startzeit immer vor
der Endzeit. Nebenbedingung (17) setzt die Endzeit aller Dummy-Aufträge auf 0. Dies
markiert die Startzeit der Maschinen. Die Nebenbedingung (18) verhindert das Überlap-
pen von Aufträgen auf derselben Maschine. Die Startzeit Cik − pilk des Auftrags k ∈ N
auf Maschine l ∈ Mi auf Bearbeitungsstufe i ∈ M darf nicht vor der Endzeit des Vor-
gängerauftrages k ∈ N ∪ {0}, der auch ein Dummy-Auftrag sein kann, liegen. Der Term
(1−Xiljk) wird genau dann null, wenn k Nachfolger von j ist. Ist dies nicht der Fall, wird
der Term 1 und die Multiplikation mit −V macht den Ausdruck für alle Werte von Cik,
Cij und pilj bei ausreichend großem V wahr. Nebenbedingung (19) definiert die Bezie-
hung der Start- und Endzeiten desselben Auftrags beim Übergang zwischen zwei Stufen.
Bei diesem darf die Startzeit Cik − pilk des Auftrags k ∈ N auf der Stufe i ∈ M \ 0 auf
Maschine l ∈ Mi nicht kleiner sein als die Endzeit auf der vorherigen Stufe. Da Aufträge
einzelne vorherige Stufen i′ < i überspringen können, werden die Nebenbedingungen nur
dann angelegt, wenn ¬skipi′k gilt.

Nebenbedingung (21) definiert die in der Zielfunktion (11) zu minimierende Entschei-
dungsvariable Cmax. Der Makespan ist definiert als

Cmax = max
i∈M
j∈N

{Cij} .

Da die Maximums-Bedingung nicht direkt im ILP ausgedrückt werden kann, wird
stattdessen die Nebenbedingung (21) definiert, dass Cmax ≥ Cij für alle Stufen i ∈M und
Aufträge j ∈ N gelten muss. Da Cmax minimiert wird, ist die obere Schranke durch den
größten Wert von Cij scharf.
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5 Evaluation

Der entwickelte Evolutionäre Algorithmus soll nun auf Testinstanzen evaluiert werden.
Dieser kann hybride Flow Shops mit maschinenspezifischen Prozesszeiten und beliebig
vielen Bearbeitungsstufen lösen. Da die genetischen Operatoren aber nur auf die erste
Stufe angewendet werden und alle Weiteren mittels der Anstellstrategie ECT (Alg. 18)
eingeplant werden, wird ein hybrider Flow Shop mit zwei Bearbeitungsstufen betrachtet.
Der Algorithmus setzt des Weiteren die Nebenbedingung skip und Mj um.

5.1 Benchmarks

Aus den existierenden Benchmarks aus Tabelle 3, die im Abschnitt 3 besprochen wur-
den, wird der Datensatz von Ruiz et al. [13] verwendet. Dieser enthält alle nötigen Da-
ten, das heißt maschinenspezifische Prozesszeiten und Qualifikationen, sowie Daten zum
Überspringen von Stufen. Zunächst werden aus dem gewählten Benchmark Testinstanzen
ausgewählt und mittels des entwickelten ILP gelöst, um die Ergebnisse der verschiedenen
Konfigurationen des Evolutionären Algorithmus vergleichen zu können. Der Benchmark
von Ruiz et al. [13] enthält Datensätze mit verschiedenen Ausprägungen der Nebenbedin-
gungen. Tabelle 9 zeigt die Konfigurationen der Testinstanzen im Benchmark. Die grau
hinterlegten Einträge sind für diese Arbeit irrelevant, da sie Daten für Nebenbedingungen
definieren, die bislang nicht im Algorithmus berücksichtigt werden. Diese finden entspre-
chend in der Auswertung keine Anwendung. Die unterstrichenen Werte zeigen die genutzte
Konfiguration:

Faktor Werte
Anzahl Aufträge 50, 100
Anzahl Bearbeitungsstufen 4, 8
Anzahl Maschinen pro Stufe 2, 4
skip-Wahrscheinlichkeit pro Auftrag 0%, 50%
Maschinenqualifikationswahrscheinlichkeit 50%, 100%
Verteilung der Maschinenstartzeiten 0, U[1,200]
Verteilung der Umrüstzeiten U[25, 74], U[75, 125]
Wahrscheinlichkeit für antizipatorische Umrüstzeiten U[0, 50]%, U[50, 100]%
Verteilung der lag-Zeiten U[1, 99], U[-99, 99]
Anzahl Vorgängeraufträge 0, U[1, 3]

Tabelle 9: Konfigurationen der Benchmarks nach Ruiz et al. [13].

Für jede Konfiguration existieren drei Datensätze, sodass bei Vernachlässigung von
fünf Faktoren mit je zwei Ausprägungen 3 × 25 = 96 mögliche Testinstanzen verbleiben.
Aus diesen wurden zehn Instanzen mit dem entwickelten ILP gelöst. Da der Algorithmus
nur auf der ersten Bearbeitungsstufe genetische Operationen durchführt und für die fol-
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genden Stufen lediglich ECT (Alg. 18) genutzt wird, wurden nur die ersten beiden Stufen
eingeplant. Die Anzahl der Aufträge wurde auf 30 reduziert. Es ergibt sich die folgende
Problemformulierung:

FH2, (R41, R42) | skip,Mj | Cmax

Da die Daten von denen aus Ruiz et al. [13] durch die nicht verwendeten Nebenbe-
dingungen und vernachlässigten Stufen und Aufträge abweicht, können dessen Ergebnisse
der exakten Optimierung nicht verwendet werden. Die für alle Optimierungen genutzte
Hardware wird in Tabelle 10 beschrieben.

Prozessor RAM OS Software
Intel®Xeon®W-2265 CPU
@ 3,50GHz, 24 Threads

64GB Windows 10
Pro 22H2

Python 3.11,
Gurobi 10.0.1

Tabelle 10: Genutzte Hardware für die Optimierungsläufe des ILP und der Parameteroptimierung.

Die Ergebnisse der exakten Optimierung sind in Tabelle 11 dargestellt. Das Modell
wurde mit Gurobi 10 gelöst. V wurde als 4.000 gewählt. Die Laufzeiten zum Finden der
optimalen Lösung schwanken dabei zwischen wenigen Sekunden und einigen Stunden.

Instanz Cmax Laufzeit

0 171 13h

1 238 12h

2 250 1h

3 217 1h

4 205 2m

Instanz Cmax Laufzeit

5 201 13h

6 155 26s

7 198 4h

8 145 10m

9 190 1h

Tabelle 11: Ergebnisse der exakten Optimierung.

5.2 Vergleich der Lösungen

Mit den Optima kann nun für die folgenden Auswertungen der heuristischen Optimie-
rung ein Maß definiert werden, das die Abweichung der Lösung prozentual zum Optimum
angibt. Dies ermöglicht den Vergleich der Läufe auf unterschiedlichen Instanzen. Der re-
lative Abstand (Relative Percentage Deviation - RPD) berechnet sie wie folgt, wobei heu
die heuristische Lösung und opt das Optimum darstellt [60, S. 6]:

RPD =
heu− opt

opt
≥ 0

Die Grafiken der im Folgenden beschriebenen Auswertungen mittels der Gittersuche
und der modellbasierten Parameteroptimierung zeigen entsprechend ausschließlich relative
Abweichungen zum Optimum. Als Abbruchkriterium für den Evolutionären Algorithmus
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wurde die Anzahl der Zielfunktionsauswertungen auf 1.000 gesetzt. Das Auswerten der
Zielfunktion ist der teuerste Schritt in der Optimierung und ist einem Abbruchkriteri-
um über die Laufzeit des Algorithmus vorzuziehen, da die Ergebnisse reproduzierbar auf
anderer Hardware werden und unabhängig von anderen, parallel laufenden Prozessen sind.

Zum Vergleich verschiedener Parameterkonfigurationen werden gepaarte t-Tests ver-
wendet. Diese eignen sich, um zwei normalverteilte Stichproben X,Y miteinander zu ver-
gleichen und über einen signifikanten Unterschied zu entscheiden [89, S. 379 ff.]. Hierbei
werden die Testkonfigurationen gepaart betrachtet, indem immer gleiche Konfigurationen,
die sich nur im untersuchten Parameter unterscheiden, voneinander subtrahiert werden [90,
S. 606]. Daraus ergibt sich eine NormalverteilungD = X−Y . Der gepaarte t-Test entschei-
det anschließend, ob die Differenzenverteilung im Mittel signifikant von null verschieden
ist, das heißt, dass die eine Stichprobe signifikant bessere oder schlechtere Ergebnisse lie-
fert [91, S. 1]. Die Nullhypothese H0 und die Alternativhypothese H1 lauten entsprechend,
dass die Stichproben identisch bzw. signifikant verschieden sind [92, S. 17]:

H0 : µD = 0 H1 : µD 6= 0

Für die Anwendung des t-Tests müssen die Stichproben statistisch unabhängig sein,
was durch die unabhängige Durchführung der Experimente gegeben ist. Der Weiteren
muss die Stichprobe der Differenzen annähernd gleichverteilt sein [92, S. 17], was auf alle
folgenden Auswertungen zutrifft.

5.3 Gittersuche

Zunächst wurde eine Gittersuche auf dem Parameterraum durchgeführt, um eine Ein-
ordnung der Beziehungen zwischen den Parametern und ihrem Einfluss auf das Optimie-
rungsergebnis zu erhalten. Dazu müssen Werte für die numerischen Parameter gewählt
werden. Wie bereits in Abschnitt 2.3.1 erläutert, ist für eine Analyse der Beziehungen
zwischen den Parametern eine äquidistante Wahl vorzuziehen. Für alle Parameter sollen
gleich viele Werte eingesetzt werden. Die Anzahl der durchzuführenden Optimierungsläufe
N berechnet sich mit dem Parameter n als Anzahl zu wählender Werte für die vier nu-
merischen Parameter unter Berücksichtigung der jeweils zwei möglichen Varianten für die
fünf Operatoren als

N = 25 × n4.

Der Parameter n geht dabei quartisch in die Anzahl der durchzuführenden Optimie-
rungsläufe ein, sodass viele Werte die Anzahl rasant ansteigen lässt. Es wurde daher n = 3

gewählt, wodurch N = 2.592 Optimierungsläufe durchzuführen sind. Die gewählten Para-
meter sind in Tabelle 12 dargestellt.
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Parameter Werte
SolutionGenerator SolutionGeneratorRandomMachines,

SolutionGeneratorBalancedMachines
MutationOperator MutationOperatorShift,

MutationOperatorSwap
CrossoverOperator CrossoverOperatorOrderBased,

CrossoverOperatorMachineAllocation
ParentsSelectionOperator SelectionOperatorRandom,

SelectionOperatorTournament
SurvivalSelectionOperator SelectionOperatorTournament,

SelectionOperatorTruncation
pop_size { 1, 50, 100 }
par_size { 0.1, 0.55, 1.0 }
pc { 0.0, 0.50, 1.0 }
pm { 0.0, 0.50, 1.0 }

Tabelle 12: Gewählte Parameter für die Gittersuche.

Jeder Optimierungslauf besteht aus der Auswertung aller zehn Testinstanzen, wobei
jede Auswertung wegen der im Algorithmus vorherrschenden Stochastik 20-mal repliziert
und gemittelt wurde. Die Replikationen wurden dabei parallel auf den zur Verfügung ste-
henden CPU-Threads durchgeführt. Es ergeben sich insgesamt 518.400 Läufe. Jeder Op-
timierungslauf gibt anschließend die zehn Ergebnisse relativ zu den Optima zurück. Die
zehn besten Konfigurationen sind in Tabelle 13 zu sehen. Die mittlere RPD über die zehn
Testinstanzen ist als Qualitätsmaß angegeben und bestimmt das Ranking der Konfigura-
tionen. Im Folgenden wird nun der Einfluss der einzelnen Operatoren und insbesondere
auch Wechselwirkungen zwischen den Parametern betrachtet.

Solution
Generator

Mutation
Operator

Crossover
Operator

Survival
Selection

Parents
Selection

pop_
size

par_
size pc pm

mean
RPD

Balanced Shift MA Truncation Tournament 100 0.55 0.0 1.0 0.0897
Balanced Shift MA Truncation Tournament 100 1.0 0.5 1.0 0.0900
Balanced Shift MA Tournament Random 100 0.55 0.0 1.0 0.0931
Balanced Shift MA Tournament Random 100 0.55 0.5 1.0 0.0941
Balanced Shift MA Truncation Tournament 100 0.55 0.0 0.5 0.0948
Balanced Shift MA Tournament Random 100 0.55 0.0 0.5 0.0949
Balanced Shift OBX Truncation Tournament 100 0.55 0.0 1.0 0.0951
Balanced Shift MA Truncation Tournament 50 0.55 0.5 1.0 0.0952
Balanced Shift MA Tournament Random 100 1.0 0.0 0.5 0.0952
Balanced Shift OBX Tournament Tournament 100 0.55 0.0 0.5 0.0956

Tabelle 13: Ergebnisse der Gittersuche.
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5.3.1 Lösungsgeneratoren

Zunächst wird der Einfluss der Initiallösungen auf die Güte der resultierenden Er-
gebnisse betrachtet. Zur Verfügung stehen die Operatoren SolutionGeneratorRandomMa-
chines (Random) (Alg. 9) und SolutionGeneratorBalancedMachines (Balanced) (Alg. 10).
Wie in Abschnitt 4.2.1 erläutert, bildet der zufällige Operator den gesamten Lösungsraum
ab und generiert eine diversere Population, während der ausbalancierte tendenziell bes-
sere Initiallösungen in Bezug auf den Zielfunktionswert liefert. Abbildung 18a zeigt die
Zielfunktionswerte des jeweils besten Individuums aus der Population nach der Erzeugung
durch die Generatoren vor der Optimierung. Hier ist klar zu sehen, dass der balancierte
Generator deutlich bessere Individuen in Bezug auf den Zielfunktionswert generiert. Ab-
bildung 18c zeigt die Differenz der beiden Kurven. Balanced dominiert Random nach dem
gepaarten t-Test signifikant mit α = 0.05. Für alle weiteren Auswertungen wurden die
Läufe mit pm = 0.0 ∧ pc = 0.0 aus der Betrachtung ausgenommen, da sie keine Operatio-
nen auf der Population durchführen. Das Signifikanzniveau wird durchgehend als α = 0.05

gewählt.
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Abbildung 18: Vergleich der Lösungsgeneratoren vor und nach der Optimierung.

Betrachtet man nun den Unterschied zwischen den Lösungsgeneratoren nach der Op-
timierung in Abb. 18b, so ist dieser geringer, aber weiterhin signifikant. Insbesondere ist
in Abb. 18d zu sehen, dass die Konfidenzintervalle der Differenz deutlich kleiner ausfallen,
was den Unterschied zwischen den beiden Verfahren weiter betont.
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5.3.2 Selektionsoperatoren

Bei den Selektionsoperatoren wird zwischen der Eltern- und der Überlebensselektion
unterschieden. Die Elternselektion wählt Individuen aus, die anschließend durch Crossover
und/oder Mutation verändert werden. Die Überlebensselektion wählt Individuen am Ende
einer Schleifeniteration aus, die in die Nächste übernommen werden. In Abbildung 19 ist
zu sehen, dass in beiden Fällen die Turnierselektion gegenüber ihrer jeweiligen Alternative
unterliegt. Obwohl jeweils der Unterschied zwischen den jeweiligen Verfahren signifikant
ist, ist ihre mittlere Abweichung dennoch sehr gering. In Abb. 19c ist beispielsweise zu
sehen, dass die Turnierselektion für Instanz 6 besser abschneidet als die zufällige Wahl.
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Abbildung 19: Vergleich der Selektionsoperatoren.

Zu beachten ist hier die geänderte y-Achsenskalierung in den Abbildungen 19c und 19d
um Faktor 10, um dem sehr geringen Unterschied der beiden Verfahren Rechnung zu
tragen.
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5.3.3 Genetische Operatoren

Bei den genetischen Operatoren werden Crossover und Mutation in Abbildung 20
zunächst isoliert voneinander betrachtet. Bei den Mutationsoperatoren dominiert Shift
klar Swap. Auch ohne Anwendung von Crossoveroperatoren konvergiert der Algorithmus
gut gegen das Optimum. Bei den Crossoveroperatoren dominiert der CrossoverOperator-
OrderBased (OBX) (Alg. 14) den Operator CrossoverOperatorMachineAllocation (MA)
(Alg. 15).
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Abbildung 20: Isolierter Vergleich der Crossover- und Mutationsoperatoren.

Es ist zu beachten, dass alle drei Konfigurationen unter den besten zehn, die eine
Crossoverwahrscheinlichkeit pc > 0 gewählt haben, dennoch den Operator MA nutzen.
Die Differenz ist signifikant nach gepaartem t-Test, fällt aber ähnlich zu den Selektions-
operatoren klein aus. Grund dafür ist die schlechte Konvergenz des Algorithmus ohne
Mutation, die in Abbildung 21 deutlich wird.
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Abbildung 21: GG-Plot der Beziehungen zwischen Crossover- und Mutationsoperatoren und -wahrscheinlichkeiten.
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Gezeigt wird hier das Zusammenspiel von Crossover und Mutation bei den verschiede-
nen Wahrscheinlichkeitsniveaus. Über alle Wahrscheinlichkeitsniveaus der Mutation ge-
mittelt konnte ein signifikanter Unterschied zwischen pc = 0% und pc = 50%, sowie
pc = 0% und pc = 100% gezeigt werden, nicht jedoch zwischen pc = 50% und pc = 100%.
Hierbei ist jeweils eine niedrigere Crossoverwahrscheinlichkeit präferabel. Zwischen den
Wahrscheinlichkeitsniveaus der Mutation pm konnte gemittelt über alle Wahrscheinlich-
keitsniveaus des Crossovers paarweise signifikant gezeigt werden, dass eine höhere Mutati-
onswahrscheinlichkeit vorzuziehen ist. Die Ergebnisse sind in Abbildung 22 getrennt nach
Crossover- und Mutationswahrscheinlichkeiten zusammengefasst.
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Abbildung 22: Vergleich der Crossover- und Mutationswahrscheinlichkeiten.

Hier ist nochmal der geringe Unterschied zwischen pc = 50% und pc = 100%, sowie
zwischen pm = 50% und pm = 100% zu unterstreichen. pc = 0% und pm = 0% stechen
hingegen stark heraus.
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5.3.4 Populationsgröße und Elternschaft

Bei der Populationsgröße in Abbildung 23a konnten erneut signifikante Unterschiede
zwischen den drei Wahrscheinlichkeitsniveaus gefunden werden. Eine größere Population
führt dabei paarweise zu besseren Ergebnissen. Insbesondere schneidet die Konfiguration
mit nur einem Individuum in der Population besonders schlecht ab. Bei der Größe der
Elternschaft in Abbildung 23b zeigen sich nur geringe Unterschiede. Zwischen 100% und
55% konnte kein signifikanter Unterschied gezeigt werden, 10% schneidet aber gegen beide
anderen signifikant schlechter ab.
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Abbildung 23: Isolierter Vergleich der Populationsgröße und Elternschaft.

Die Kombination dieser beiden Werte zeigt, dass eine breite Suche mit großer Popu-
lation und großer Elternschaft einer Tiefen vorzuziehen ist. Das zeigt auch, dass der Evo-
lutionäre Algorithmus aus seiner Anfangspopulation auf dem aktuellen Datensatz schnell,
das heißt mit wenigen Schleifeniterationen, gegen das Optimum konvergiert. Ein GG-Plot
der Zusammenhänge zwischen Populationsgröße und Größe der Elternschaft befindet sich
im Anhang in Abbildung 28.
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5.4 Modellbasierte Parameteroptimierung

Die modellbasierte Optimierung verspricht eine effizientere Suche durch Minimierung
der auszuwertenden Parameterkonfigurationen. Die Kosten zum Fitten des Modells sind
im Vergleich zur Laufzeit einer Parameterevaluation zu vernachlässigen, sodass ein Vor-
teil durch die Nutzung eines Surrogatmodells wahrscheinlich ist, insofern die Prädiktionen
neuer Parameter auf dem Modell tatsächlich zu einer Konvergenz zum Optimum führt. Die
modellbasierte Parameteroptimierung soll hier nicht neutral mit der Gittersuche verglichen
werden, sondern dessen Ergebnisse nachoptimieren. Für die initiale Modellkonstruktion ist
eine initiale Testmenge nötig, die noch ohne Modell erzeugt wird. Hierfür können die Ergeb-
nisse der Gittersuche verwendet werden, da sie den Suchraum durch die äquidistante Wahl
der Versuchspunkte gleichmäßig abbildet. Des Weiteren kann die Auswahl der verfügba-
ren Kombinatoren durch die Vorergebnisse eingeschränkt werden. Der Lösungsgenerator
für zufällige Lösungen und der Mutationsoperator Swap wurden per Blacklist aus dem
Repository entfernt, da sie klar durch die jeweilige Alternative dominiert wurden. Bei den
verbleibenden Kombinatoren konnten in der Gittersuche auch signifikante Unterschiede
festgestellt werden, jedoch waren diese nicht so eindeutig wie bei den zuvor genannten
zwei. Die Wertebereiche für die numerischen Parameter wurden belassen. Da diese auf
einer kontinuierlichen Skala liegen, wird das Surrogatmodell hier durch eine Regression
die Zusammenhänge fitten. Die Vorgehensweise für die gesamte Parameteroptimierung
inklusive der vorangegangenen Gittersuche ist in Abbildung 24 illustriert.
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Abbildung 24: Ablauf der gesamten Parameteroptimierung.

Für die modellbasierte Optimierung wurde das in Abschnitt 2.3.2 besprochenen Frame-
work skopt genutzt. Als Aquisitionsfunktion wurde die Funktion gp_hedge verwendet, die
die Funktionen Probability of Improvement (PI), Expected Improvement (EI) und Lower
Confidence Bound (LCB) probabilistisch auswählt. Die Wahrscheinlichkeitsverteilung und
der Parameter κ für LCB werden während der Optimierung zusätzlich optimiert. Die
Konfiguration des Optimierers ist in Tabelle 14 dargestellt.
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Parameter Wert Beschreibung
dimensions <obj> Wertevektoren für die Parameter des Evolutionären

Algorithmus. Durch CLS ermittelt.
base_estimator GP Wählt den Gaussprozess als Regressor für das Fitting

des Surrogatmodells.
n_initial_points 0 Führe kein initiales Sampling durch, da die Ergeb-

nisse der Gittersuche als initiales Design vorgegeben
werden.

acq_func gp_hedge Wähle aus den drei Aquisitionsfunktionen PI, EI und
LCB in jeder Iteration probabilistisch ein Verfahren
aus.

acq_optimizer auto Optimiere automatisch die Wahrscheinlichkeitsvertei-
lung für die Aquisitionsfunktionen und den Parameter
κ für LCB.

n_jobs 1 Führe immer nur eine Optimierung gleichzeitig durch.
Die Replikationen des zu optimierenden Algorithmus
werden weiter parallelisiert.

model_queue_size None Keine Beschränkung der Modellgröße. Das Fitting
wird auf allen bisher getesteten Parametrisierungen
durchgeführt.

Tabelle 14: Konfiguration des Parameteroptimierers.

Die Optimierungsschleife wurde an Stelle der eingebauten Funktion gp_minimize selbst
implementiert, um mehr Kontrolle über die Optimierung zu erhalten. Im ersten Schritt
werden dem Optimierer die Ergebnisse der Gittersuche über die Funktion tell übergeben.
Nach dem ersten Fitting des Surrogatmodells erfolgt die eigentliche Optimierungsschleife,
die die Phasen ask → run→ tell durchläuft. ask führt dabei die Prädiktion des nächsten
Versuchspunktes unter Verwendung der Aquisitionsfunktion durch. run bezeichnet hier
die Ausführung der Parameterkonfiguration, die selbst implementiert wurde. tell übergibt
schließlich den neuen Funktionswert und führt ein re-Fitting des Modells durch. Nach
Abschluss der Optimierung werden die Ergebnisse nach Zielfunktionswert geordnet und
zurückgegeben. Als Terminierungskriterium wurde eine Zeitschranke von zehn Tagen ge-
wählt, in denen 1.696 Iterationen durchgeführt wurden. Tabelle 15 zeigt die Ergebnisse
der modellbasierten Optimierung. Lösungsgenerator und Mutationsoperator wurden wie
beschrieben auf Grund der Ergebnisse der Gittersuche eingeschränkt. Alle gezeigten Läufe
wurden mit dem Lösungsgenerator SolutionGeneratorBalancedMachines und dem Mutati-
onsoperator MutatationOperatorShift durchgeführt. Der Crossoveroperator ist zwar in der
Tabelle dargestellt, findet aber keine Anwendung, da die Crossoverwahrscheinlichkeiten pc
aller zehn Läufe null sind.
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Iteration Crossover
Operator

Survival
Selection

Parents
Selection pop_size par_size pc pm

mean
RPD

835 OBX Truncation Tournament 100 0.74 0.00 0.43 0.0878
959 OBX Truncation Tournament 100 0.72 0.00 0.43 0.0881
822 OBX Truncation Tournament 100 0.75 0.00 0.43 0.0892
1039 OBX Truncation Tournament 100 0.81 0.00 0.57 0.0894
746 OBX Truncation Tournament 100 0.74 0.00 0.42 0.0895
1542 OBX Tournament Random 100 0.40 0.00 0.79 0.0900
1078 OBX Truncation Tournament 100 0.76 0.00 0.46 0.0901
754 OBX Truncation Tournament 100 0.75 0.00 0.41 0.0901
1040 OBX Truncation Tournament 100 0.76 0.00 0.62 0.0903
1345 OBX Tournament Random 100 0.41 0.00 1.00 0.0903

Tabelle 15: Ergebnisse der modellbasierten Optimierung.

Die Ergebnisse bestätigen die Erkenntnis aus der Gittersuche, dass der Operator Sel-
ectionOperatorTruncation für die Überlebensselektion gegenüber der Turnierselektion vor-
zuziehen ist. Der Unterschied war gering, jedoch dominiert er die Turnierselektion wie in
Abbildung 19b zu sehen für die Instanzen sieben und acht, was sich hier ebenso widerspie-
gelt. Bei der Elternselektion führt hier, entgegen der Erkenntnisse aus der Gittersuche,
die Turnierselektion. Der Unterschied zwischen den beiden Optionen Turnierselektion und
zufälliger Wahl war aber bereits bei der Gittersuche gering. Bei den numerischen Parame-
tern bestätigen sich die Ergebnisse aus Abbildung 23 bezüglich der Populationsgröße und
Elternschaft. Die Populationsgröße wurde im gegebenen Wertebereich maximiert, was na-
helegt, dass eine noch größere Population möglicherweise noch bessere Ergebnisse liefern
könnte. Bei der Größe der Elternschaft konnten bei der Gittersuche keine großen Unter-
schiede festgestellt werden. Analog sind unter den zehn besten Konfigurationen Werte im
Bereich 40% und 75% zu finden. Die Crossoverwahrscheinlichkeit wurde in allen Läufen auf
null gesetzt, was die Ergebnisse aus der Gittersuche stützt. Bei der Mutationswahrschein-
lichkeit finden sich Werte zwischen 40% und 100%. Dazu sei gesagt, dass bei fehlendem
Crossover eine geringere Mutationswahrscheinlichkeit äquivalent zu einer Reduktion der
Elternschaftsgröße ist. Die im Mittel pro Iteration mutierten Individuen ergeben sich bei
pc = 0 als par_size× pm. Für die zehn besten Konfiguration sind dies 36 Individuen.

Die Konvergenz der Suche ist in Abbildung 25 zu sehen. Man beachte hier die auf Grund
der Ausreißer zu Beginn der Suche gewählte logarithmische Skalierung der y-Achse. Bereits
nach wenigen Iterationen werden von der modellbasierten Optimierung keine Konfigura-
tionen mit hohem RPD mehr ausgewählt, weshalb die Ausreißer hauptsächlich am Anfang
der Suche zu finden sind. Die Konvergenz der besten gefundenen Konfiguration über den
Verlauf der Optimierung ist in Abb. 25 eingezeichnet. Die letzte Verbesserung wurde nach
835 Iterationen mit einem mittleren RPD von 0.0878 erzielt. Der Datenpunkt entspricht
der ersten und besten Konfiguration in Tabelle 15. Die Konvergenz der RPD der geteste-
ten Konfigurationen ist ebenso in Abb. 25 als Regressionskurve gezeigt. Es ist zu sehen,
dass nach der letzten Verbesserung in der zweiten Hälfte der Suche die Punktwolke sta-
gniert, sodass mit keiner konvergenzbedingten Verbesserung mehr zu rechnen ist. Durch
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Abbildung 25: Konvergenzgraph der modellbasierten Optimierung.

die Verwendung der gemischten Aquisitionsfunktion werden auch nach Auffinden guter
Lösungen weiter Bereiche des Lösungsraumes exploriert und Punkte zur Verbesserung der
Modellqualität überprüft. Dies erklärt die Schwankung des RPD der getesteten Werte bis
hin zur Verschlechterung im Mittel zum Ende der Suche.

Es sei noch einmal hervorgehoben, dass ein optimaler Zielfunktionswert durch die ein-
geschränkte Erreichbarkeit im Lösungsraum ggf. nicht möglich ist, sodass ein RPD 0.0878
möglicherweise bereits optimal ist. Da die heuristische Optimierung im Gegensatz zur
exakten Optimierung aus Abschnitt 5.1 keine untere Schranke angibt, kann ein solcher
Schluss aber nicht mit Sicherheit gezogen werden. Der Mutationsoperator Shift (Alg. 16)
spannt zwar auf der ersten Bearbeitungsstufe, wie in Abschnitt 4.2.4 beschrieben, den ge-
samten Lösungsraum auf, jedoch führt die Verwendung der Stufenstrategie ECT (Alg. 18)
zu einer eingeschränkten Erreichbarkeit auf der zweiten Bearbeitungsstufe, was die Ab-
weichung vom Optimum erklärt.
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6 Diskussion der Ergebnisse

Die Ergebnisse der beiden Parameteroptimierungen werden im Folgenden verglichen
und im Kontext der Erkenntnisse aus der Literaturrecherche diskutiert. Alle Ergebnisse
beziehen sich dabei explizit nur auf die vorliegenden Testdaten und eine Übertragbarkeit
auf andere Instanzen und Problemklassen ist, wie im Literaturüberblick herausgestellt,
nur eingeschränkt möglich, da die zu wählenden Parameter stark von den Charakteristika
des Problems abhängen können.

Die Gittersuche mit äquidistanter Wahl der numerischen Parameter ermöglichte eine
von den anderen Parametern isolierte Betrachtung einzelner Einflussfaktoren. Hier konnte
der klare Vorteil von besseren Startlösungen für die gewählte Probleminstanz festgestellt
werden. Bei den Mutationsoperatoren stellte sich der Operator Shift als überlegen heraus,
obwohl die Stärke der Veränderung einzelner Individuen kleiner ist als bei Swap. Dies lässt
sich durch den größeren Suchraum begründen, der die Erreichbarkeit besserer Lösungen
gewährt.

Die modellbasierte Parameteroptimierung bestätigte im Wesentlichen die Ergebnisse
der Gittersuche. Für die Populationsgröße wurde in beiden Fällen die maximale Anzahl
von 100 Individuen gewählt. Während bei der Gittersuche der Wert noch auf {1, 50, 100}
beschränkt war, konnte die modellbasierte Optimierung den Wert im Intervall [1, 100] frei
wählen. Dass alle zehn besten Konfigurationen die obere Intervallgrenze von 100 Indivi-
duen nutzen, legt nahe, dass das tatsächliche Optimum noch höher liegen könnte. Dies
widerspricht in Teilen den Erkenntnissen aus der Literatur, wo kleinere Populationsgrö-
ßen gewählt wurden. Auffällig ist auch die Wahl der Crossoverwahrscheinlichkeit von 0%,
was das Crossover vollständig aus dem Algorithmus entfernt. Sowohl die paarweisen Ver-
gleiche nach der Gittersuche, als auch die besten Konfigurationen der modellbasierten
Parameteroptimierung legen einen Verzicht auf Crossoveroperatoren zugunsten einer hö-
heren Mutationszahl nahe. In der Literatur stellten sich Crossoveroperatoren hingegen als
hilfreich heraus. Dies lässt sich möglicherweise durch die kleinen Instanzgrößen begründen.
Bei diesen existieren tendenziell weniger lokale Minima, sodass eine gute Konvergenz durch
eine hohe initiale Lösungsdiversität in Folge einer hohen Populationszahl in Kombination
mit den Mutationsoperatoren erreicht werden kann. Crossoveroperatoren sorgen im Allge-
meinen für den Erhalt einer Lösungsdiversität bei gleichzeitigem Erhalt der Lösungsgüte
durch Kombination geeigneter Teile der Chromosomen. Durch die große Population und
der beschränkten Zahl an Iterationsläufen ist eine solche Diversifikation nicht nötig und
nutzt Funktionsauswertungen, die durch Mutationen sinnvoller eingesetzt werden können.
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Die Mutationswahrscheinlichkeit wurde von der Gittersuche maximiert, bei einer El-
ternschaftsgröße von 0.55. Bei fehlendem Crossover ergibt sich die mittlere Anzahl Mu-
tationen pro Iteration als par_size × pm, was im Fall der Gittersuche 55%, im Fall der
modellbasierten Parameteroptimierung 36% der Individuen sind. Nach jeder Iteration wird
eine Überlebensselektion durchgeführt, was durch den Selektionsdruck die Konvergenz der
Population fördert. Hier wurde von beiden Verfahren die aggressivere Truncation selection
gewählt, die einen stärkeren Selektionsdruck als die Turnierselektion aufweist. Auch bei der
Elternselektion wurde das Selektionsverfahren mit stärkerem Selektionsdruck, die Turnier-
selektion, verwendet. Bei der Gittersuche war die Turnierselektion gemittelt über alle Läufe
noch signifikant schlechter als die zufällige Wahl, der Unterschied war aber bereits gering.
Die besten beiden ermittelten Konfigurationen verwendeten bereits die Turnierselektion.
Bei den Ergebnissen der modellbasierten Parameteroptimierung führt die Turnierselektion
klar gegenüber der zufälligen Wahl.

Entgegen der Annahme, dass das Modellfitting der modellbasierten Parameteropti-
mierung gegenüber der Laufzeit des Algorithmus zu vernachlässigen sei, stellte sich in den
Experimenten heraus, dass gegen Ende der 1.696 Läufe die Berechnungsdauer signifikant
wurde. Vorteil des Surrogatmodells soll die schnelle Prädiktion neuer Versuchspunkte und
somit die eine Reduzierung zeitintensiver Versuchsläufe sein. Durch die hohe Zahl der be-
reits ausgewerteten Punkte wird das Modellfitting laufend teurer und das Verfahren somit
ineffizienter. Die beste Konfiguration wurde jedoch zu diesem Zeitpunkt bereits ermittelt,
sodass dies keinen Einfluss auf die Qualität der Auswertung hatte. Zusammen mit den
2.592 Läufen der Gittersuche resultiert ein Modell mit 4.288 Versuchspunkten. Ansatz zur
Reduktion der Berechnungsdauer des Surrogatmodells kann die Verwerfung von Versuchs-
punkten ab einer gewählten Obergrenze sein. Das verwendete Framework skopt stellt dazu
eine automatische Bestimmung nicht-signifikanter Versuchspunkte zur Verfügung.
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7 Zusammenfassung und Ausblick

In dieser Arbeit wurde ein Vorgehensmodell zur automatischen Konfiguration von Al-
gorithmen entwickelt. Das Konzept baut auf den Erkenntnissen aus der vorangegangenen
Bachelorarbeit und den Arbeiten der Projektgruppe Autoschedule zur Komponentisie-
rung von Algorithmen und ihrer automatischen Komposition mittels CLS auf. Es wurde
gezeigt, dass CLS nicht nur zur Synthese aller Inhabitanten der Grammatik verwendet
werden kann, sondern auch zur Komposition einzelner Lösungen einsetzbar ist. Dies er-
möglicht die gezielte Konfiguration von Algorithmenvarianten zur Parameteroptimierung.
Durch Hinzunahme des Luigi-Frameworks ist es zusätzlich möglich, numerische Parame-
ter zu übergeben. An das Syntheseframework wurden zwei Parameteroptimierer angebun-
den, eine Gittersuche und eine modellbasierte Parameteroptimierung. Die Optimierung
der Parameter eines Algorithmus ist von essenzieller Bedeutung für deren Performanz
auf verschiedenen Problemen. Es ist daher von Vorteil, die Optimierung automatisiert
durchführen zu können. Die Variationspunkte werden unter Zuhilfenahme von CLS auto-
matisch aus einer gegebenen Menge an Kombinatoren ermittelt, sodass zur Generierung
des Parametervektors keine weitere Konfiguration nötig ist. Auch die numerischen Para-
meter können automatisch erkannt und mittels Luigi konfiguriert werden. Derzeit wird
die Manipulation des Repositorys derart realisiert, dass genau die eine gewollte Konfigu-
ration generiert wird. Dies ist durch das Zusammenspiel von CLS und Luigi nötig, da
im aktuellen Konzept nicht zwei Algorithmen mit verschiedenen numerischen Parametern
synthetisiert werden können. Dies stellt einen Ansatz zur Verbesserung der Performanz
des Frameworks, insbesondere bei der Gittersuche mit großen Überschneidungen zwischen
den gewählten Parametern dar. Hierzu muss die Synthese der numerischen Parameter
modularisiert werden. Für die modellbasierte Parameteroptimierung mit geringen Über-
scheidungen zwischen den Parametern und insbesondere der sequentiellen Auswertung von
derzeit nur einer Konfiguration, stellt dies hingegen keine Veränderung dar.

Beide Parameteroptimierer wurden zur Ermittlung einer guten Konfiguration für den
Evolutionären Algorithmus für ein gegebenes Benchmarkproblem aus der Literatur erfolg-
reich angewendet. Zur Einordnung der Lösungsgüte wurde ein mathematisches Optimie-
rungsmodell für die betrachtete Problemklasse entworfen und für die Probleminstanzen
ausgeführt. Gemessen an der RPD konnte bereits die Gittersuche eine gute Konfiguration
für den Evolutionären Algorithmus berechnen. Die anschließende Nachoptimierung mittels
der modellbasierten Parameteroptimierung bestätigte in weiten Teilen die Erkenntnisse aus
der Gittersuche und generierte eine Algorithmenkonfiguration, die für alle Testinstanzen
annähernd optimale Ergebnisse lieferte. Die Übertragbarkeit der resultierenden Parameter-
werte auf weitere Testinstanzen wurde bislang nicht untersucht. Es wurde gezeigt, dass die
Parameter für verschiedene Problemklassen stark schwanken, eine Folgefrage kann daher
die Übertragung der Parametrisierung auf ein Problem mit derselben Problemcharakte-
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ristik sein. Zu untersuchen ist hierfür jedoch zunächst, welche Charakteristik überhaupt
einen Einfluss auf die Parametrisierung hat. Es ist nicht klar, wie „identische Problemcha-
rakteristik“ mit Sicherheit zu definieren ist. Durch Variation einzelner Nebenbedingungen
oder Verteilungen für die Eingabewerte lassen sich gegebenenfalls Einflussfaktoren bestim-
men. Dies kann helfen, Einschätzungen zu treffen, wann eine gegebene Heuristik auch auf
andere Probleme anwendbar ist, und wann ein solcher Charakteristikwechsel potenziell zu
einer Verschlechterung der Algorithmenperformanz ohne erneutes Tuning der Parameter
führt. Es ist des Weiteren nicht klar, inwieweit die berechneten Algorithmenkonfiguratio-
nen bereits auf die gewählten Daten überangepasst sind.

Die Parameteroptimierung wurde zunächst nur auf den entwickelten Evolutionären Al-
gorithmus angewendet. In den Vorarbeiten wurden jedoch bereits andere Verfahren wie
Lokale Suchen implementiert, die ebenfalls Variationspunkte und numerische Parameter
beinhalten. Die Einbindung dieser Implementierungen in das Repository würde es ermög-
lichen, die verschiedenen Verfahren mit optimierten Parametern zu vergleichen. Bislang
wurden diese Vergleiche ausschließlich mit wenigen Parameterwerten durchgeführt, da die
händische Konfiguration dieser Werte aufwändig und daher in der Menge der Verfahren
nicht zielführend ist. In der Literaturanalyse wurde gezeigt, dass evolutionäre Ansätze
häufig als die besseren Verfahren, verglichen mit anderen Heuristiken, genannt werden.
Unter Zuhilfenahme von CLS lassen sich eine deutlich größere Auswahl von Verfahrensva-
rianten synthetisieren, sodass ein Vergleich einer großen Bandbreite an Lösungsstrategien
ermöglicht wird, um diese Erkenntnisse zu bestätigen oder potenziell neue und bessere
Verfahren zu generieren. Durch die Komponentisierung verschiedener Lösungsstrategien
lassen sich Konzepte zwischen diesen automatisiert übertragen und somit neue Kombina-
tionen erzeugen und testen, die bislang nicht untersucht wurden.
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Anhang

Schedule

+ machine_arrangement : np.ndarray
+ num_stages : int
+ num_machines : int
+ num_jobs : int
+ p_ilj : np.ndarray
+ unavail_il : np.ndarray = None
+ skip_ij : np.ndarray = None
+ e_ilj : np.ndarray = None
+ r_j : np.ndarray = None
+ rm_il : np.ndarray = None
+ d_j : np.ndarray = None
+ w_j : np.ndarray = None
+ prec_j : np.ndarray = None
+ s_iljk : np.ndarray = None
+ a_iljk : np.ndarray = None
+ lag_ilj : np.ndarray = None
+ batch_il : np.ndarray = None
+ prmu : bool = False
+ due_dates_as_deadlines : bool = False
– __arr : np.ndarray

[...]

Abbildung 26: Darstellung aller Felder des Schedule-Objekts in UML.
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Schedule

[...]

+ __init__(self, machine_arrangement : np.ndarray, p_ilj : np.ndarray, [...])
+ __iter__(self) : Generator[tuple[int, int, int], Schedule, None]
+ allocate(self, stage : int, machine : int, job : int, start_time : int) : None
+ allocate_backwards(self, stage : int, machine : int, job : int, end_time : int) : None
+ allocate_tight(self, stage : int, machine : int, job : int) : None
+ sort_allocations(self) : None
+ get_allocations(self, stage : int, machine : int) : list[Allocation]
+ update_objective(self, objective : object, value : float) : None
+ get_unique_jobs(self) : list[int]
+ get_jobs_on_stage(self, stage : int = 0) : list[int]
+ get_processing_time_on_machine(self, stage : int, machine : int, job : int) : int
+ get_avg_processing_time_on_stage(self, stage : int, job : int) : float
+ get_scheduled_jobs(self) : list[tuple[int, int, int, int]]
+ get_scheduled_jobs_on_stage(self, stage : int = 0) : list[tuple[int, int, int]]
+ get_scheduled_jobs_on_stages(self, stages : set[int]) : list[tuple[int, int, int]]
+ get_machines_on_stage(self, stage : int) : int
+ get_machine_finish_time(self, stage : int, machine : int) : int
+ get_machine_finish_times_on_stage(self, stage : int) : list[int]
+ get_all_machine_finish_times(self) : list[int]
+ get_eligible_machines(self, stage : int, job : int) : list[tuple[int, int]]
+ clear_stage(self, stage : int) : None
+ clear_stages(self, start_stage : int) : None
+ clear_machine(self, stage : int, machine : int) : None
+ copy(self) : Schedule
+ shallow_copy(self) : Schedule
+ equals(other : Schedule) : bool
+ pretty_print(self, show_time=False) : None

Abbildung 27: Darstellung aller öffentlicher Methoden des Schedule-Objekts in UML.
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Algorithmus 23 Rekombinationsoperator Order-Based.
Require: Eltern s1, s2.

1: s← s1.shallow_copy()
2: machines← s.get_machines_on_stage(stage = 0)

3: machine = random(machines)

4: π1 ← s1.get_allocations(stage = 0,machine = machine) . Hole Chromosomen
5: π2 ← s2.get_allocations(stage = 0,machine = machine)

6: if |π1| == 0 ∨ |π2| == 0 then
7: return s
8: end if

9: r1 ← random(0, |π1|) . Bestimme Crossoverpunkte
10: r2 ← random(0, |π1|)
11: c1 ← min(r1, r2)

12: c2 ← max(r1, r2)

13: π ← [ ] . Kopiere Gene aus π1 zwischen c1 und c2
14: for i ∈ [c1, c2 − 1] do
15: π[i]← π1[i]

16: end for

17: k ← c2 mod |π1| . Kopiere Gene aus π2 nach c2
18: for Auftrag job ∈ π2 do
19: if job ∈ π1 ∧ job /∈ π then
20: π[k]← job

21: k ← (k + 1) mod |π1|
22: end if
23: end for

24: for Auftrag job ∈ π1 do . Kopiere restliche Gene aus π1
25: if job /∈ π then
26: π[k]← job

27: k ← (k + 1) mod |π1|
28: end if
29: end for

30: s.clear_machine(stage = 0,machine = machine) . Plane neues Chromosom ein
31: for Auftrag job ∈ π do
32: s.allocate_tight(stage = 0,machine = machine, job = job)

33: end for

34: return s

III



Algorithmus 24 Rekombinationsoperator Maschinenzuweisungen.
Require: Eltern s1, s2.

1: s← s1.shallow_copy()
2: machines = s1.get_machines_on_stage(stage = 0)

3: c← random(machines) . Bestimme Crossoverpunkt
4: planned← ∅

5: for Maschine m ∈ [0, c− 1] do . Kopiere Zuweisungen aus s1 bis c
6: for Auftrag j ∈ s1.get_allocations(stage = 0,machine = m) do
7: s.allocate_tight(stage = 0,machine = m, job = j)

8: planned← planned ∪ {j}
9: end for

10: end for

11: for Maschine m ∈ [c,machines− 1] do . Kopiere Zuweisungen aus s2 ab c
12: for Auftrag j ∈ s2.get_allocations(stage = 0,machine = m) do
13: if j /∈ planned then
14: s.allocate_tight(stage = 0,machine = m, job = j)

15: planned← planned ∪ {j}
16: end if
17: end for
18: end for

19: for Maschine m ∈ [c,machines− 1] do . Kopiere restliche Zuweisungen aus s1
20: for Auftrag j ∈ s1.get_allocations(stage = 0,machine = m) do
21: if j /∈ planned then
22: s.allocate_tight(stage = 0,machine = m, job = j)

23: planned← planned ∪ {j}
24: end if
25: end for
26: end for

27: for Maschine m ∈ [0, c− 1] do . Kopiere restliche Zuweisungen aus s2
28: for Auftrag j ∈ s2.get_allocations(stage = 0,machine = m) do
29: if j /∈ planned then
30: s.allocate_tight(stage = 0,machine = m, job = j)

31: end if
32: end for
33: end for

34: return s

IV



Algorithmus 25 Mutationsoperator Shift.
Require: Schedule s.

1: jobs← s.get_scheduled_jobs_on_stage(stage = 0)

2: if |jobs| == 0 then
3: return s

4: end if

5: . Wähle zufälligen Auftrag und neue Maschine
6: j,m1, index1 ← random(jobs).
7: m2, p0m2j ← random(schedule.get_eligible_machines(stage = 0, job = j))

8: . Hole Allokationsobjekte
9: allocations1 ← s.get_allocations(stage = 0,machine = m1)

10: allocations2 ← s.get_allocations(stage = 0,machine = m2)

11: . Ziehe Position auf neuer Maschine
12: num_jobs← len(allocations2)

13: if m1 == m2 then
14: num_jobs← num_jobs− 1

15: end if
16: index2 ← random(0, num_jobs)

17: . Entferne Auftrag von ursprünglicher Maschine
18: allocation← allocations1.pop(index1)

19: for alloc ∈ allocatons1[index1 :] do
20: alloc.move_start_time(delta = −allocation.processing_time)
21: end for

22: . Füge Auftrag neuer Position auf neuer Maschine ein
23: allocations2.insert(index2, allocation)

24: new_start_time← 0

25: if index2 > 0 then
26: new_start_time← allocations2[index2 − 1].end_time
27: end if
28: allocation.set_time(start_time = new_start_time, processing_time = p0m2j)

29: . Verschiebe spätere Aufträge
30: for alloc ∈ allocatons2[index2 + 1 :] do
31: alloc.move_start_time(delta = p0m2j)

32: end for

33: return s

V



Algorithmus 26 Mutationsoperator Swap.
Require: Schedule s.

1: jobs← s.get_scheduled_jobs_on_stage(stage = 0)

2: if |jobs| ≤ 1 then
3: return s

4: end if

5: jobs← shuffle(jobs)

6: j1,m1, index1 ← jobs[0]

7: for j2,m2, index2 ∈ jobs[1 :] do
8: . Prüfe gegenseitige Maschinenqualifikation
9: if ¬e0m1j2 ∨ ¬e0m2j1 then

10: continue
11: end if

12: . Hole Allokationsobjekte
13: allocations1 ← s.get_allocations(stage = 0,machine = m1)

14: allocations2 ← s.get_allocations(stage = 0,machine = m2)

15: allocation1 ← allocations1[index1]

16: allocation2 ← allocations2[index2]

17: . Errechne Zeitverschiebungen
18: d1 ← s.get_processing_time_on_machine(stage = 0,machine = m1, job = j2)

19: d1 ← d1 − allocation1.processing_time
20: d2 ← s.get_processing_time_on_machine(stage = 0,machine = m2, job = j1)

21: d2 ← d2 − allocation2.processing_time

22: . Tausche Aufträge
23: allocation1.job← j2

24: allocation1.alter_processing_time(delta = d1)

25: allocation2.job← j1

26: allocation2.alter_processing_time(delta = d2)

27: . Verschiebe spätere Aufträge
28: for alloc ∈ allocations1[index1 + 1 :] do
29: allocation.move_start_time(delta = d1)

30: end for
31: for alloc ∈ allocations2[index2 + 1 :] do
32: allocation.move_start_time(delta = d2)

33: end for
34: return s

35: end for
36: return s

VI
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Abbildung 28: GG-Plot der Beziehungen zwischen Populationsgröße und Elternschaft.
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